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Resumo

O rastreio de cancro de mama consiste na examinagao periddica da mama de uma
mulher com o principal objectivo de detectar indicios de cancro numa fase inicial. O
exame mais utilizado para este fim é a mamografia que, apesar da existéncia de técnicas
mais avangadas, é considerado o método mais econdmico e eficiente para a detec¢io de

cancro de mama num estado precoce.

Investigamos, recorrendo a técnicas de aprendizagem automadtica, como o0s
atributos obtidos a partir de mamografias se relacionam com malignidade. Em particular,
o foco deste estudo é o modo como a densidade de massa dos nédulos poderd influenciar
esse conceito. Para este fim, aplicamos diferentes algoritmos de aprendizagem ao
conjunto de dados, fazendo uso das ferramentas do sistema WEKA, assim como
efectuamos testes de significancia aos resultados. Validamos igualmente estes resultados

através da apresentacdo dos mesmos a especialistas na drea médica em questao.
Sao trés as conclusdes a que chegamos:

a) A classificagdo automatica de uma mamografia poderd alcangar resultados
semelhantes ou mesmo superiores aos obtidos pelos proprios especialistas,
0 que permitird aos médicos concentrarem-se mais rapidamente num

determinado exame que necessite de um estudo mais aprofundado;

b) A densidade de massa parece ser efectivamente um bom indicador de

malignidade, tal como estudos anteriores sugeriam;



c) Conseguimos obter classificadores capazes de preverem densidade de
massa dos ndédulos com um nivel qualitativo tdio bom como o de um

especialista sem qualquer tipo de informacdo relativa a bidpsias.
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Abstract

Breast screening is the regular examination of a woman’s breasts to find breast
cancer in an initial stage. A widely used exam to this end is mammography that, despite
the existence of more advanced technologies, is considered the cheapest and most

efficient method to detect cancer in a preclinical stage.

We investigate, using machine learning techniques, how attributes obtained from
mammographies can relate to malignancy. In particular, this study focus is on how mass
density can influence malignancy from a data set of 348 patients containing, among other
information, results of biopsies. To this end, we applied different learning algorithms on
the data set using the WEKA tools, and performed significance tests on the results. We

also validated our results presenting them to specialists in mammographies.
The conclusions are threefold:

a) Automatic classification of a mammography can reach equal or better
results than the ones annotated by specialists, which can help doctors to
quickly concentrate on some specific mammogram for a more thorough

study;

b) Mass density seems to be a good indicator of malignancy, as previous

studies suggested;

¢) We can obtain classifiers that can predict mass density with a quality as

good as the specialist blind to biopsy.
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Capitulo 1

Introducao

O cancro de mama', apesar de se tratar de um dos maiores flagelos da sociedade
actual, pode ser combatido através da aplicacdo de programas de rastreio, que t€m como
principal funcdo detectar indicios de cancro numa fase inicial. O exame mais utilizado
para este fim é a mamografia® — considerado o método mais econémico e eficiente para a

deteccdo de cancro de mama num estado precoce.

Habitualmente, os nédulos® encontrados sdo classificados de acordo com o
sistema BI-RADS® (Breast Imaging Reporting and Data System) criado pelo American
College of Radiology (ACR). Este sistema introduziu na drea médica um léxico padrao

que é utilizado por radiologistas na classificacao de nédulos.

! Tumor maligno que se desenvolve nas células do tecido mamério. Apresenta-se diversas vezes como uma massa dura e
irregular que, quando palpada, se diferencia do resto da mama pela sua consisténcia. Localiza-se habitualmente no quadrante
supero-externo da mama.

2 Exame radiolGgico especifico para examinacdo da mama.

3 Lesdes sélidas, elevadas, com mais de 1 cm de didmetro e geralmente bem delimitadas. Também conhecidas como

tumores. De notar que o termo tumor ndo € sinénimo de cancro. Um tumor pode ser benigno ou maligno.
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CAPITULO I INTRODUCAO

Virios estudos tém sido desenvolvidos na aplicacdo de métodos de aprendizagem
automdtica para o estudo do cancro de mama — um dos tipos de cancro mais comuns em
todo o mundo. A maioria dos trabalhos presentes na literatura aplica redes neuronais
artificiais como forma de diagnosticar este tipo de cancro. Outros trabalhos, por sua vez,

focam-se no progndstico da doenga, recorrendo a métodos de aprendizagem indutiva.

O nosso estudo incide, essencialmente, na influéncia da densidade de massa dos
nédulos na previsdo de malignidade, no entanto, também abordamos outras questdes

potencialmente interessantes.

Apesar de alguns estudos no passado terem defendido que densidade de massa
seria um indicador pouco fidvel de malignidade [JDB™91, CL93, Sic91], investiga¢des
recentes [DBD'05, WOS'09, WB10] revelam que a densidade de massa dos nédulos
poderd efectivamente ter uma maior importancia do que alguns trabalhos anteriores

sugeriram.

Nesta dissertacdo, fazemos uso de um universo de dados fornecido pelos
investigadores norte-americanos Woods e Burnside, tendo-lhes aplicado métodos de
aprendizagem automadtica na tentativa de resposta a vdrias questdes. Mesmo aplicando
uma metodologia diferente daquela utilizada anteriormente por estes cientistas [WB10],
confirmamos que densidade de massa e malignidade estdo de facto relacionados. Além do
mais, demonstramos que os classificadores gerados neste trabalho sdo capazes de prever
densidade de massa e malignidade com um nivel qualitativo semelhante a previsao
efectuada por um especialista, assumindo-se como Optimas plataformas de apoio a

médicos e radiologistas.

1.1 Motivacao

O cancro de mama € o tipo de cancro mais comum entre as mulheres (excluindo o

cancro de pele), correspondendo a segunda causa de morte por cancro no sexo feminino.

Trata-se de uma das doengas com maior impacto na sociedade, ndo s6 por ser

muito frequente, e associada a uma imagem de extrema gravidade, mas também porque
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agride um 6rgdo carregado de simbolismo. Apresenta, portanto, repercussdes aos mais

variados niveis: fisico, psicolégico, familiar e social.

Actualmente, existem vérios tipos de procedimentos aplicados ao tratamento do
cancro de mama. No entanto, a melhor forma de prevenir este tipo de cancro € através da
realizacdo de programas de rastreio, sendo a mamografia o método mais utilizado, acima
de tudo, pelo seu cardcter econdmico e eficiente na deteccdo de cancro de mama num
estado precoce. Apesar da realizacio de mamografias como forma de prevencdo, o
recurso a bidpsias serd sempre uma hipétese a ser equacionada nos momentos em que

surjam duvidas quanto a natureza dos nédulos observados.

Nesta dissertacdo investigamos essencialmente a influéncia da densidade de massa
dos nédulos na previsdo de malignidade. Embora alguns trabalhos no passado tenham
defendido que densidade de massa seria um indicador pouco fidvel de malignidade,
investigacoes recentes revelam que a densidade de massa dos nddulos podera
efectivamente ter uma maior importancia do que alguns estudos anteriores tentaram

sugerir.

Como tal, fazendo uso de um universo de dados de 348 pacientes, tentamos provar
que a densidade de massa €, de facto, um factor preponderante no diagndstico de cancro
de mama. Além do mais, através da tentativa de construcdo de classificadores capazes de
preverem densidade de massa e malignidade com altos niveis de rigor, poder-se-4 evitar
no futuro o recurso a bidpsias em casos que poderdo suscitar dividas. Pela simples
aplicacdo destes classificadores a esses mesmos casos, varios milhares de euros poderdo
ser economizados € posteriormente encaminhados para dreas de pesquisa mais

necessitadas.

Sendo assim, a principal causa que nos move ao longo desta investigacdo, passa,
acima de tudo, pela consciéncia de que poderemos dar um contributo, por minimo que
seja, na descoberta da cura para um dos flagelos mais mortais da nossa sociedade — o

cancro de mama.
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1.2 Objectivos

Neste documento pretende-se apresentar os resultados de um trabalho de
investigacdo sobre o modo como atributos obtidos a partir de mamografias se relacionam
com malignidade. Em particular, o foco deste estudo é a forma como a densidade de
massa dos ndédulos podera influenciar a malignidade de um conjunto de dados de 348

pacientes.
A finalidade deste trabalho &, portanto:

i.  Encontrar relagdes entre os atributos através da aplicacdo de técnicas de

aprendizagem automadtica aos dados;

ii.  “Aprender” modelos capazes de auxiliarem os médicos na avaliacdo

imediata de mamografias.

1.3 Estrutura do Documento

Este documento estd organizado em seis capitulos:

Capitulo 1 - Este capitulo introduz o tema da dissertagdo, assim como revela a
motivacio e objectivos inerentes a este trabalho. E apresentada também a estrutura que

segue o documento, além de uma breve nota bibliografica.

Capitulo 2 — Neste capitulo sdo abordadas as técnicas e ferramentas a que
recorremos na elaboragdo desta dissertacdo. E focado o processo de Descoberta de
Conhecimento, com especial destaque para o conceito de Mineragdo de Dados, assim
como ¢é efectuada uma contextualizacdo das técnicas de Aprendizagem Automatica
aplicadas ao problema do cancro de mama. Por tltimo, € introduzido o software utilizado

para a execucao das experiéncias.

Capitulo 3 — Neste capitulo é efectuado um levantamento do estado da arte
relacionada com o conceito de cancro de mama e respectivos estudos ao longo dos

altimos anos.
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Capitulo 4 — Este capitulo introduz, inicialmente, os dados fornecidos para a
execucdo das experiéncias em que sdo aplicados métodos de aprendizagem automdtica
em tarefas de classificacdo. Em seguida, é descrita a forma como esses mesmos dados
foram seleccionados. Por ultimo, € efectuada uma explicagdo do modo como foi aplicada
a aprendizagem [0-fold cross-validation ao longo dos diferentes ensaios, assim como a

forma de aplicacdo dos modelos gerados a conjuntos de dados desconhecidos.

Capitulo 5 — Neste capitulo sdo apresentados os resultados obtidos apds a

execu¢do das experiéncias. Posteriormente, é efectuada a andlise a esses mesmos

resultados através da tentativa de resposta a trés questdes essenciais:

1. Serd densidade de massa um factor relevante no diagndstico de cancro de

mama?

2. Serad possivel obter classificadores capazes de preverem densidade de

massa com um nivel qualitativo semelhante ao de um radiologista?

3. Qual o comportamento dos classificadores gerados num conjunto de dados

desconhecidos?

Capitulo 6 — Finalmente, este capitulo apresenta as considerag¢des finais, onde é
efectuado um balango sobre todo o trabalho realizado, com especial destaque para os

objectivos propostos. O capitulo termina com uma abordagem ao trabalho futuro.



30 CAPITULO 1 INTRODUCAO

1.4 Nota Bibliografica

Algumas partes desta dissertacdo estdo presentes no artigo Studying the relevance
of Breast Imaging Features® [FDF'11], o qual foi aceite na conferéncia: International
Conference on Health Informatics (HealthInf, 2011) que terd lugar na cidade de Roma,

em Italia, entre os dias 26 € 29 de Janeiro de 2011.

*Ver Apéndice A.



Capitulo 2

Background

Neste capitulo iremos abordar as técnicas e ferramentas a que recorremos na
elaboracdo desta dissertagdo. Deste modo, serd focado o processo de Descoberta de
Conhecimento, destacando o conceito de Mineracdo de Dados, assim como serd efectuada
uma contextualizacdo das técnicas de Aprendizagem Automadtica aplicadas ao problema
do cancro de mama. Apresentaremos também diferentes formas de validacdo destes
métodos de Aprendizagem Automdtica. Por ultimo, serd introduzido o software que

utilizamos (WEKA) para a realiza¢ao das experiéncias.

2.1 Descoberta de Conhecimento

“A quantidade de dados recolhidos e armazenados ao longo do tempo tem
crescido de forma considerdvel em praticamente todas as dreas da sociedade” [Fon06].
Um exemplo disso mesmo € o aumento exponencial de dados relativos a biotecnologia
[BKML05, BWF'00], onde o volume de dados tem vindo a duplicar em cada 3 a 6
meses. Nesta situacdo particular, tal como em muitas outras, o processamento de todos os
dados é uma tarefa extremamente dispendiosa e em alguns casos até impossivel, quer

humanamente quer computacionalmente.

31



32

CAPITULO 2 BACKGROUND

Estes problemas justificam assim o crescente interesse na descoberta automatica

de conhecimento em universos de dados extensos.

A Descoberta de Conhecimento em Base de Dados, do inglés Knowledge
Discovery in Databases (KDD) visa alcangar esse objectivo. Trata-se de um processo de
identificacdo de dados potencialmente uteis e validos, que por sua vez levard a extrac¢ao
de padrdes que sejam devidamente compreensiveis e representativos do universo em
questdo [FPSS96]. Neste contexto, os dados sdo um conjunto de factos, enquanto os
padrdes dizem respeito a “pedacos” de conhecimento extraidos de um determinado
universo e que tém a particularidade de descrever um subconjunto desses mesmos dados.
De notar que os padrdes podem ser considerados conhecimento: “um padrao que se revele
interessante e suficientemente preciso (de acordo com os critérios do utilizador) €
designado conhecimento” [FPSS96]. Por outro lado, um modelo pode ser visto como um

conjunto de padrdes que caracteriza todo o universo de dados.

De seguida, iremos abordar as trés fases que constituem o processo de descoberta
de conhecimento:

¢ Pré-processamento de dados;

¢ Mineracao de dados;

e Pés-processamento de conhecimento;

e que se encontram representadas na Figura 1.
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Figura 1 - Fases no processo de Descoberta de Conhecimento (adaptado de [Lee05S])

2.1.1 Pré-processamento de dados

A fase de pré-processamento visa essencialmente “conhecer” os dados de forma a

¢ Integracao dos dados

preparé-los para a fase seguinte. Ao longo desta etapa, as seguintes tarefas sdo realizadas

[HKO6]:

A integracdo dos dados consiste em reunir dados provenientes de multiplas

fontes numa base de dados coerente. Uma integracdo cuidada a partir de multiplas

fontes poderd ajudar a reduzir e evitar redundancias/inconsisténcias no conjunto de

dados final, o que, por sua vez, permitird uma melhoria quer na precisio como na

velocidade de todo o processo de mineragao.

Existe um vasto ndmero de questdes a serem consideradas ao longo da tarefa

de integracdo, como o esquema de integracdo, redundincias nos dados que

eventualmente possam surgir, assim como a deteccdo de eventuais conflitos entre

dados.
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¢ Limpeza dos dados

A limpeza dos dados pode ser aplicada para a remog¢ao de inconsisténcias e/ou
para a correc¢do de erros nos dados. Pode igualmente efectuar o preenchimento de
valores em falta, assim como identificar ou remover dados que ndo se enquadrem no

universo que estd a ser alvo de estudo.

Caso os utilizadores nao considerem os dados que estdo a utilizar como
fidveis, serd pouco provdvel que confiem nos resultados de qualquer processo de
minera¢do aplicado ao universo em questdo. Além do mais, dados que ndo sejam
considerados fidveis poderao causar confusdao aquando do processo de mineragdo, o

que podera conduzir a resultados pouco precisos.

¢ Seleccao dos dados

Ao longo da tarefa de seleccdo dos dados, algumas técnicas (uma vez
aplicadas) permitem uma representagdo reduzida do universo de dados em estudo.
Apesar do conjunto de dados poder sofrer uma redug¢do considerdvel ao nivel do
volume, a integridade dos dados originais mantém-se, ou seja, a mineracdo de um
grupo de dados reduzido devera ser mais eficiente e simultaneamente devera produzir

os mesmos resultados analiticos.

Uma das intimeras estratégias utilizadas na selec¢do dos dados ¢é a seleccao de
atributos. A seleccdo de atributos permite reduzir o tamanho do universo de dados
em questdo através da remocao de atributos redundantes ou irrelevantes. O objectivo
deste tipo de seleccdo € encontrar o menor nimero de atributos, tal que a
probabilidade resultante da distribuicdo das classes se aproxime o mais possivel da
distribuicao original obtida aquando da utilizacdo de todos os atributos. O simples
facto do nimero de atributos presentes nos padrdes ser menor, torna mais facil a

compreensdo desses mesmos padroes.
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¢ Transformacio dos dados

Fase em que os dados sao transformados em formatos apropriados para o
processo de mineragdo através de operacdes de agregacdo, generalizacdo,
normalizagdo ou discretizacdo. Algumas destas operagdes, tais como a normalizagdo e
agregacdo sdo procedimentos adicionais de pré-processamento que podem contribuir

para o sucesso do processo de mineracgao.

E importante referir que a maioria dos erros é corrigida ao longo desta etapa
de transformac¢do de dados, nomeadamente erros que tém como base erro humano,
sendo exemplo disso mesmo os erros originados por um processamento de dados
incorrecto. Nos casos em que sdo encontradas discrepancias, € necessario definir e

aplicar uma série de transformacdes para as rectificar.

Também nesta etapa, os dados s@o modificados ou consolidados em formatos

devidamente apropriados para o processo de mineragao.

A transformacdo dos dados poderd envolver uma série de operacdes, tais
como:

o Smoothing: Remocdo de ruido dos dados.

o Agregacao: Aplicacdo de operacdes de agregacdo aos dados que permitem
resumir um conjunto de valores num dnico, através de operacdes

aritméticas (média; maximo; minimo; soma; entre outros).

o Generalizacao: Generalizacao dos dados, onde dados primitivos sao
substituidos por conceitos de nivel superior através da aplicagao de

hierarquias de conceito.

o Normalizacao: Dados sao dimensionados de forma a serem inseridos em

intervalos de referéncia relativamente curtos.

o Construcio de Atributos: Novos atributos sdo construidos e adicionados
a partir do conjunto de atributos dado, com o objectivo de melhorarem o

processo de mineragao.



36

CAPITULO 2 BACKGROUND

A Figura 2 resume os passos do pré-processamento de dados descritos acima.

Integracio dos dados ﬂ
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I++/ XL
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Figura 2 - Etapas no pré-processamento de dados (adaptado de [HK06])

Na fase de pré-processamento, os métodos de visualiza¢do de dados, assim como
a utilizacdo de estatisticas descritivas (médias, desvios-padrao) [MBKO98], assumem um
papel fundamental no conhecimento prévio dos dados, podendo mesmo auxiliar na
seleccdo dos algoritmos mais adequados para a fase de mineracio [RPMPO3, WFO0O0].
Além do mais, o pré-processamento ¢ a actividade que requer um esfor¢o acrescido ao
longo de todo o processo de descoberta de conhecimento. Alids, estima-se que cerca de
80% do tempo despendido em todo o processo seja utilizado para o pré-processamento de

dados [Pyl99].
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Em suma, os dados reais tendem a ser incompletos, inconsistentes, e em alguns
casos, pouco fidveis. No entanto, as técnicas de pré-processamento garantem a qualidade
dos dados envolvidos, desde logo, auxiliando quer na melhoria da precisdo como na
melhoria da eficiéncia de processos de mineracdo decorrentes [HKO06]. O pré-
processamento de dados €, desta forma, um passo extremamente importante ao longo de
todo o processo de descoberta de conhecimento, uma vez que possibilita que decisdes de

qualidade sejam baseadas em dados, também eles, de qualidade.

2.1.2 Mineracao de dados

Em termos histéricos, o conceito relativo a procura de padrdes consistentes em
universos de dados extensos tem sido apelidado de diversas formas, entre as quais:
extraccdo de conhecimento, descoberta de informacdo, processamento de padrdes de
dados, entre outros [FPSS96]. Em alguns casos, o proprio termo minera¢do de dados, do

inglés Data Mining, confunde-se na literatura como descoberta de conhecimento.

Sendo assim, torna-se essencial referir que sob o nosso ponto de vista e de acordo
com alguns autores [FPSS96], o processo de descoberta de conhecimento procura extrair

informacdo relevante a partir de um determinado conjunto de dados.

A mineracdo, por sua vez, refere-se a uma etapa de todo este processo, € muito
provavelmente a mais importante. Trata-se da aplicacdo de algoritmos especificos na

extrac¢do de padrdes dos dados [FPSS96].

Os dois principais objectivos do processo de minera¢do de dados sdo, na prética, a
previsdo e a descricdo. Quer os modelos de previsio como os de descricdo sdo
construidos a partir de observacdes. Nao existe uma separagdo total entre estas duas
categorias de modelos, podendo um modelo de previsdo servir também como descricao e
vice-versa. A funcdo do modelo, descritivo ou de previsdo, vai depender da forma de

representacao do proprio modelo e do seu foco.

De seguida, apresentamos as principais diferengas entre previsdo e descri¢do no

contexto de mineracao de dados:
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o No que diz respeito a construcao de modelos de previsao, o objectivo principal é
prever o valor de alguma varidvel num determinado universo de dados, sendo que
essa previsdo € baseada no modelo construido a partir de valores de outras
variaveis ja previamente conhecidas. Caso o valor da varidvel que estd a ser alvo
de previsao (classe) assuma um valor numérico (continuo), trata-se de um
problema de regressdo. Se a varidvel for categérica entdo estamos perante um
problema de classifica¢do, em que cada categoria é designada como valor de
classe [Fon06]. Os modelos de previsao, tal como acima mencionado, podem
oferecer uma descri¢ao dos dados, no entanto existem muitos que nao sao de facil
interpretacdo (redes neuronais ou support vector machines’, por exemplo) e,
portanto, sd@o considerados apenas como de previsdo. Os modelos de previsdo que
utilizam representa¢do em darvore ou em forma de regras, também podem ser

considerados modelos descritivos.

o No modelo descritivo, o objectivo fundamental €, tal como o préprio nome
indica, descrever padrdes interessantes relativos ao universo de dados em causa.
Clustering, por exemplo, € uma das tarefas do modelo descritivo e consiste em
agrupar todos os dados semelhantes entre si em subconjuntos [Fon06]. Este tipo
de modelo pode igualmente ser utilizado para previsao nos casos em que
apresentamos uma nova instancia e este decide a qual grupo esta nova instancia
ird pertencer. Modelos baseados em regras também s@o considerados modelos

descritivos.

E importante sublinhar que a diferenca principal entre uma tarefa de previsio e
uma tarefa de descricao estd directamente relacionada com a existéncia ou nao de classes
pré-definidas para os dados. Os modelos descritivos estdo habitualmente associados a
modelagdo de relacdes entre dados que ndo sdo previamente rotulados (aprendizagem nao

supervisionada) enquanto os modelos de previsao estdo geralmente relacionados de forma

3 Ver subseccio 2.2.4.
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N

directa a modelacdo de dados que pertencem a uma determinada classe previamente

conhecida.

Torna-se relevante distinguir aprendizagem supervisionada de aprendizagem nado
supervisionada. Deste modo, na aprendizagem supervisionada, cada exemplo ¢é
associado a uma classe (rétulo), que, tal como acima referido, poderd ser discreta, sendo
neste caso designada por classificacdo, ou no entanto poderd ser continua, denominada de
regressdo [Lee05]. Na aprendizagem nao supervisionada, por sua vez, ndo existe
informacdo sobre a classe associada a cada exemplo [Lee05]. A aprendizagem ¢
efectuada descobrindo similaridades nos dados, ou seja, pretende-se encontrar
agrupamentos de dados com caracteristicas semelhantes [Cru07]. A tarefa de clustering é

um tipo de aprendizagem nao supervisionada.

A importancia quer da previsdo como da descricdo para determinadas aplicacdes
da mineragdo de dados podera variar consideravelmente dependendo da natureza dos

dados e dos objectivos do utilizador.

Sdo varias as tarefas de minera¢do de dados que poderdo ser aplicadas quer para

previsdo como para descricdo. De seguida passamos a descrever algumas delas:

¢ (lassificacao

A classificacdo consiste no processo de encontrar um modelo (ou fung¢io) que
descreva e distinga classes de dados ou conceitos. Depois de encontrado esse modelo,
€ possivel aplica-lo de forma a prever a classe de um novo objecto. O modelo gerado
¢ baseado na andlise de um conjunto de dados, designado por conjunto de treino

(objectos cuja classe € previamente conhecida) [HKO06].

Para a execucdo da tarefa de classificagdo € possivel aplicar uma série de
métodos de aprendizagem automatica (Figura 3), nomeadamente: arvores de decisao,

regras de classificacao (regras if-then), programacao logica indutiva, support
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vector machines, redes bayesianas, ensemble, entre outros®. Na Figura 3, por
exemplo, sdo representados diferentes modelos de classificacio para um mesmo
problema. Neste caso particular € relacionada a idade de um individuo X e o seu

rendimento, inserindo-o numa determinada categoria.

idadle(3, “jovem") AND rendimento(3, "alto") —= classe(X, "A")
dade{X, "jovem") AND rendimento(Z, "baxo") —==  classe(, "B")

dade(, "meia-idade") —  clagse(X, "C")
idade(, "idosa") —=  classe(X, "C")
(k)

Ichde ?

n
fy clazse &

JOVEITL melia-idade, J
wloso -
N
. \ T £ | classe B
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Figura 3 - Um modelo de classificacio pode ser representado de varias formas, tais como: (a) regras de

classificacdo, (b) arvores de decisio, ou (c) redes neuronais (adaptado de [HK06])

e Regressao

A regressdo € habitualmente utilizada para a previsdo de valores de varidveis
dependentes (varidveis que se pretende prever) a partir de uma ou mais varidveis
independentes (atributos conhecidos) e nos casos em que essas mesmas variaveis sao

continuas. Trata-se de uma tarefa utilizada na aproximagao dos dados recebidos.

% Os métodos de aprendizagem automtica serdo descritos em detalhe na secgio 2.2.
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Existem inimeras formas de regressdo, tais como linear, linear multipla,
polinomial, robusta, entre outras. Dois dos tipos de regressdao mais populares sdo a
regressao linear e a regressao linear miiltipla. A regressao linear visa encontrar a
melhor forma de relacionar dois atributos (ou varidveis), de modo a que um dos

atributos possa ser utilizado na previsao do outro.

Tomemos como exemplo a situagdo ilustrada na Figura 4:

Dehitog

o
-

Rendimento Mensal

Figura 4 - Exemplo de regressao linear entre total de débitos de um conjunto de individuos e o valor dos
seus rendimentos (adaptado de [FPSS96])

A Figura 4 representa um conjunto de dados bidimensional composto por 23
casos. Cada ponto no grafico refere-se a uma pessoa a quem lhe foi facultado um
empréstimo por um determinado banco. O eixo horizontal representa os rendimentos
dessas pessoas, enquanto o eixo vertical refere-se ao total de débitos desses mesmos
individuos (hipoteca, prestacio do automovel, etc.). Os dados foram divididos em
duas classes distintas: os x’s representam pessoas que nao tém cumprido com os seus
pagamentos ao banco; os o’s, por sua vez, referem-se a pessoas que t€ém pago as suas

prestacdes de acordo com os prazos estipulados pelo banco em questao.
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A Figura 4 ilustra, portanto, o resultado de uma simples regressao linear onde
os débitos das pessoas sdo apresentados como uma funcdo linear dos seus
rendimentos. Nesta situacdo particular o ajuste € baixo, uma vez que existe apenas
uma correlacdo extremamente fraca entre as duas varidveis. Deste modo, € possivel
referir que uma varidvel aleatéria y (varidvel dependente), pode ser modelada como
uma fun¢do linear de uma outra varidvel aleatéria x (varidvel independente), de

acordo com a equacao:
y=ax+b

em que a variancia de y € assumida como sendo constante. No contexto da mineragao

de dados, x e y sdo atributos numéricos enquanto a e b sdo coeficientes de regressao.

A regressao linear miultipla, por sua vez, é uma extensio da regressdo linear,
onde mais do que dois atributos estdo relacionados e os dados sdo adaptados a uma
plataforma multidimensional. Permite que uma varidvel dependente y seja modelada

como uma fung¢do linear de duas ou mais varidveis independentes [HKO06].

e Regras de Associacao

As regras de associagdo sao um tipo de regras geradas a partir de padrdes
frequentes. Este tipo de mineracdo poderd gerar um vasto nimero de regras, no
entanto, muitas dessas mesmas regras acabam por se revelar redundantes ou até pouco
esclarecedoras quanto a existéncia de correlacdes entre atributos. Sendo assim, as
regras geradas poderdo ser alvo de um processo de andlise de modo a encontrar

correlagdes estatisticas, podendo mesmo conduzir a posteriori a regras de correlagao.

O principal objectivo desta tarefa de mineracdo € encontrar associagdes
interessantes ou relacdes de correlacdo dentro de um universo de dados extenso. A
descoberta de relagdes de associagdo dentro de universos de dados extensos assume-
se cada vez mais como um factor extremamente importante em diversas dreas de

negdcio.
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Um exemplo tipico da aplicagdo de regras de associagdo € a andlise dos
habitos de compra dos consumidores. Este processo caracteriza-se por efectuar um
estudo dos hébitos de consumo através da descoberta de associacdes entre diferentes
itens adquiridos. Este tipo de conhecimento permite aos vendedores desenvolver uma
série de estratégias de marketing. Por exemplo, se os consumidores compram leite,
qual a probabilidade de comprarem também pao numa mesma visita ao
hipermercado? Esta informagdo podera conduzir a um aumento substancial no volume
de vendas, uma vez que permitird aos operadores logisticos efectuarem uma
seleccao/planeamento dos seus produtos. No exemplo em questdo, a simples
colocacdo do pao proximo do leite poderd levar a um aumento significativo nas

vendas em conjunto destes dois consumiveis [HKO06].

Do universo de algoritmos existentes, o algoritmo Apriori [AS94] € o mais
referenciado na descoberta de regras de associagdo. Trata-se de um algoritmo
utilizado para encontrar associagdes relevantes entre atributos. Além do mais, com o
Apriori sdao definidos uma série de parametros que determinam quais associagdes sao

ou ndo interessantes para o utilizador.

Este algoritmo gera regras do tipo X — Y, onde X = {x1, x2,..., x,} e Y =
{yl, y2,..., ym} sdo conjuntos de itens [CS04]. Esta associacdo afirma que se a
caracteristica X estd presente, a partida a caracteristica Y também estard. Por
exemplo, uma imagem de raios-X contendo caracteristicas a e b provavelmente ird
exibir a caracteristica c¢. O algoritmo Apriori caracteriza-se, portanto, por efectuar
uma série de buscas sucessivas num determinado universo de dados, mantendo um

Optimo desempenho no que respeita ao tempo de processamento [AS94].
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e C(Clustering

A tarefa de clustering, em portugués agrupamento, visa identificar um
conjunto finito de categorias ou grupos que descrevam um conjunto de dados [JD8S,
TSMS85]. E um método de aprendizagem ndo supervisionada e uma técnica comum na
andlise estatistica de dados utilizada em inumeras dareas, desde aprendizagem
automética’ até mineracdo de dados, reconhecimento de padrdes, andlise de imagens,

bioinformatica, entre outras.

Voltando ao exemplo dos empréstimos bancarios (introduzido para explicar a
tarefa de regressao), a Figura 5 ilustra um possivel agrupamento em que o conjunto de

dados ¢ dividido em trés grupos.

A Gupo 2

Debitos

o
o

Rendimento Mensal

Figura 5 - Tarefa de clustering em que um conjunto de dados é dividido em trés grupos (adaptado de
[FPSS96])

7 Ver seccdo 2.2.
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z.

E notéria a sobreposi¢do de grupos, permitindo que alguns pontos do conjunto de
dados pertencam a mais do que um aglomerado. Relevante também € o facto de ndo
serem conhecidas as classes a que cada ponto pertence [FPSS96]. Alids, ao contrario
da tarefa de classificacdo, a tarefa de clustering analisa objectos sem recorrer a uma
classe especifica. Na generalidade dos casos, as classes ndo estdo presentes nos dados
de treino porque nao sdo conhecidas a partida. Este tipo de tarefa podera ser utilizado

para esse proposito, ou seja, para gerar classes de objectos [HKO06].

Normalmente, os algoritmos utilizados neste tipo de tarefa sdo aqueles que
utilizam alguma medida de distancia entre pontos. O objectivo desses algoritmos &
maximizar a distancia entre grupos e simultaneamente minimizar a distancia entre

individuos do mesmo grupo.

De notar uma vez mais que a minera¢do de dados € apenas um passo em todo o
processo de descoberta de conhecimento, no entanto pde a descoberto uma série de

padrdes para avaliacao até entdo desconhecidos [HKO6].

2.1.3 Pods-processamento de conhecimento

O objectivo principal da fase de pds-processamento € avaliar, validar e consolidar
o conhecimento extraido [Lee05]. Interpretando os resultados recorrendo, por exemplo, a
visualizag¢ao dos padrdes obtidos ou a traducao de padrdes considerados uteis para formas
que sejam de ficil compreensdo, sio modos de efectuar a avaliagdo do conhecimento a
que se chegou. Devem igualmente ser avaliados de forma a garantir que os resultados s@o

fidveis e estatisticamente significativos®.

8 A significancia estatistica trata-se de uma ferramenta matemdtica utilizada para determinar se o resultado de uma

experiéncia se deve a uma relagdo entre factores especificos ou se resulta apenas de um simples acaso.
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A validagdo é também uma etapa a ter em conta. Efectuando-se uma comparagao
entre o conhecimento adquirido e o conhecimento prévio, eventuais conflitos serdo

eliminados.

A consolidacdo do conhecimento extraido, por sua vez, € executada a partir do
momento em que esse mesmo conhecimento é associado a sistemas de apoio a decisao,
ou entdo nas situacdes em que € disponibilizado ao utilizador através de documentagdao

propria.

Em suma, as trés fases (pré-processamento de dados, mineragdo de dados e pds-
processamento do conhecimento) sdo fundamentais para que o processo de descoberta de

conhecimento’ seja bem sucedido.

Na seccdo seguinte iremos abordar em detalhe, a aprendizagem automatica e

métodos associados — parte integrante das tarefas de mineragcao de dados.

2.2 Meétodos de Aprendizagem Automatica

“Desde a inven¢ao dos computadores que o homem se tem questionado se estes
foram concebidos para a aprendizagem. Se fosse possivel compreender como programa-
los para “aprenderem” (i.e. para melhorarem de forma automaética com a experiéncia) o
impacto seria enorme. Imaginemos, por exemplo, na drea da saude, os computadores a
“aprenderem” a partir de registos médicos quais os tratamentos mais eficazes para novas
doencas. Uma compreensdo bem sucedida do modo como tornar os computadores
capazes de “aprender” permitiria uma abertura muito maior no que respeita a novas
formas de utilizacdo destas madaquinas, assim como conduziria a novos niveis de
competéncia e personaliza¢do. Além do mais, uma compreensao detalhada dos algoritmos
de processamento de informagdo aquando da utilizagdo de métodos de aprendizagem
automatica poderia contribuir para um melhor entendimento quer das capacidades como

das limitacdes da aprendizagem humana.” [Mit99].

® Uma descri¢do mais detalhada do processo de descoberta de conhecimento podera ser encontrada em [BA96].
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A aprendizagem automadtica visa compreender o0 modo como criar programas que
permitam melhorar o desempenho das mdquinas em determinadas tarefas, nomeadamente
através do conceito “experiéncia’. Sendo assim, os algoritmos de aprendizagem
automadtica tém-se revelado extremamente tuteis em diversos dominios, desde logo tém
sido especialmente importantes na resolu¢do de problemas de minera¢do de dados, onde
universos de dados extensos poderdo conter implicitamente informagdo considerada de

valor e que poderd ser descoberta automaticamente.

Estes algoritmos sdo igualmente essenciais em dominios de compreensao dificil,
em que os proprios humanos ndo possuem capacidades para o desenvolvimento de

algoritmos eficazes.

Os diferentes métodos de aprendizagem automatica utilizados nesta dissertagdao

serdo brevemente introduzidos em seguida.

2.2.1 Arvores de Decisdo

As arvores de decis@o caracterizam-se por utilizarem a estratégia de divisao e
conquista. Sendo assim, focam-se num problema considerado complexo, dividindo-o em
problemas mais simples e recursivamente aplicando a mesma estratégia a sub-problemas.
No final, as solu¢des dos sub-problemas podem ser combinadas para gerar a solu¢do do

problema inicial [Gam99].

As arvores de decisdo classificam instdncias ordenando-as desde a raiz até um
determinado né-folha, o qual designa a classificacdo da instincia em causa. Cada né na
arvore especifica um determinado atributo da instincia, enquanto cada ramo descendente
corresponde a um dos possiveis valores para o atributo em questdo. Uma instancia €
classificada comecando pela raiz da arvore, testando o atributo definido pelo né e
posteriormente descendo o ramo correspondente ao valor do atributo dado. Todo este

processo € depois repetido para a sub-arvore cuja raiz € um novo no.

A Figura 6 ilustra uma arvore de decisdo tipica. Neste caso particular, as manhas

de Sabado sdo classificadas consoante se sdo adequadas ou ndo para a pratica de ténis.
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Tempo
Sol Nublado Chuva
/ \
Humidade Sim Vento
Alta M ormal Forte Fraco
/ \ / \
N&o Sim Néo Sim

Figura 6 - Arvore de decisdo que representa o conceito JogarTenis. Um exemplo é€ classificado ordenando-
o ao longo da arvore até ao né-folha apropriado, retornando em seguida a classificacio associada a essa
folha (neste caso, Sim ou Nao) (adaptado de [Mit99])

A arvore presente na Figura 6 pode ser representada pela seguinte expressao:

Se (Tempo = Sol A Humidade = Normal)
V (Tempo = Nublado)
V (Tempo = Chuva A Vento = Fraco)

Entdo pode-se jogar ténis

Por outro lado, esta drvore pode também expressar as condi¢des quando ndo €
desejdvel a prética de ténis, nomeadamente quando o dia € de sol e a humidade estd alta,

ou entdo nos casos em que estd a chover e o vento ¢ forte.

De um modo geral, as arvores de decisdo representam uma disjuncao de

conjuncoes, isto €, cada caminho desde a raiz da arvore até uma determinada folha diz
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respeito a conjuncdo de atributos, e a arvore propriamente dita corresponde a disjuncio

dessas mesmas conjuncoes.

2.2.2 Regras de Classificacao

Uma das representagdes possiveis de modelos de aprendizagem € a representagcdo
recorrendo a regras de classificagcdo, do inglés if-then rules. Varias abordagens ao nivel da
aprendizagem produzem este tipo de regras, como por exemplo a aprendizagem de regras
proposicionais e a aprendizagem de arvores [Fon06]. Alids, tal como referenciado na
subseccao 2.2.1, uma forma de “aprender” conjuntos de regras é, inicialmente,
“aprendendo” uma arvore de decisdo, traduzindo posteriormente essa mesma arvore num

conjunto de regras equivalentes — uma regra para cada ndé-folha da arvore.

Existe uma variedade de algoritmos que “aprende” conjuntos de regras. Estes
algoritmos, na maioria dos casos, apresentam uma série de particularidades interessantes,
nomeadamente estdo aptos para a aprendizagem de regras de 1° ordem que contém
varidveis. Este facto € significativo, uma vez que este tipo de regras € bastante mais
expressivo do que as regras proposicionais. Além do mais, estes algoritmos recorrem a
algoritmos sequenciais que, por seu lado, “aprendem” uma regra de cada vez até

chegarem ao conjunto de regras final.

2.2.3 Programacao Légica Indutiva

A Programacao Logica Indutiva (PLI), do inglés Inductive Logic Programming
(ILP) € um outro exemplo de uma abordagem de aprendizagem capaz de produzir regras

de classifica¢do — regras if-then.

Os modelos descobertos pela PLI sdo habitualmente representados como
programas légicos — subconjuntos de légica de 1* ordem, enquanto os padrdes surgem
como cldusulas. Um modelo €, desta forma, um conjunto de regras. Os sistemas de PLI

criam modelos a partir de dados de input que, por sua vez, sao obtidos apds um processo
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de treino de um determinado conjunto de exemplos. Os modelos sdo também
frequentemente gerados a partir de conhecimento prévio, do inglés background
knowledge. Quer os exemplos como o conhecimento prévio sdo representados na maioria

das vezes como programas 16gicos.

Virios sistemas de PLI utilizam habitualmente uma abordagem que busca (através
da aprendizagem) a descoberta de padroes. Alids, essa mesma abordagem recorre a
procura de um unico padrio que apresente as propriedades desejadas. O espaco de
procura de padrdes poderd ser extremamente vasto ou até mesmo infinito. Por isso
mesmo, os sistemas de PLI frequentemente empregam estratégias de procura, tais como: a
procura greedy, randomized ou mesmo a procura branch-and-bound. Independentemente
da estratégia utilizada, cada padrao gerado é avaliado de modo a determinar a sua
qualidade. Os padroes que se revelem desadequados sdao imediatamente descartados,
enquanto os padrdes potencialmente interessantes sdo posteriormente expandidos em
etapas do processo de procura. A procura termina quando um padrdo que preencha todos

os requisitos € encontrado.

A avaliacio de um determinado padrdo visa testar se esse mesmo padrao,
juntamente com a informacgdo relativa ao conhecimento prévio permite perceber os
exemplos de treino. E importante referir, no entanto, que o processo relativo a avaliagdo
de um padrdao, mesmo para pequenos conjuntos de exemplos de treino, € extremamente

demorado.

De seguida, passamos a enumerar as principais vantagens da PLI [Fon06]:
o Expressividade: A 16gica de 1* ordem permite representar uma série de

conceitos mais complexos do que as tradicionais linguagens atributo-valor.

o Facilidade de Leitura: E discutivel o facto de que as férmulas I6gicas sdo
de leitura mais acessivel do que as arvores de decisao ou mesmo do que
um conjunto de equagdes lineares. No entanto, sdo potencialmente
legiveis. Se o conhecimento se encontra estruturado, uma representacao de
1* ordem € provavelmente mais fécil de ler do que uma representacao de

ordem zero.
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o Uso de conhecimento prévio: O conhecimento envolvente pode ser
codificado e facultado como conhecimento prévio. A fonte desse mesmo
conhecimento poderd ser um “perito” ou um sistema de descoberta. Em
alguns casos, o conhecimento prévio podera crescer ao longo do préprio

tempo de descoberta.

A expressividade da l6gica de 1* ordem fornece aos modelos gerados flexibilidade
e compreensdo. No entanto, os sistemas de PLI sdo afectados com limitacdes
significativas que reduzem a sua aplicabilidade em tarefas de mineracdo de dados. A
maioria dos sistemas de PLI executa os seus processos na memoria principal, limitando a
capacidade de processamento de bases de dados extensas. Além do mais, estes sistemas
sdo computacionalmente dispendiosos - a avaliacdo individual de regras poderd demorar
periodos de tempo considerdveis. No caso de aplicacdes complexas, os sistemas de PLI

poderdao mesmo demorar vérias horas até retornarem um modelo.

Assim sendo, os baixos niveis de eficiéncia sdo, sem sombra de duvidas, os

maiores obstdculos com que os sistemas de PLI se deparam.

2.2.4 Support Vector Machines

As Support Vector Machines (SVM’s) sdo um conjunto de métodos

supervisionados utilizados quer para classificacdo como para regressao.

Em tarefas que requerem a aprendizagem de duas classes, o objectivo de uma
SVM ¢ encontrar a melhor fun¢ao de classificagdo que permita a distingdo entre membros
de duas classes num conjunto de treino. Para um conjunto de dados linearmente
separados, uma funcdo de classificacdo linear corresponde a um hiperplano f(x) que
atravessa as duas classes, dividindo-as. No momento em que esta funcdo € determinada, a
nova instancia *n € classificada de acordo com o sinal da fun¢do f(¥n); *n pertence a

classe positiva se f(*n) >0 [WKQ'07].
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Uma vez que existe um nimero extremamente vasto de hiperplanos, o recurso a
uma SVM garante que a melhor fun¢do € encontrada depois de maximizada a margem
entre as duas classes. A margem em questdo é a quantidade de espagco ou separagcdao
existente entre essas duas classes. Em termos geométricos, a margem corresponde a
distancia mais curta entre um conjunto de pontos mais préximos entre si € um
determinado ponto no hiperplano. Tendo esta definicdo geométrica, € possivel maximizar
a margem, sendo que apesar de existir um numero infinito de hiperplanos (Figura 7),

apenas um € solucdo para a SVM em causa.
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Figura 7 - Existe um nimero infinito de hiperplanos possiveis.

Nota: A figura em questio representa o conceito comprar_computador, o qual prevé se um determinado
cliente de uma loja de electrénica é capaz de adquirir ou nio um computador (adaptado de [HK06])

A razdo pela qual uma SVM procura encontrar uma margem mdaxima num
hiperplano, prende-se com o facto de oferecer uma melhor capacidade de generalizacao
(Figura 8). Permite ndo s6 uma melhor performance em termos de classificacdao nos dados
de treino, como fornece bons indicadores para uma correcta classificacdo de dados

futuros.
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Figura 8 - Nesta figura estio presentes dois hiperplanos possiveis e respectivas margens. A margem
maior, a partida, revelara uma capacidade de generalizacao também superior.

Nota: A figura em questiao representa o conceito comprar_computador, o qual prevé se um determinado
cliente de uma loja de electrénica é capaz de adquirir ou nao um computador (adaptado de [HK06])

De modo a assegurar que € efectivamente encontrado um hiperplano com margem

madxima, um classificador SVM maximiza a fun¢io seguinte em ordem a W e b:

1 B t B ~ 12
Lp =35I W=D ciyi(W-Xi+b)+ > a

i=l1 i=l1

onde I é o ndmero de exemplos de treino, e @i.! = I,.... 1, sdo nidmeros nio
negativos, tal que as derivacdes de LP em ordem a @i sdo zero. @i diz respeito aos
multiplicadores de Lagrange enquanto a sigla L P é designada por Lagrangian. Nesta

equacio, os vectores W e a constante b definem o hiperplano.
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Por ultimo, é importante referir que apesar dos classificadores SVM serem
extremamente precisos, acabam por se revelar relativamente lentos aquando do

processamento de extensos conjuntos de dados.

2.2.5 Métodos Bayesianos

Michie et al. [MST94] fornecem um estudo detalhado em que comparam o
classificador naive Bayes (um dos algoritmos de aprendizagem bayesiana) a uma série de
outros algoritmos de aprendizagem, nomeadamente algoritmos relacionados com arvores
de decisao e redes neuronais. Este estudo revela que o classificador naive Bayes €
extremamente competitivo com vdrios destes algoritmos em indmeras situagdes, € em

alguns casos supera mesmo estes métodos [Mit99].

Para certas tarefas de aprendizagem, o classificador naive Bayes estd entre os
classificadores conhecidos mais eficazes. Trata-se de um algoritmo extremamente facil de
construir assim como de interpretar. A simplicidade e robustez do classificador naive
Bayes fazem dele um bom candidato para a combinacdo de regras aprendidas [PK95].
Poderd até ndo ser o melhor classificador possivel numa determinada situag@o, no entanto,
na maioria dos casos € extremamente robusto, revelando altos niveis de performance

[WKQ'07].

Sendo assim, os métodos de aprendizagem assentes em redes bayesianas sao
relevantes para o estudo da aprendizagem automadtica por duas razdes essenciais. A
primeira prende-se com o facto dos algoritmos de aprendizagem bayesiana que calculam
probabilidades para determinadas hipdteses estarem, tal como acima mencionado, entre as

abordagens mais utilizadas para a resolug¢do de vérios tipos de problemas.

A segunda razao pela qual os métodos bayesianos sao importantes no estudo da
aprendizagem automatica diz respeito ao facto de providenciarem uma perspectiva ttil na
compreensdo de diversos algoritmos de aprendizagem que ndo manipulam explicitamente
probabilidades. Alids, uma das dificuldades inerentes a aplicacdo de métodos bayesianos

€ o facto de habitualmente exigirem o conhecimento de uma série de probabilidades. Nos
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casos em que estas probabilidades ndo sdo conhecidas, sdo frequentemente alvo de
estimativa baseada em conhecimento prévio (dados disponiveis anteriormente ou

suposicoes sobre a forma de distribuicdes subjacentes).

Os métodos bayesianos caracterizam-se portanto por associarem uma
probabilidade a cada previsao, o que representa o nivel de confianga do classificador na
classificacio final [DCO'04]. Outra das dificuldades que os métodos bayesianos
apresentam € o custo computacional significativo necessdrio para determinar a hipétese

de Bayes 6ptima para o caso geral [Mit99].

A seguinte equacdo é conhecida como regra de Bayes:

P(Y|Z)P(Z)
P(Y)

P(Z|Y)=

Esta equacdo estd subjacente a todos os sistemas actuais de inteligéncia artificial

para inferéncia probabilistica.

A primeira vista, a regra de Bayes poderd ndo parecer propriamente muito util,
uma vez que exige trés termos (uma probabilidade condicional e duas probabilidades ndo
condicionais) apenas para calcular uma probabilidade condicional. No entanto, a regra de
Bayes ¢é de facto relevante, acima de tudo, nos casos em que existem boas estimativas de
probabilidades para os trés termos e é necessario calcular um quarto termo. Exemplos
disso mesmo sdo os diagndsticos médicos, em que frequentemente existem
probabilidades condicionais sobre relagdes causais, sendo que a partir dai se pretende

obter um determinado diagndstico.

Um classificador de Bayes € portanto uma regra que preveé a classe mais provavel
para um dado exemplo, baseado na distribui¢do (assumida como sendo conhecida) do

conjunto de dados considerado [Lee05].

Relativamente a topologia de uma rede bayesiana, esta € composta por um grafo

dirigido em que cada n6 representa uma varidvel aleatoria.
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Especificamente uma rede bayesiana apresenta-se do seguinte modo:

o Um conjunto de varidveis aleatérias compde os nds da rede. As varidveis

podem ser discretas ou continuas;

o Um conjunto de arcos conecta pares de nds. Se existe um arco do n6 X ao

nd Y; X é designado “pai” de Y;

o Cada n6 Xi apresenta uma distribui¢do de probabilidades condicional P

(Xi | Pais (Xi)) que quantifica o efeito dos “pais” em cada nd.

o O grafo € um grafo dirigido aciclico, do inglés Directed Acyclic Graph

(DAG).

Consideremos agora um exemplo que ilustra uma aprendizagem que recorre a
uma rede bayesiana. Uma determinada pessoa (Anténio) instalou um alarme anti-roubo
na sua habitacdo. Trata-se de um alarme relativamente fidvel na detec¢do de um assalto,
no entanto responde ocasionalmente a pequenos tremores de terra. O Anténio tem dois
vizinhos, o Jodo e a Maria, os quais se comprometeram a telefonar-lhe para o emprego
nos momentos em que o alarme tocasse. O Jodo telefona sempre que ouve o alarme tocar,
no entanto, algumas vezes confunde o toque do telefone com o alarme e portanto liga ao
Anténio também nessas situagdes. A Maria, por outro lado, costuma ouvir misica com o

volume muito alto, logo em alguns casos ndo ouve o toque do alarme.

De acordo com estes dados, vamos estimar a probabilidade de ocorrer um assalto.
Uma possivel rede bayesiana que ilustra este problema encontra-se representada na

Figura 9.
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P (T)
Tremor de Terra 0
A | PO
JodoTelefona MariaTelefona Y| v | .70
F| 0l

Figura 9 - Rede bayesiana onde estao presentes quer a topologia da rede como as tabelas de
probabilidades condicionais.

Nota: Nas tabelas, as letras R, T, A, J, M referem-se respectivamente aos termos Roubo (Assalto), Tremor
de Terra, Alarme, JodoTelefona e MariaTelefona, enquanto as letras V e F representam os termos
Verdadeiro e Falso (adaptado de [RN03])

Neste momento, ignoremos as distribui¢cdes condicionais presentes na Figura 9 e
concentremo-nos na topologia da rede. No caso da rede relativa ao assalto propriamente
dito, a topologia mostra que quer o assalto como o tremor de terra directamente afectam a
probabilidade do alarme disparar, mas o facto do Jodo ou a Maria telefonarem apenas

depende do alarme.

E importante chamar a atencdo de que a rede ndo apresenta nés que correspondem
respectivamente as ac¢des da Maria ouvir musica com o volume alto ou ao facto do
telefone tocar e confundir o Jodo. Estes factores estdo resumidos nas incertezas
associadas com as ligagdes do Alarme ao JodoTelefona e MariaTelefona. De facto, as
probabilidades sumarizam um conjunto infinito de circunstancias nas quais o alarme
poderia nao disparar (humidade elevada, falha de energia, etc.) ou o facto do Jodo e da

Maria falharem na sua missao de alertar o Anténio (jantar fora, de férias, etc.).

Foquemo-nos agora nas distribuicdes condicionais presentes na Figura 9. Nesta

figura, cada distribuicdo € exibida como uma tabela de probabilidades condicionais. Por
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sua vez, cada linha nas tabelas contém a probabilidade condicional do valor de cada n6
para um caso condicionado. Um caso condicionado trata-se de uma combinagdo possivel

de valores para os nds-pai.

7z

No caso de varidveis booleanas, a partir do momento que € conhecida que a
probabilidade de ocorréncia de um valor Verdade € p, a probabilidade de ocorréncia de
um valor Falso terd que ser obrigatoriamente 1-p, dai a omissdo do segundo nimero na
Figura 9. Geralmente, a tabela para uma varidvel booleana com k pais booleanos contém
2" probabilidades independentes. Um né sem “pais” apresenta apenas uma linha,

representando as probabilidades de cada valor possivel da varidvel [RNO3].

Existem duas formas de compreender a semantica de uma rede bayesiana. A
primeira sugere a visualizacdo da rede como uma representacdo da distribuicdo de
probabilidades conjuntas. A segunda remete-nos para uma espécie de codificacdo de uma
coleccdo de declaragdes condicionais independentes. As duas formas sdo equivalentes,
apesar de que a primeira acaba por ser ttil na compreensdo do modo como as redes sao
construidas, enquanto a segunda visualizacdo torna-se util no desenvolvimento de

procedimentos de inferéncia.

Uma rede bayesiana fornece uma descricdo completa do dominio que representa.
Qualquer entrada na distribui¢do de probabilidades conjuntas pode ser calculada através
da informacdo presente na rede. Uma entrada genérica na distribuicdo conjunta é a
probabilidade de um conjunto de tarefas especificas para cada varidvel, segundo a

notagao P(X;...X,) 0O valor desta entrada é dado pela férmula:

P(X,..X)=[]PX,| pais(X)
i=1

onde rais(X;) revela os valores especificos das varidveis em Fais (X;), Sendo assim, cada
entrada na distribuicdo conjunta € representada pelo produto dos elementos adequados
das tabelas de probabilidades condicionais na rede bayesiana. Estas tabelas fornecem uma

representacao decomposta da distribui¢do conjunta.
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E possivel ilustrar todo este processo através do célculo, por exemplo, da
probabilidade do alarme tocar, mas nem um assalto nem um tremor de terra terem

ocorrido, e no entanto quer a Maria como o Jodo terem telefonado.
Assim sendo, tendo em conta a Figura 9 e de acordo com a regra de Bayes, temos:

PGAmAaA-rA-t)
=P (jla)P(mla)P(al-rA -t) P(-r) P(-t)

=0.90x 0.70 x 0.001 x 0.999 x 0.998 = 0.00063

(Nota: As letras j, m, a, 1, t, representam respectivamente as palavras JodoTelefona,
MariaTelefona, Alarme, Roubo (Assalto), Tremor de Terra).

Uma distribuicdo conjunta pode ser utilizada para responder a qualquer questao
sobre o dominio em causa. Deste modo, se uma rede bayesiana € a representacdo de uma
distribuicdo conjunta, entdo também poderd ser utilizada para responder a qualquer
questdo, nomeadamente através da soma de todas as entradas conjuntas consideradas

relevantes.

2.3 Validacao dos Métodos de Aprendizagem Automatica

A aplicacdo dos diferentes métodos de aprendizagem automdtica requer um
processo que permita garantir que os resultados obtidos sejam fidveis e estatisticamente
significativos. Existem inimeras abordagens que asseguram a avaliacdo da qualidade e
caracteristicas de um modelo e que incluem nomeadamente a utilizacdo de métricas de
validade estatistica, que tém como principal objectivo detectar possiveis anomalias nos

dados ou no préprio modelo.

E extremamente importante analisar a exactiddo e a confianga de um determinado
modelo. Sendo assim, a exactiddo trata-se de uma medida que revela se o modelo em
causa esta de acordo com os resultados obtidos, fazendo uso das caracteristicas extraidas

dos dados fornecidos. A confianga, por sua vez, avalia 0 modo como um modelo se
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comporta em conjuntos de dados diferentes. Caso o modelo gere o mesmo tipo de

previsdes ou entdo localize padrdes semelhantes (independentemente dos dados de teste

fornecidos), poderemos dizer que estamos perante um modelo fidvel.

Existem diversos tipos de valida¢ao, nomeadamente:

Validacao de sub-amostras aleatdrias repetidas: Este método divide
aleatoriamente o conjunto de dados para treino e para validacdo. A
desvantagem associada a utilizacdo deste método recai no facto de que uma
determinada amostra de elementos poderd nunca ser alvo de selec¢ao

enquanto, por exemplo, uma outra amostra podera ser escolhida varias vezes.

N fold Cross-Validation: Método de validacao em que os dados sdo divididos
em N subconjuntos (blocos de dimensdo semelhante — folds) para uma
aprendizagem de N iteragdes. Ao longo do processo de treino sao utilizados N
— 1 blocos, e apenas um para teste, sendo este diferente a cada iteracao
[Cru07]. Este processo € repetido para as N amostras. A performance do
classificador € definida de acordo com a média dos N testes. A vantagem da
aplicacdo deste método prende-se, acima de tudo, com o facto de todos os

dados serem utilizados.

Validacao Leave-One-Out: Método semelhante ao N fold cross-validation,
diferindo apenas no tamanho da amostra que, neste caso particular, é de
apenas um elemento no conjunto de teste. Deste modo, sendo / o tamanho do
dataset, o treino € efectuado com / — 1 elementos, sendo o teste posteriormente

realizado com o elemento reservado (elemento de teste) [DKGOO].

Validacao Hold-Out Percentage Split: O conjunto de teste é escolhido de
modo aleatodrio, habitualmente cerca de 20 a 30% dos elementos. Os restantes
dados sao alvo de treino e em seguida validados no conjunto reservado

(conjunto de teste) [DKGOO].
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Este conjunto de formas de validag¢do e avaliacdo de classificadores procura, tal

como referido anteriormente, garantir que os resultados sdo fidveis e estatisticamente

significativos. No entanto, o processo de avaliacdo de um determinado modelo necessita

igualmente levar em consideracdo dois factores extremamente comuns aquando da

utilizacdo de universos de dados extensos: as classes desbalanceadas e o problema de

overfitting; frequentemente responsaveis pela baixa qualidade dos resultados obtidos na

classificacao de dados, e que agora passamos a explicar:

Classes desbalanceadas: [LR06] Varios algoritmos de aprendizagem
automadtica consideram que os valores que uma determinada classe podera
assumir, apresentardo, a partida, probabilidades iguais. Esse facto nem sempre
ocorre, tal como € exemplo o conjunto de dados alvo de estudo nesta
dissertacdo. Sendo assim, nesta situacdo particular, tal como em muitas outras
relacionadas com sistemas de deteccdo de células cancerigenas, o nimero de
casos anormais (malignos) que estdo disponiveis para treino €
consideravelmente inferior ao nimero de casos ditos normais (benignos). Este
desbalanceamento podera afectar a taxa de acertos para a classe de menor
ocorréncia.

Algumas abordagens com vista ao balanceamento do conjunto de dados
poderdo envolver desde a remogao de tuplos da classe dominante até a
replicacdo aleatoria de tuplos da classe de menor ocorréncia. No entanto, estas
duas perspectivas acarretam igualmente alguns sendos. Na primeira
abordagem existe o problema de dados potencialmente tteis serem eliminados.
Na segunda abordagem, a partir do momento em que o conjunto de treino é
aumentado, consequentemente, o tempo de aprendizagem também serd maior.
Segundo Hoste [Hos05] esta segunda abordagem poderd igualmente conduzir
ao problema de overfitting (perda de capacidade de generalizacdo) quando
utilizada com arvores de decisdo. Apesar de tudo, estas duas perspectivas
aumentam significativamente o desempenho dos classificadores em algumas

situacoes [Hos05].
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Overfitting: Situacdo em que o modelo gerado adapta-se bastante bem aos
casos utilizados na aprendizagem, no entanto apresenta fracos resultados nos
casos de teste [Cru07]. Quando um algoritmo procura pelos melhores
parametros para um determinado modelo, utilizando um conjunto de dados
limitado, poderd modelar ndo apenas os padrdes gerais, mas também ruidos
especificos do proprio conjunto de dados, resultando numa fraca performance
do modelo nos dados de teste. Uma das possiveis solu¢des para este problema

¢ a aplicacdo de cross-validation aos dados [FPSS96].
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2.3.1 Métricas de Desempenho

As métricas de desempenho garantem igualmente a fiabilidade dos resultados.
Tratam-se de medidas numéricas que quantificam a performance de um determinado

classificador [Rae08].

Sendo assim, em seguida apresentamos as diferentes métricas utilizadas, de modo

a certificar a qualidade dos resultados obtidos.

(Nota: Ao longo desta subsec¢do iremos concentrar-nos em problemas com apenas duas classes, no
entanto, € importante referir que as no¢des aqui expostas poderdo ser estendidas a vdrias classes. Deste
modo, como tratamos duas classes apenas, serdo utilizadas as siglas: TP, TN, FP e FN que representam
respectivamente os termos True Positive (Verdadeiros Positivos), True Negative (Verdadeiros Negativos),

False Positive (Falsos Positivos) e False Negative (Falsos Negativos)).

e Matriz de Confusao

Utilizada em classificacdo, a matriz de confusdo, do inglés confusion (ou
contingency) matrix, possibilita uma visualizacdo inequivoca dos resultados de um
determinado modelo [KP98]. Os resultados sdo apresentados sob a forma de uma
tabela de duas entradas (considerando problemas de apenas duas classes): uma das
entradas € constituida pelas classes desejadas, a outra pelas classes previstas pelo
modelo. As células, por sua vez, sdo preenchidas com o nimero de instancias que

correspondem ao cruzamento das entradas.

Uma matriz de confusao € definida do seguinte modo:

positivos  negativos
previstos  previstos

positivos originais TP FN

negativos originais FF N

em que:
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TP € o nimero de previsoes correctas para uma instancia que € positiva;
FN € o nimero de previsoes incorrectas para uma instancia que € positiva;
FP ¢é o niimero de previsoes incorrectas para uma instancia que € negativa;

TN ¢é o nimero de previsoes correctas para uma instancia que é negativa;

A Figura 10 ilustra um exemplo de uma matriz de confusao, em que a entrada
vertical sdo as classificacdes obtidas por um modelo, e a entrada horizontal sao as
classificacdes originais dos dados. E possivel constatar que no caso da classe high, de
um universo de 81 instancias, foram classificadas correctamente 49, e incorrectamente
32. Ja no caso da classe iso, de um conjunto de 99 instancias, 71 foram classificadas

correctamente, sendo que 28 instancias foram classificadas incorrectamente.

a b =-- classified as
49 32 | a = high
2871 | b =iso

Figura 10 - Exemplo de uma matriz de confusao

¢ Instancias Correctamente Classificadas (Accuracy)

A percentagem de instincias correctamente classificadas (ICC), também
conhecida como accuracy, € a percentagem de instancias que o classificador previu
correctamente. Corresponde a taxa de exemplos positivos e negativos correctamente

classificados. Esta métrica € calculada de acordo com a seguinte férmula:

B (TP +TN)
ICC = (TP+TN + FP + FN)
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o Instancias Incorrectamente Classificadas

A percentagem de instancias incorrectamente classificadas (IIC) € o nimero
de instancias que o classificador previu incorrectamente. Corresponde a taxa de
exemplos positivos € negativos incorrectamente classificados. Esta métrica €

calculada de acordo com a seguinte férmula:

B (FP+ FN)
lIC = (TP+TN + FP + FN)

o Precisao

Precisdo, do inglés precision, ¢ uma medida que originalmente foi introduzida
com o objectivo de medir a eficicia de um motor de busca ao retornar informacgao
considerada relevante. Nesse caso concreto, a precisdo € a fraccdo de documentos
recuperados por um motor de busca e que sdo igualmente relevantes.

Por sua vez, na avaliacdo de classificadores, a precisdao € definida como

[Rae08]:

TF
(TP + FP)

Precisio =
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® Recall (Sensibilidade, Taxa de Verdadeiros Positivos)

Na avaliacdo de classificadores, recall, sensibilidade e taxa de verdadeiros
positivos (TVP), do inglés True Positive Rate (TPR), ttm em comum o facto de serem

definidos segundo a mesma férmula [Rae08]:

TP

Fecall = Sensibilidade=TVP= ——
(TP + FN)

e Taxa de Verdadeiros Negativos (Especificidade)

Taxa de Verdadeiros Negativos (TVN), do inglés True Negative Rate (TNR)

quantifica a propor¢ao de casos negativos que foram correctamente classificados.

Quer a taxa de verdadeiros negativos como a especificidade sdo ambas

definidas de acordo com a seguinte férmula:

TN

Especificidade =TVN = ——————
specificidade (TN + FP)

o Taxa de Falsos Positivos

Taxa de Falsos Positivos (TFP), do inglés False Positive Rate (FPR)
quantifica a propor¢cdo de casos negativos que foram incorrectamente classificados

como positivos. E definida como:

TFP = __Fr 1 - Especificidade

( FP+ TN )
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¢ Taxa de Falsos Negativos

Taxa de Falsos Negativos (TFN), do inglés False Negative Rate (FNR)
quantifica a propor¢do de casos positivos que foram incorrectamente classificados

como negativos. E definida como:

FN
= ——— =1 - Sensibilidade
\ TP +FN )

o F-Measure

F-Measure mede a eficacia de um classificador, nomeadamente em termos de
precisdo e recall. E possivel definir uma medida F-Measure que atribua peso
arbitrario quer para precisdo como para recall. Essa medida é conhecida como Fj-
Measure, uma vez que atribui igual importancia a essas duas métricas [Rae08]. A

férmula para F;-Measure (média harmodnica entre precisdo e recall) é a seguinte:

P 2 - Precisdo - Recall

Precisio + Recall

e [Estatistica Kappa

Inimeras pessoas, cujo foco de trabalho € a observagdo e interpretagdo de
exames médicos, como por exemplo, a interpretacio de mamografias, assim como
uma série de outros exames de diagnéstico, habitualmente se deparam com situacdes
em que existem diversas opinides para um mesmo caso. Os estudos que medem a
concordancia entre dois ou mais observadores devem incluir uma estatistica que tome
em consideragdo o facto de que em certas ocasides 0s observadores poderdao

concordar ou discordar apenas por acaso.
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A estatistica Kappa (ou coeficiente Kappa) é a estatistica mais utilizada para

abordar este tipo de problema.

A equacdo que traduz esta estatistica € definida do seguinte modo:

Pr(a) — Pr(e)
1 —Pr(e)

K =

em que Pr(a) é a concordancia observada relativa entre os avaliadores e Pr(e) € a
probabilidade hipotética de ocorrer concordancia por simples acaso, fazendo uso dos

dados observados para calcular as probabilidades de cada observacao.

Um kappa igual a 1 indica concordancia perfeita, enquanto um kappa igual a 0

indica concordancia equivalente a um simples acaso [VGOS].

e Area ROC

A curva ROC (Receiver Operating Curve) representa a taxa de verdadeiros

positivos (TVP) em fun¢do da taxa de falsos positivos (TFP).

A drea sob a curva ROC varia entre 0 e 1, sendo que 1 representa o
classificador perfeito, e O um classificador que estd sempre errado. Uma area ROC de

0.5 indica um classificador que € aproximadamente aleatdrio.

A drea ROC ¢ habitualmente escolhida em detrimento da accuracy aquando da
utilizacdo de conjuntos de dados que se apresentam balanceados, uma vez que captura
mais eficazmente o equilibrio entre verdadeiros positivos e verdadeiros negativos

[Rae08].

Além do mais, no dmbito da saide por exemplo, a drea da curva ROC permite
estabelecer uma relacdo entre a sensibilidade de um teste diagndstico e a

especificidade, como limiar para indicagcao da variacdo positiva de um teste. E
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frequentemente utilizada para escolha de diferentes testes de diagndstico, apesar de

ndo ter em conta a prevaléncia da patologia testada [MMCO09].

o (Curvas Precision-Recall

As curvas ROC poderdo apresentar perspectivas demasiado optimistas quanto
a performance de um determinado algoritmo nos casos em que possa existir um

desbalanceamento grande na distribuicao de classes.

As curvas Precision-Recall (PR) apresentam-se como uma alternativa as
curvas ROC para tarefas que envolvam conjuntos de dados desbalanceados. Uma
diferenca bastante grande entre um espaco ROC e um espago PR € a propria
representacdo visual das curvas. As curvas PR poderdo conduzir a deteccdo de
diferencas entre algoritmos que, apenas pela andlise de uma 4rea ROC, eram
imperceptiveis a partida. Exemplos de curvas ROC e PR sdo apresentados na Figura
11. Estas curvas, construidas a partir dos mesmos modelos de aprendizagem
referentes a um conjunto de dados altamente desbalanceado, permitem tornar mais

evidentes as diferencas entre estes espagos.

. Espago ROC Espago PR
I T Blgoritmo 1 ——
f i Algoritmo 2
0.8 . 0.8 || 1
{ ll <
I ."aLl.
i e,
0.6 ff - 0.6 J M‘*, .
TVF i Precisdo | i
o _ . _
.
0.2 . o.z b -
Algoritmo 1 —— x\‘ ey
. . . A]golitlmo 2 S ) T
0O 0.2 0.4 0.6 0.8 1 "o 0.2 0.4 0.6 0.8 1
TFF Recall

Figura 11 - Diferencas entre comparar algoritmos num espaco ROC e num espaco PR (adaptado de
[DGO6]
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Como o objectivo de um espagco ROC € que este se situe no canto superior
esquerdo, quando observamos as curvas presentes no grafico da esquerda, ficamos
com uma ideia de que se trata de um espaco ROC que se aproxima bastante desse

cenario ideal.

Num espaco PR, por sua vez, o objectivo principal é que este se situe no canto
superior direito. Deste modo, analisando as curvas do grafico da direita é possivel
constatar que existe ainda uma enorme margem de progressdo para aperfeicoamentos
[DGO6].

Assim sendo, podemos concluir que a drea ROC € preferencialmente escolhida
para andlise de resultados quando o conjunto de dados que estd a ser alvo de estudo é
balanceado. No sentido oposto, isto €, em casos de desbalanceamento na distribui¢ao
de classes, as curvas Precision-Recall sao a melhor forma de compreender a

qualidade dos resultados obtidos.
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2.4 WEKA

Nao sendo o objectivo desta dissertacdo constituir um manual de utilizacdo de
ferramentas de mineracdo de dados €, no entanto, oportuno efectuar uma breve descricao
das ferramentas utilizadas. Deste modo, em seguida iremos descrever as funcionalidades
essenciais apresentadas pelo sistema WEKA, uma vez que se tratou da ferramenta a que

recorremos para a realizacdo de todas as experiéncias inerentes a este trabalho.

Criado pela Universidade de Waikato na Nova Zelandia, o software WEKA
(Waikato Environment for Knowledge Analysis) foi desenvolvido na linguagem de
programacdo Java (linguagem orientada a objectos), sendo que implementa uma grande
variedade de técnicas [WFO05]. Uma vez que é escrito em Java, o c6digo encontra-se apto
para ser executado em diferentes plataformas, conferindo um certo grau de portabilidade

ao sistema.

Disponibiliza igualmente diversos algoritmos de pré-processamento de dados,
bem como de andlise de resultados. O conjunto de técnicas que implementa permite a
utilizacdo da ferramenta em diversos problemas, desde classificagdo até regressdo, por

exemplo.

Grande parte dos recursos do software WEKA encontra-se acessivel através da

sua interface gréafica, que passamos a descrever.

2.4.1 Interface Grafica

A interface grifica da ferramenta WEKA, do inglés Graphical User Interface
(GUI), possui uma janela — WEKA GUI Chooser — (Figura 12) que permite aos
utilizadores escolherem quais as aplicagdes que pretendem utilizar de modo a extrairem

informacao dos seus dados.
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Weka GUI Chooser =[x
Program Visualization Tools Help
Applications
'WEKA
The University
) of Waikato Experimenter
Ty

Waikato Environment for Knowledge Analysis KnowledgeFlow
Version 3.6.0
(c) 1999 - 2008
The University of Waikato Simple CLI
Hamilton, New Zealand

Figura 12 - Janela inicial do WEKA (GUI Chooser)

Este menu é composto por quatro botdes, cada um deles para cada uma das quatro
principais funcionalidades que compdem o sistema WEKA. Sendo assim, estes botdes

poderao ser utilizados para despoletarem as seguintes aplicagdes [Cru07]:

e Explorer

Proporciona um ambiente grifico de manipulacdo de dados pela utilizagcdo de
diversos algoritmos. Trata-se da interface mais facil de usar, conduzindo o utilizador
através de menus e formuldrios, impedindo-o de fazer escolhas ndo aplicdveis e
simultaneamente apresentando pop-ups de informacao relativos ao preenchimento de
varios campos. Embora seja intuitivo, torna-se necessario evidenciar alguns elementos
estratégicos desta aplicacdo Explorer. Sendo assim, a Figura 13 apresenta elementos

de pré-processamento [Sil04]:
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Weka Explorer s = | 3
Preprocess | Classify [ Cluster | Associate [ Select attributes | Visualize
A ‘ Open file... || Open URL... || Open DB... || Generate... || undo || Edit... || Save... |
Filter
B | [ cnoose Juone
Current relation Selected attribute
Relation: WEKA Tabelals8o 2 B Name: Density num Type: Nominal D
Instances: 180 Attributes: 14 Missing: 0 (0%) Distinct: 2 Unique: 0 (0%)
Attributes Mo, Label Count
E 1 |high 81
| All || None || Invert || Pattern 2liso 99
I [l | Name
1 drnd num
2| Ireread_group
3|_lage_at_mammo
4 ICLOCKFACE_LOCATION_OF_REGION
5[ ]MASS _SHAPE
& IMASS MARGING 1 Class: Density_num (Nom) |v| Visualize All ‘
7ILIMASS_MARGINS_2 F
8|[C]SIDE
S[_|DEFTH =
10[C|MASS MARGINS worst 21
11| |QUADRANT LOCATION def
12| _|SIZE
13| |OWERALL EREAST COMPOSITION
14| [Density num
C | Remove
Status
oK 4 *°

Figura 13 - Pré-processamento no WEKA Explorer (Preprocess)

o (A) = Open File, Open URL, Open DB: através destes botdes € possivel
seleccionar, respectivamente, bases de dados a partir de ficheiros locais
(formato arff), bases de dados remotas (Web) ou apenas diferentes tipos de

bases de dados (via JDBCIO);

o (B) —No botao Filter € possivel efectuar sucessivas filtragens de atributos
e instancias na base de dados previamente carregada (aplicacdo de

operacOes de seleccdo, discretizagdo, entre outras);

o (C)—Uma vez escolhidos os principais atributos que serdo alvo de estudo,
todos os outros poderdo ser removidos através do botao Remove, que se

encontra no final da lista de atributos;

10 Java Database Connectivity — Conjunto de classes e interfaces escritas em Java que fazem o envio de instru¢des SQL para

qualquer base de dados relacional.
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o (D) - Navegando interactivamente pelos atributos (quadro Attributes (E))
€ possivel obter informacdes quantitativas e estatisticas sobre 0s mesmos
(quadro Selected attribute (D)). Por exemplo, o atributo seleccionado na
lista de atributos da Figura 13 - Density_num - permite-nos constatar que a
distribuicao de valores high e iso na base de dados € relativamente
homogénea, tal como ilustrado pelos histogramas coloridos presentes no
canto inferior direito da imagem (F). Sendo assim, neste caso concreto,
temos 81 instancias do tipo high (rectangulo azul) e 99 instancias do tipo

iso (rectangulo vermelho).

No WEKA Explorer ¢ também possivel desenvolver tarefas de classificacao,

tal como ilustrado na Figura 14:

r Weka Explorer =1 [E] [*
("Preprocess | Classify | Cluster | Associate | Select attributes | Visualize

Classifier
H Test options Classifier output

! Use training set
) supplied test set l Set... | | Time taken to build model: @.84 seconds

® Cross-validation Folds |10 === Stratified cross-validation ===
n === SUMMary ===
' Percentage split

q Correctly Classified Instances 120 66, 6667 %
| Blorsontionz. | Incorrectly Classified Instances G0 33,3333 %
Kappa statistic 0.3236
I |(N0m) Density_num ‘v| Mean absolute error 0.3598
Root mean squared error 0,5015
| Relative absolute error 72,679 %
| Start H Stop Root relative squared error 100, 7958 %
Result list (right-click for options) Total Humber of Instances 180
K 15:12:15 - bayes.NaiveBayes === Detailed Accuracy By Class ===
TP Rate FP Rate Precision Recall F-Measure ROC Area Class
0.605 0.283 0.638 0. 605 0.62 0.701 high
0,717 0,395 0,689 0,717 0.703 8,701 150
Weighted Avg. 0.667 0.345 0.665 0. 667 0,666 0.701

=== Confusion Matrix === |

a b <-- classified as
49 32 | a = high
2871 | b=1iso

Status
ox <

Figura 14 - Classificacdo no WEKA Explorer (Classify)

o (G) — Selecgdo e parametrizacdo do algoritmo a ser utilizado (J48,

RandomForest, SMO, naive Bayes, BayesNet, etc.);
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o (H) — Permite seleccionar a opcao de teste e validagao do modelo gerado.
Entre as opcdes de teste temos: a utilizagdo do préprio conjunto de dados
de treino, o uso de um outro conjunto apenas para testes, a aplicacdo de
cross-validation aos dados, assim como a separacao de parte do conjunto

de treino para teste (Hold-Out Percentage Split);
o (I) — Seleccao do atributo classe para a tarefa de classificacao;

o (J) — Resumo da tarefa efectuada com dados estatisticos, nomeadamente

métricas de desempenho, matrizes de confusdo, entre outros;

o (K) — Pressionando o botao direito do rato em cima de uma entrada que se
encontre na Result list, € possivel aceder a um menu que permite, entre
outras coisas, a visualizacdo de uma representacdo grafica da estrutura do
classificador gerado (i.e. arvores de decisao, redes bayesianas), assim

como possibilita a visualiza¢do das respectivas curvas ROC e PR.

As opgoes Cluster, Associate e Select attributes possuem interfaces
semelhantes, fornecendo determinadas opcdes a estas tarefas. No caso de tarefas de
clustering a interface disponibiliza a opc¢do de ignorar atributos, uma vez que ¢é
extremamente comum que neste tipo de tarefa, um ou mais atributos gerem “ruido” ao
longo deste processo. Ja na fase de seleccdo (Selected attributes) € possivel escolher o
algoritmo avaliador de atributos, assim como o método de busca para a tarefa em

causa [Si104].

e Experimenter

Permite testar técnicas diferentes em classificagdo ou regressdo, de modo a
compara-las. Apesar destas operacdes serem igualmente possiveis quer no Explorer
como no KnowledgeFlow, no Experimenter, no entanto, é¢ possivel escolher desde
diversos conjuntos de dados a serem utilizados numa s experiéncia, como varias
técnicas a serem experimentadas, e até o nimero de repeti¢cdes (runs) do teste em

questdo, entre outras escolhas.
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7z

Posteriormente, a experiéncia em causa € executada sem ser necessdria a
supervisdo do utilizador. Os resultados sdo depois guardados num ficheiro para
andlise. E fundamental referir que esta interface revelou-se a interface ideal para a
execuc¢do de experiéncias, pelo que foi utilizada para a realiza¢io dos diversos ensaios

relativos a esta dissertacao.

¢ KnowledgeFlow

Permite o desenvolvimento de projectos de mineracdao de dados num ambiente
grafico com fluxos de informacdo. Por outro lado, de entre as vdrias vantagens que
possui, € de destacar o [layout intuitivo, assim como o facto de permitir o
processamento de dados em barch'' ou de modo incremental, que por sua vez
permitem a sua aplicacdo a conjuntos de dados de elevada dimensdo. Além do mais,
possibilita o processamento paralelo, em que cada fluxo de dados distinto é

processado na respectiva thread'”.

e SimpleCLI (Command Line Interface)

Proporciona uma interface que permite a execucao directa de comandos do
WEKA. Embora disponibilize todas as funcionalidades, requer um elevado grau de

conhecimento dos comandos que poderao ser utilizados.

" Termo referente a um processamento de dados que ocorre através de um conjunto de tarefas que se encontram enfileiradas,
sendo que o sistema operativo apenas processa a proxima tarefa apds o término completo da tarefa anterior.

2 Forma de um determinado processo se dividir em duas ou mais tarefas que possam ser executadas simultaneamente.
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O formato de ficheiros utilizado no decorrer das experiéncias foi o formato arff.
No proprio cabecalho deste tipo de ficheiros sdo descritos os atributos, tal como ilustrado

no seguinte exemplo:

@relation WEKA Tabelalse 2 B

@attribute rnd_num numeric

@attribute reread group {salkowski,burnside,sisney}

@attribute age at mammo numeric

@attribute CLOCKFACE LOCATION OR_REGION {11.8,12.06,C,7.0,1.0,10.0,3.0,6.0,2.0,4.0,5.0,8.0,9.0}
@attribute MASS SHAPE {X,R,0,L}

@attribute MASS MARGINS 1 {I,S,

D,M,u}
D,M,u}

@attribute MASS MARGINS 2 {I,s,D,M,

@attribute SIDE {R,L}

@attribute DEPTH {P,M,A}

@attribute MASS MARGINS worst {Indistinct,Spiculated,Circumscribed,Microlobulated,Obscured}
@attribute QUADRANT LOCATION def {'Upper Outer','Upper Inner','Lower Inner','Lower Outer'}
@attribute SIZE numeric

@attribute OVERALL_BREAST COMPOSITION {'scattered fibroglandular densities','almost entirely fat',
@attribute Density num {high,iso}

Figura 15 - Exemplo do contetido de um ficheiro do tipo arff

Para a criagdo de ficheiros deste tipo foi utilizado o préprio conversor
disponibilizado pela ferramenta WEKA, sendo que os dados foram carregados em

formato csv'?, ou seja, separados por virgulas.

Os algoritmos que implementam SVM’s utilizam o método SMO (para tarefas de
classificacdo) enquanto, por exemplo, no que diz respeito as arvores de decisdo um dos
algoritmos utilizados para classificacdo € o J48, que mais ndo € do que uma simples
implementacdo para o WEKA do famoso algoritmo C4.5 (criado por J. Quinlan)
[WKQ*07]. Sendo assim, tal como vimos, é possivel referir que a ferramenta WEKA
permite aplicar as quatro tarefas principais de aprendizagem automatica apresentadas na
subseccao 2.1.2 relativa a mineracdo de dados, ou seja, podemos dizer que esta
ferramenta permite a aplicacdo das tarefas de classificagdo, regressdo, regras de

associagdo e clustering a inimeros conjuntos de dados.

13

comma separated values.
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Como nota de conclusdao, o WEKA disponibiliza portanto uma variedade bastante
grande de algoritmos de mineracdo de dados, desde algoritmos relativos a redes neuronais
até support vector machines (SVM’s), arvores de decisdo, entre outros. Como tal, na
subseccdo seguinte iremos concentrar-nos nos algoritmos/classificadores a que

recorremos para a realiza¢ao das experiéncias.

2.4.2 Classificadores

Tal como mencionado anteriormente, o sistema WEKA retine um vasto conjunto
de algoritmos de aprendizagem automadtica para a resolucdo de tarefas de mineracdo de

dados.

Deste modo, durante a utiliza¢do desta ferramenta, doze desses algoritmos foram
aplicados ao universo de dados alvo de estudo. A escolha destes doze algoritmos prende-
se com o facto de estarem subjacentes a praticamente todos os métodos de aprendizagem
automdtica, desde arvores de decisdo até regras de classificacdo, support vector machines,
redes bayesianas, etc. Com esta abordagem multidisciplinar pretende-se, acima de tudo,
estudar o comportamento dos diferentes algoritmos na classificacdo dos dados em causa e

por conseguinte extrair os classificadores que se revelem mais exactos.

Sendo assim, a Tabela 1 apresenta uma sintese das principais caracteristicas dos

doze algoritmos a que recorremos para a execucao das diversas experiéncias.
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Métodos de
Aprendizagem  Algoritmos
Automatica

Caracteristicas
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Rede de aprendizagem Bayes que utiliza vérios algoritmos de procura
e métricas de qualidade. Algoritmo de base para um classificador que
segue a estrutura de uma rede bayesiana.

Classificador probabilistico baseado na aplicag¢do do teorema de Bayes
(estatistica bayesiana). E designado naive uma vez que os valores dos
atributos sao condicionalmente independentes.

Algoritmo eficiente para a implementacdo da técnica SVM. Substitui
todos os valores em falta e transforma atributos nominais em bindrios.
Normaliza, por default, todos os atributos.

Habitualmente utilizado em conjunto com algoritmos que recorrem a
técnica de boosting. Aplica as tarefas de regressdo (baseado na métrica
mean-squared error) ou classificagdo (baseado na entropia).

Implementacdo em Java do algoritmo C4.5. Gera uma arvore de
decisdo.

Algoritmo que gera uma arvore de decisdo com classificadores naive
Bayes nas folhas. Constréi uma rede bayesiana para cada folha.
Algoritmo que apresenta bons resultados para conjuntos de dados
bastante grandes.

Algoritmo responsavel pela construcido de uma floresta de 4rvores
aleatorias.

Algoritmo responsdvel pela construcdo de drvores de decisao bindrias.

Algoritmo responsdvel pela construgdo e utilizagao de uma arvore de
decisdo e de um classificador hibrido naive Bayes. Algoritmo que
apresenta bons resultados para conjuntos de dados pequenos.

Cria uma regra para cada atributo dos dados de treino e selecciona a
regra com menor percentagem de erro como regra tnica.

Algoritmo que gera uma lista de decisdo. Usa a estratégia de divisao e
conquista. Constréi de forma parcial uma arvore de decisdo C4.5 em
cada iteracdo, transformando a “melhor folha” numa regra.

Algoritmo extremamente simples que classifica todas as instancias de
acordo com a classe dominante. Utilizado como classificador de
referéncia.

Tabela 1 - Sintese dos doze algoritmos aplicados ao universo de dados alvo de estudo
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De entre estes doze algoritmos destacamos trés deles, uma vez que serdo alvo de

andlise no capitulo 5 — Andlise de Resultados.

Sendo assim, iremos descrever em detalhe os algoritmos naive Bayes, SMO e J48,
relativos respectivamente a redes bayesianas, support vector machines e arvores de

decisio.

Abordando desde ja o algoritmo J48 [SB05], este permite a criacdo de modelos de
decisdo em arvore. Faz uso de uma estratégia greedy para induzir arvores de decisdo para
posterior classificacdo. O modelo de arvore de decisdo é construido pela anélise dos
dados de treino, sendo posteriormente utilizado para classificar dados ainda nao

classificados.

Este algoritmo gera arvores de decisdo, em que cada n6 da arvore avalia a
existéncia ou significancia de cada atributo individual. As &rvores de decisao
caracterizam-se por serem construidas desde o topo até a base, através da escolha do
atributo mais apropriado para cada situagdo. Uma vez escolhido o atributo, os dados de
treino sao divididos em subgrupos, sendo que o processo € repetido para cada subgrupo
até que uma grande parte dos atributos em cada um desses pequenos grupos pertenca a

uma dnica classe.

A inducdo por arvore de decisao é um algoritmo que habitualmente “aprende” um

conjunto de regras com elevada acuidade.

Este algoritmo J48 foi essencialmente utilizado para que a sua taxa de precisao

fosse alvo de comparacdo com outros algoritmos.

Relativamente ao algoritmo naive Bayes [SBO05], trata-se de um dos

classificadores probabilisticos mais simples.

O modelo construido por este algoritmo é um conjunto de probabilidades. Essas
probabilidades sdo estimadas pela contagem da frequéncia dos valores de cada
caracteristica para as instancias dos dados de treino. Dada uma nova instancia, o

classificador estima a probabilidade dessa mesma instancia pertencer a uma classe
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especifica, baseada no produto das probabilidades condicionais individuais para os

valores caracteristicos da instancia.

O calculo exacto utiliza o teorema de Bayes, sendo por essa mesma razao que o
algoritmo € denominado um classificador de Bayes. Este algoritmo ¢ igualmente
designado naive, uma vez que todos os atributos sdo independentes, dado o valor da
varidvel de classe. Apesar deste pressuposto, o algoritmo apresenta um bom desempenho
em muitos dos cendrios de previsdo de classes. Estudos experimentais revelam a

apeténcia deste algoritmo para “aprender’” mais rapidamente que a maioria dos algoritmos

de inducdo, daf a sua utilizacdo no decorrer das experiéncias.

Por dltimo, o algoritmo SMO (Sequential Minimal Optimization) é reconhecido
como sendo um dos algoritmos mais rdpidos € o de mais facil implementagdo em
software. O algoritmo € iterativo e adopta uma solug@o analitica para a optimizacdo de
um par de Multiplicadores de Lagrange em cada iterac@o, evitando o armazenamento de

matrizes de grandes dimensdes em memoria. O SMO executa trés tarefas por iteragao,

nomeadamente:
° selec¢do de um par de coeficientes (¢));
. optimizacao do par de coeficientes seleccionado (#,);
. actualizacdo de dados globais (73).

O algoritmo executa um total de I, iteracdes até que todos os coeficientes
satisfacam um conjunto de condi¢cdes denominadas de Karush-Kuhn-Tucker (KKT)

[P1a99]. O tempo total de execucdo (Tsy0) pode ser calculado segundo a igualdade:
Tspo =1, (t; + 12 + 13),
sendo ?; + 1, + 13 0 tempo médio de execucdo de cada iteracao.

Em modo de conclusdo, torna-se essencial referir que devido a sua importancia,
designadamente pelo facto de providenciar resultados robustos e generalizados, muitos
autores tém efectuado optimizagdes ao algoritmo SMO de forma a reduzirem o seu tempo

de execucdo, uma das principais limita¢des deste classificador [Her09].






Capitulo 3

Estado da Arte

Este capitulo faz um levantamento do estado da arte relacionada com o conceito
de cancro de mama e respectivos estudos ao longo dos ultimos anos. Como tal, sdo
inicialmente apresentados alguns dados estatisticos relativos a incidéncia deste flagelo na
sociedade actual. Sdo ainda discutidos os beneficios e respectivos niimeros inerentes aos
programas de rastreio introduzidos em meados dos anos 90, com especial destaque para
um dos exames mais utilizados neste tipo de preven¢do — a mamografia. Por dltimo, é
efectuada uma apresentacdo dos vdrios trabalhos que t€ém sido desenvolvidos com vista a
resolucdo de problemas relacionados com o cancro de mama, nomeadamente sao
descritos alguns estudos em que sdo aplicados métodos de aprendizagem automatica aos

dados.

3.1 Cancro de Mama

O organismo humano € constituido por trilides de células que se reproduzem pelo
processo de divisdo celular. Em condi¢bes normais, este € um processo ordenado e
controlado, responsavel pela formagado, crescimento e regeneragdo de tecidos sauddveis

do corpo. Algumas vezes, no entanto, as células perdem a capacidade de limitar e

83
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comandar o seu préprio crescimento, passando entdo a dividir-se e multiplicar-se muito
rapidamente e de maneira aleatéria. Como consequéncia dessa disfuncdo celular, isto €,
desse processo de multiplicacdo e crescimento desordenado das células, ocorre um
desequilibrio na formagao dos tecidos do corpo, levando ao desenvolvimento de nédulos,

mais conhecidos como tumores.

O cancro de mama € a nivel mundial o tumor maligno mais comum entre as
mulheres (excluindo o cancro de pele), correspondendo a segunda causa de morte por
cancro no sexo feminino. Nos Estados Unidos da América, uma em cada oito mulheres
desenvolve cancro de mama no decorrer da sua vida. Em 2006, data dos ultimos dados
disponiveis, 191410 mulheres foram diagnosticadas com cancro de mama, sendo que

40820 (= 21%) acabaram por ndo resistir a doenga [BSC10].

Em Portugal, por ano sao detectados aproximadamente 4500 novos casos e cerca
de 1500 6bitos (= 33%) [Lig10], sendo a principal causa de morte por neoplasia'® no sexo
feminino. A partir de 1995 comecou a verificar-se uma ligeira tendéncia para a
diminui¢cdo da mortalidade devido a introdu¢do de programas de rastreio”. Dos
rastreios efectuados até aos dias de hoje'® concluiu-se que houve uma reducdo da taxa de
mortalidade por cancro de mama na ordem dos 30%, quando comparados com o grupo de
controlo apds cinco anos. Nenhuma outra medida diagndstica ou terapéutica permitiu uma

reducdo tdo acentuada da taxa de mortalidade.

Nos rastreios que obtiveram os melhores resultados existiu uma influéncia

inequivoca da qualidade da mamografia e da experiéncia dos radiologistas.

A American Cancer Society recomenda a realizacdo de um exame clinico e de
uma mamografia de dois em dois anos em pessoas que se encontrem na faixa etdria dos

40 aos 49. A partir dos 50 anos, segundo a mesma institui¢do, estes exames deverao ser

14 Termo que designa alteracdes celulares que acarretam um crescimento exagerado das células. Proliferacio celular anormal

e auténoma.

15 Realizacdo periédica de exames num grupo populacional assintomdtico com o principal objectivo de detectar o cancro de

mama num estado precoce. A mamografia é o exame imagioldgico mais utilizado neste tipo de prevengao.

16 O estudo mais antigo data de 1963 a 1970. Foi realizado nos EUA e rastreou 31000 mulheres entre os 40 e os 64 anos.
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anuais. A mamografia anual e o exame clinico podem detectar simultaneamente cerca de

80% de cancros de mama [Orv08].

A mamografia, devido ao seu nivel de precisdo, permite a um determinado médico
conhecer o tamanho, localizacdo e caracteristicas de ndédulos com apenas alguns
milimetros, nomeadamente nos casos em que estes ainda ndo podem ser sentidos por
palpacdo. O sistema BI-RADS® (Breast Imaging Reporting and Data System) publicado
pelo American College of Radiology (ACR) em 1993'7, visa padronizar os relatérios
médicos relativos a este tipo de exame, reduzindo desta forma as discordancias existentes
na interpretacdo de mamografias. Este sistema disponibiliza uma série de descritores para
os “achados” observados, assim como define categorias que resumem as principais

conclusdes da parte do radiologista que avalia o exame médico.

O léxico BI-RADS® ¢ composto por 43 descritores organizados numa hierarquia.
A Figura 16 ilustra parte desses descritores. De notar que o universo de dados alvo de
estudo nesta dissertacdo poderd nio conter todos os descritores, além de que a designacdo

dos mesmos poderd ser diferente.

Mammographlc Margins
Findings Circumscribed
Microlobulated
4, Obscured
Indistinct
Sh
Spiculated Eaf
Mass Round
Dens Lobular
Fat-containing Irregular
Low
z . Equal ("Iso")
—| Calcifications | High

—| Architectural Distortion |

—| Associated Findings |

—| Special Cases |

Figura 16 - Descritores BI-RADS® (obtido de [WOS*09])

17 Novas edi¢des do sistema BI-RADS® foram publicadas em 1995, 1998 e 2003.
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Quanto as categorias (Tabela 2), dividem-se em seis tipos que sintetizam a opiniao
do radiologista para o estudo em questdo. Os exames sdo classificados com base no grau

de suspeita das lesdes:

Categoria Interpretacio
BLRADS 0 Lesfies que necessitam de mformac&o adicional
BLRADS 1 “Achados™ negativos: mamografia normal
BLRADS 2 *Achados™ bemgnos.

BLRADS 3 *Achados™ provavelmente bemgnos.

BLRADS 4 “Achados™ suspeitos de mahgnidade.

BLRADS 5 “Achados™ altamente suspeitos de maligmdade.

Tabela 2 - Categorias BI-RADS®

Nos casos em que um determinado médico desconfie que um ndédulo seja de
origem maligna, poderd sempre efectuar uma bidpsia. A bidpsia trata-se de um
procedimento (que podera ser cirtrgico ou ndao) em que € recolhida uma amostra do
nodulo “suspeito”. O tecido retirado € posteriormente analisado por um patologista com o
objectivo de confirmar se a origem do nédulo em causa € de natureza maligna. A Figura
17 ilustra precisamente uma situacdo em que serd necessdria a realizacdo de uma bidpsia

a fim de se determinar qual a origem do nédulo presente na mamografia da direita.
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Figura 17 - Imagens referentes a duas mamografias distintas. A mamografia da esquerda apresenta uma
mama normal, em que as areas mais densas (brancas) sao os canais galactéforos. A mamografia da
direita, por sua vez, apresenta uma area branca densa (canto inferior direito da imagem) que indica a
presenca de um tumor

E relevante mencionar que desde o inicio dos rastreios até aos dias de hoje, a
percentagem de carcinoma ductal in sifu (a fase mais precoce do cancro de mama)
aumentou de 5% para valores que se situam entre os 20 e 30% de todos os cancros

detectados [Orv08].

Torna-se, portanto, fundamental conhecer alguns dos termos utilizados para
descrever os tumores mamarios, uma vez que o tratamento e progndstico variam de

doente para doente e em funcao do tipo de cancro.

Sendo assim, quase todos os tumores malignos da mama tém origem em dois

tecidos glandulares: nos ductos ou nos 16bulos da mama, representados na Figura 18.
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Lobulo

Costela

Ducto
Lactifero

Musculo

Figura 18 - Anatomia de uma mama saudavel

Os tipos mais frequentes de cancro de mama sdo o carcinoma ductal e o
carcinoma lobular. Em seguida passamos a definir os diferentes tipos de tumores

mamarios e respectivos termos cientificos [Por05]:

e In situ: Este termo define o cancro de mama precoce que se encontra limitado
aos ductos (carcinoma ductal in sifu) ou 16bulos (carcinoma lobular in situ),
sem invasao dos tecidos mamarios vizinhos e de outros 6rgaos.

e (Carcinoma ductal in situ (CDIS): Trata-se do cancro de mama nio invasivo
mais frequente. Praticamente todas as mulheres com CDIS t€m hipéteses de
cura. A mamografia € o melhor método para diagnosticar o cancro de mama
nesta fase precoce.

e (Carcinoma lobular in situ (CLIS): Embora nio seja verdadeiramente cancro,
o CLIS ¢é habitualmente classificado como um cancro de mama ndo invasivo.
Diversos especialistas defendem que o CLIS nio se transforma num
carcinoma invasor. No entanto, as mulheres com esta neoplasia apresentam

um risco maior de desenvolver cancro de mama invasor.
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e (Carcinoma ductal invasor (CDI): Trata-se do cancro de mama invasor mais
frequente. Tem origem nos ductos e invade os tecidos vizinhos. Nesta fase
pode disseminar-se através dos vasos linfaticos ou do sangue, acabando por
atingir outros 6rgaos. Cerca de 80% dos cancros de mama invasores sao

carcinomas ductais.

e (Carcinoma lobular invasor (CLI): Tem origem nas unidades produtoras de
leite, ou seja, nos 16bulos. A semelhanca do CDI pode disseminar-se
(metastizar) para outras partes do corpo. Cerca de 10% dos cancros de mama

invasores sao carcinomas lobulares.

e Carcinoma inflamatorio da mama: Trata-se de um cancro extremamente
agressivo, mas pouco frequente. Corresponde a cerca de 1 a 3% de todos os

cancros de mama.

Existem ainda outros tipos de cancros de mama mais raros, tal como o Carcinoma
Medular, o Carcinoma Mucinoso, o Carcinoma Tubular, o Tumor Fil6ide Maligno, entre

outros.

Como nota de conclusdo, e de certo modo fazendo uso desta dissertacdo como
forma de consciencializar as pessoas, aproveitamos para sublinhar que o diagndstico
precoce do cancro de mama € absolutamente fundamental para um aumento das hipdteses
de cura, sendo a mamografia, o método mais econémico e eficiente na deteccdo

prematura deste tipo de tumor.



90 CAPITULO 3 ESTADO DA ARTE

3.2 Aprendizagem Automatica para deteccao de Cancro de Mama

Vérios trabalhos tém sido desenvolvidos na aplicacio de métodos de
aprendizagem automdtica para o estudo do cancro de mama. Na Universidade da
Califérnia, em Irvine (UCI), existe um repositério18 para aprendizagem automdtica que

alberga quatro conjuntos de dados cujo objectivo principal de estudo € o cancro de mama.

Um dos primeiros trabalhos na aplicacdo de técnicas de aprendizagem automatica
a dados relativos a cancros de mama, data do inicio da década de 90. Por esta altura, o
primeiro conjunto de dados doado ao repositério da UCI foi criado por Wolberg e
Mangasarian apds o desenvolvimento de um método multi-superficie de separacido de

padrdes para diagnésticos médicos aplicados 2 citologia'> da mama [WM90].

A maioria dos trabalhos presentes na literatura aplica redes neuronais artificiais a
dados de mamografias como forma de diagnosticar o cancro de mama [WGD'93,
Abb02]. Outros trabalhos focam-se, por sua vez, no progndstico da doencga, recorrendo a
métodos de aprendizagem indutiva [SMW95]. Mais recentemente, Ayer et al. [AAC*10]
avaliaram o modo como uma rede neuronal artificial, treinada num extenso conjunto de
dados provenientes de mamografias e recolhidos prospectivamente, poderia diferenciar os
dados entre benignos e malignos e, além do mais, conseguir prever com precisdo a
probabilidade de ocorréncia de cancro de mama para casos particulares (pacientes
individuais). Outras pesquisas, também relativamente recentes, recaem na extraccdo de
informacdo a partir dos préprios textos de relatérios médicos de mamografias [NWB*09]
e até na influéncia da idade no cancro de mama ndo invasivo mais frequente — o

carcinoma ductal in situ [NPAT10].

O nosso estudo incide, essencialmente, na influéncia da densidade de massa dos
nédulos na previsdo de malignidade, no entanto, também abordamos outras questdes

potencialmente interessantes.

'8 Acessivel online em: http://archive.ics.uci.edu/ml/datasets.html.

19 Estudo cientifico de células.
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Trabalhos anteriores, nomeadamente de Jackson et al. [JDB*91] e de Cory e
Linden [CL93] concluiram que, apesar da maior parte dos ndédulos que apresentam
densidade elevada serem malignos, a presenca de tumores com densidades de massa
baixas, assim como uma série de outros indicadores importantes (como a forma das
margens do nédulo, por exemplo) fazem da densidade de massa um indicador pouco
fidvel de malignidade. Em 1991, Sickles [Sic91] publicou um estudo em que refere o
mesmo. No entanto, uma investigacdo levada a cabo por Davis et al. [DBD"05] em 2005
revela que a densidade de massa dos nédulos tem efectivamente uma maior importancia
do que alguns estudos anteriores sugeriram. Num outro trabalho, ja em 2009, Woods et
al. [WOS*09] aplicaram programacio ldgica indutiva (PLI) a um conjunto de dados
referentes a cancro de mama, chegando as mesmas conclusdes. Woods e Burnside
[WB10], por sua vez, aplicaram regressdao logistica e estatistica Kappa a um outro
conjunto de dados, concluindo que quer a densidade de massa dos ndédulos como a

malignidade estdo de certa forma relacionados.

Nesta dissertacdo, fazemos uso do mesmo universo de dados utilizado por Woods
e Burnside [WBI10], no entanto aplicamos métodos de aprendizagem automadtica aos
dados. Mesmo utilizando uma metodologia diferente, confirmamos que densidade de
massa e malignidade estdo de facto relacionados. Além do mais, demonstramos que os
classificadores gerados neste trabalho sdo capazes de prever densidade de massa e
malignidade com um nivel qualitativo semelhante a previsdo efectuada por um

especialista, assumindo-se como optimas plataformas de apoio a médicos e radiologistas.






Capitulo 4

Experiéncias

Este capitulo introduz, inicialmente, os dados fornecidos para a execucdo das
experiéncias em que sdo aplicados métodos de aprendizagem automadtica em tarefas de
classificacdo. Em seguida, € descrita a forma como os atributos relativos a esses mesmos
dados foram seleccionados. Por tltimo, é efectuada uma explicacdo do modo como foi
aplicada a aprendizagem [10-fold cross-validation ao longo das diferentes experiéncias,
assim como a forma de aplicacdo dos modelos gerados a conjuntos de dados

desconhecidos.

4.1 Dados

Os dados utilizados nesta dissertacdo foram facultados pela Dra. Elizabeth
Burnside® e pelo Dr. Ryan Woods*!, na altura membros do Departamento de Radiologia

da Universidade de Wisconsin nos EUA. Os dados sdo compostos por 348 casos relativos

2 Department of Radiology, University of Wisconsin School of Medicine and Public Health, Madison, WI, USA.
EBurnside @uwhealth.org.
2! Department of Radiology, Johns Hopkins Hospital, Baltimore, MD, USA.

ryan_woods@alumni.bowdoin.edu.
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a pacientes que foram sujeitos ao rastreio de cancro de mama através de exames
imagioldgicos, nomeadamente mamografias [WB10]. Tratam-se de dados recolhidos
entre Outubro de 2005 e Dezembro de 2007 em 328 mulheres. Cada caso corresponde a
um nédulo da mama e foi classificado retrospectivamente por um grupo de radiologistas
de acordo com o sistema BI-RADS®. Dos 348 nédulos, 180 (= 52%) foram classificados
prospectivamente em termos de densidade por um unico radiologista, fazendo uso do
mesmo sistema BI-RADS®. Os restantes nddulos, ou seja, 168 casos (= 48%) do universo

de 348, ndo foram alvo de classificagdo prospectiva.

Relativamente aos termos retrospectivo e prospectivo, é extremamente importante
clarificar o conceito por detrds desta terminologia, uma vez que serd utilizada ao longo
deste capitulo e do proximo. Estes termos foram introduzidos pelos proprios médicos

norte-americanos e designam o seguinte:

¢ (lassificacao Prospectiva (Prospective Classification)

A classificagdo do atributo densidade de massa (mass density) relativa aos 180
casos € proveniente de uma espécie de relatério médico breve e superficial elaborado
por apenas um radiologista sem qualquer informacao relativa a bidpsias. Trata-se de
uma classificacao efectuada sob stress no momento da mamografia. Uma vez que
algumas imagens radioldgicas revelavam mais do que um “achado”, foi fornecida ao
radiologista, nesta sua avaliagdo prospectiva, a localizacio dos nddulos,
nomeadamente o lado onde se encontravam (breast laterality), a posi¢ao (clock face
position) e profundidade (depth). O mesmo radiologista avaliou a densidade destes
nddulos tendo como base de comparagdo a densidade de um pedaco semelhante de
tecido fibroglandular, associando a cada ndédulo um dos seguintes descritores BI-
RADS®: “densidade baixa” (low density), “densidade média” (iso-dense) e “densidade

alta” (high density).



4.1 DADOS 95

¢ (lassificacao Retrospectiva (Retrospective Classification)

A classificacdo retrospectiva é obtida numa espécie de reunido periddica entre
radiologistas e médicos experientes em que estes reavaliam uma série de exames,
sendo também revista a classificacdo de densidade de massa (mass density) efectuada
pelo radiologista aquando da classificacdo prospectiva. A classificacdo retrospectiva
de densidade pode ser diferente da classificacdo prospectiva. Trata-se de uma
classificacdo obtida sem stress e por um grupo de médicos e radiologistas
experientes, sendo por isso usada nesta dissertagcdo como valores de referéncia para o

atributo densidade de massa (mass density).

Dos 348 nodulos, 118 sdo malignos (= 34%) (Figura 19), além de que 84 destes

348 casos apresentam densidade elevada (= 24%), retrospectivamente anotados.

Beniom Diagnosis N
Fibroadenoma 93 (40.4)
Fibrocystic change 46 (20)
(Other benizn mass 41 (39.6)
Total 230

Malignant Diagnosis N
Invasive ductal carcinoma 80 (76.3)
Invasive lobular carcinoma 14{11.9)
Dmictal carcinoma in situ 11(9.3)
Wetastatic carcinoma 2007
Lymphoma 1(0.8)
Total 118

Figura 19 - Distribuicio dos 348 nédulos em termos de malignidade: 230 benignos (= 66 %) e 118 malignos
(= 34%). Na figura, os niimeros entre paréntesis representam percentagens referentes aos diferentes tipos
de malignidade (obtido de [WB10])

Torna-se importante referir as conclusdes médicas a que os investigadores, que

nos forneceram estes dados, chegaram.

Os objectivos principais da equipa norte-americana consistiam em determinar se a

densidade de massas sélidas nao calcificadas da mama seria um indicador de
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malignidade, assim como medir a concordancia entre observadores (estatistica Kappa)

[WB10].

Para tal, cingiram-se a associar a densidade dos nddulos ao nimero de tumores
malignos encontrados (Figura 20). Concluiram que no estudo retrospectivo, 70.2% dos
nédulos que apresentavam densidade elevada (high density) eram malignos, e que 22.3%

com densidade média/baixa (iso-dense) também eram de natureza cancerigena [WB10].

Predictor Total Benizn Malignant
Mass Density High 24 23(29.8) 39702
Low/Izo 264 205 (70T 39(223)

Figura 20 - Conclusdes obtidas pelos investigadores norte-americanos no que respeita a relacio entre
densidade e malignidade no estudo retrospectivo. Na figura, os nimeros entre paréntesis representam

percentagens (obtido de [WB10])

No modelo prospectivo, por sua vez, a densidade elevada (high density) dos
nddulos, a forma irregular (irregular shape), a margem espiculada (spiculated margin) e a
idade (age) previram significativamente a probabilidade de malignidade. O valor da

concordancia entre observadores para a densidade de massa foi de k = 0.53 [WB10].

Sendo assim, estes investigadores defendem que a densidade elevada dos nddulos
(high density) € um indicador significativo de malignidade, quer no estudo retrospectivo
como no estudo prospectivo. Além do mais, chamam a atenc@o para o valor moderado de
estatistica Kappa. Ressalvam portanto que os radiologistas deverdo considerar a
densidade de massa dos nddulos como um descritor fundamental que poderd ajudar a

quantificar o risco de malignidade [WB10].

Nesta dissertagdo, o principal objectivo é “aprender” modelos que auxiliem os
médicos na andlise de mamografias. Para tal, recorremos a técnicas de aprendizagem
automdtica que permitirdo corroborar (ou nd@o) as conclusdes dos médicos norte-

americanos.
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De seguida, passamos a descrever o modo como os atributos relativos aos dados

fornecidos foram seleccionados.

4.1.1 Atributos

O conjunto de dados original referente ao estudo retrospectivo é composto por 35

atributos, enquanto o estudo prospectivo € composto por 33.

A Tabela 3 apresenta todos os atributos e respectivas descrig¢des.

Atributos

Descricao

MRN_scrubbed

Medical Record Number. Identificador de registo.

PATIENT_SEX

Sexo dos pacientes.

rmd_num

Numero aleatério que identifica uma mamografia.

reread_group

Radiologista que classificou retrospectivamente a
densidade de massa dos nédulos.

biopsy_date

Data em que uma determinada bidpsia foi efectuada.

ID_MATCH_NMD

Numero que identifica um determinado exame na
National Mammography Database (NMD).

ASSESSMENT

Define a categoria BI-RADS® em que um determinado
nddulo se insere.

PENRAD_MAMMO_ID

Numero que identifica um determinado exame no
sistema PenRad®>.

MAMMO_STUDY_DATE

Data em que uma determinada mamografia foi
efectuada.

age_at_mammo

Idade dos pacientes aquando da realizacdo da
mamografia.

PENRAD_ABNORMALITY_ID

Niimero identificador relativo ao sistema PenRad®.

CLOCKFACE_LOCATION_OR_REGION

Localizag¢do dos nédulos.

MASS_SHAPE

Forma dos nédulos.

MASS_MARGINS

Classificacdo relativa as margens dos nédulos.

%2 Sistema automdtico de analise de mamografias habitualmente utilizado por médicos e radiologistas.
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SIDE Mama onde os nédulos foram encontrados.

Profundidade dos nédulos (em mm), medida desde a
DEPTH

superficie da pele até ao centro da lesdo.

MASS_SHAPE _def

Forma dos nédulos.

MASS_MARGINS_def

Classificacdo relativa as margens dos nédulos.

MASS_MARGINS_worst

Nos casos em que o atributo MASS_MARGINS apresenta
duas caracteristicas em simultaneo, este atributo
MASS_MARGINS_worst identifica a mais preocupante
dessas duas caracteristicas.

ARCHITECTURAL_DISTORTION_def

Define se existe distor¢do de um determinado nédulo.

CLOCKFACE_def

Localiza¢do dos nédulos.

QUADRANT_LOCATION_def

Quadrante onde se localizam os nddulos.

SIDE_def

Mama onde os nédulos foram encontrados.

DEPTH_def

Profundidade dos nédulos (em mm), medida desde a
superficie da pele até ao centro da lesao.

SIZE

Largura maxima transversal dos nédulos (em mm).

OVERALL_BREAST_COMPOSITION

Tipo de densidade dos nédulos.

Density_num

Densidade de massa dos nédulos prospectivamente
anotada.

retro_density

Densidade de massa dos nédulos retrospectivamente
anotada.

outcome_num

Classificacdo dos nédulos em termos de malignidade
baseada em resultados de bidpsias.

Ib_finding

Diagnéstico patoldgico de um determinado nédulo.

digital_sub

Sem descricao.

digital

Tipo de estudo mamografico.

Ib_technique

Tipo de bidpsia efectuada a um determinado nédulo.

REASON_FOR_THIS_ MAMMOGRAM

Sem descricdo.

FUmonths

Follow-Up months. Nimero de meses em que um
determinado paciente foi alvo de acompanhamento
médico.

Tabela 3 - Conjunto de atributos relativos aos dados originais com respectiva descri¢cio
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Do conjunto de atributos presentes na Tabela 3, seleccionamos todos aqueles que

consideramos relevantes para o nosso estudo (Tabela 4).

Atributos Utilizados

reread_group

age_at_mammo
CLOCKFACE_LOCATION_OR_REGION
MASS_SHAPE

MASS_MARGINS

SIDE

DEPTH

MASS_MARGINS_worst
QUADRANT_LOCATION_def

SIZE
OVERALL_BREAST_COMPOSITION

Density_num

retro_density

outcome_num

Tabela 4 - Conjunto de atributos utilizados para o estudo em questio

Por outro lado, certos atributos como identificadores, atributos redundantes ou
mesmo atributos que apresentavam o mesmo valor para todas as instancias, foram

removidos®.

Torna-se importante referir que o atributo mass_margins, visto tratar-se de um
atributo que para alguns casos apresentava duas caracteristicas, foi desdobrado em dois
sub-atributos (mass_margins_I, mass_margins_2) para que nao se perdesse informacao.

A Figura 21 representa precisamente essa manipulagao:

2 Ver Apéndice B — Tabela 15 com atributos descartados e com respectivo motivo pelo qual ndo foram utilizados.
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Figura 21 - Atributo MASS_MARGINS desdobrado em dois sub-atributos.
Nota: U,S — Obscured & Spiculated

De acordo com um dos objectivos principais desta dissertacio — previsdo de
malignidade — o nosso atributo classe designa-se por outcome_num e assume os valores
“maligno” (malignant) e “benigno” (benign), tendo sido determinado apds andlise dos
resultados de bidpsias. Inicialmente, aquando da facultacio dos dados, este atributo
apresentava trés classes distintas, nomeadamente: “maligno” (malignant), “benigno”
(benign) e “benigno, porém com elevado risco de se tornar maligno” (high risk benign).
No entanto, devido a um escasso nimero de instancias do tipo high risk benign, estas

acabaram por ser incluidas na classe benign.

Tal como ilustrado na Tabela 4, os restantes atributos distribuem-se entre formas
do nédulo (mass shape), margens do ndédulo (mass margins), profundidade (depth),

tamanho (size), entre outros.

No nosso estudo temos dois atributos que representam as mesmas caracteristicas
para um mesmo “achado”, mas com diferentes interpretacdoes. Referimo-nos aos termos

retro_density e density_num. O atributo retro_density foi retrospectivamente anotado,
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enquanto o termo density_num foi prospectivamente classificado. Ambos representam
densidades de massa que podem assumir os valores “alto” (high) ou ‘“médio/baixo”
(iso/low). Quer nos dados retrospectivos como nos dados prospectivos (Figura 22), a
quantidade de instancias do tipo low € bastante baixa para justificar serem colocadas
numa classe separada, portanto a classe low foi agregada a classe iso, por recomendacao

dos proprios médicos/especialistas.

Predictor Total
Mass Density
Low T
| ] 92 (26.4)
High £1(23.3)
Not Feported 168 (48.3)

Figura 22 - Distribuicio original dos dados em termos de densidade de massa no estudo prospectivo. De
notar o nimero bastante baixo de instancias do tipo low, sendo posteriormente associadas a classe iso. Na
figura, os niimeros entre paréntesis representam percentagens sobre o niimero total de casos (348) (obtido

de [WB10])

A Figura 23 ilustra parte dos dados do modelo retrospectivo. Através de uma base
de dados MySQL, criada na altura da recepcdo das instincias, foi possivel efectuar uma
série de consultas que nos auxiliaram na compreensao do universo de dados. Nesta figura
€ possivel visualizar o atributo retro_density cujos valores foram atribuidos por um grupo

de radiologistas e médicos experientes.
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QUADRANT_LOCATION_def SIDE_def DEPTH_def SIZE OVERALL BREAST_COMPOSITION

: Upper Inner
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: Upper Quter
Lower Inner

Upper Inner
:Upper Inner
Lower Inner

Upper Outer
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Lower Inner
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:Upper Outer

: Upper Quter
Lower Outer
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: Lower Inner
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Lower Inner

“Right
Left
Left
Right
‘Left
Left
:Right
Left
Left
Right
Left
Left
‘Right
Right
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Left
Right

i

348 rows fetched in 0:00.0403
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Ib_finding -
: BCL - Benign calcifications
IP - Intraductal Papilloma
{ID - Invasive ductal carcinoma
FA - Fibroadenoma
‘ID - Invasive ductal carcinoma
DHU - Ductal Hyperplasia, Usual
:FA - Fibroadenoma
FA - Fibroadenoma
IF - Inflammatory pseudotumors, Inflammatior
NOS - benign
(D - Invasive ductal carcinoma
FA - Fibroadenoma
DHU - Ductal Hyperplasia, Usual
FA - Fibroadenoma
AM - Apocrine Metaplasia
FA - Fibroadenoma
EDHU - Ductal Hyperplasia, Usual
ID - Invasive ductal carcinoma |J
\ID - Invasive ductal carcinoma
ID - Invasive ductal carcinoma
(1D - Invasive ductal carcinoma
MDN - Metastatic to Axillary Lymph Nodes
‘FA - Fibroadenoma
FA - Fibroadenoma

Cihrandanams

] ¥

1« First ™ Last J Search

Figura 23 - Base de Dados MySQL. Representacao de parte dos dados do modelo retrospectivo (destaque
para o atributo retro_density)

A Figura 24, por sua vez, representa parte do conjunto prospectivo, com especial

destaque para o atributo density_num, o qual foi preenchido por apenas um radiologista

sem qualquer informagdo relativa a bidpsias.



4.1 DADOS 103

QUADRANT LOCATION def SIDE def DEFTH def| SIZE |OVERALL BREAST COMPOSITION |Density num|outcome num |lb finding 2
:Upper Inner ‘Right :Middle ‘8 heterogeneously dense ‘high : benign ‘FA - Fibroadenoma

Upper Inner Right Posterior 15 ' scattered fibroglandular densities: high benign AM - Apocrine Metaplasia
: Upper Outer Left ‘ Middle 10 :almost entirely fat ‘iso : benign {AM - Apocrine Metaplasia

Upper Inner Right Anterior :20 scattered fibroglandular densities: high malignant ID - Invasive ductal carcinoma
: Upper Outer ‘Right iAnterior 11 :scattered fibroglandular densities: iso : benign ‘FA - Fibroadenoma

Upper Inner Right Posterior 16 :scattered fibroglandular densities: iso benign FA - Fibroadenoma
: Upper Outer Left ‘ Middle 10 : heterogeneously dense ‘high : benign {AM - Apocrine Metaplasia

Lower Inner Left Middle 13  extremely dense iso benign FA - Fibroadenoma
:Upper Inner ‘Right Anterior 15 :almost entirely fat ‘high : malignant {ID - Invasive ductal carcinoma

Upper Inner Left Middle 17 ' heterogeneously dense iso benign FA - Fibroadenoma
: Lower Inner Left ‘ Middle 10 : heterogeneously dense ‘high : malignant \ID - Invasive ductal carcinoma

Upper Inner Left Anterior :15 :scattered fibroglandular densities: high malignant ID - lInvasive ductal carcinoma
‘Right :Posterior :20 :extremely dense ‘iso : benign {BC -Cysts

Lower Outer Right Anterior  :20  almost entirely fat high malignant ID - lInvasive ductal carcinoma

: Left {Anterior (72 :scattered fibroglandular densities: high : benign {AM - Apocrine Metaplasia

Right Posterior 14 :heterogeneously dense iso benign FA - Fibroadenoma

: Upper Outer Left ‘ Middle 12 ' heterogeneously dense ‘iso : benign ‘FA - Fibroadenoma

Lower Inner Left Middle 5 almost entirely fat high benign FC - Fibrocystic changes

: Lower Inner ‘Right iAnterior 24 ' heterogeneously dense ‘high : benign ‘FA - Fibroadenoma

Upper Outer Right Middle 42 scattered fibroglandular densities: high malignant ID - lInvasive ductal carcinoma

: Upper Outer ‘Right :Middle {7 heterogeneously dense ‘iso : benign ‘FA - Fibroadenoma -
Upper Inner Left Middle 22 almost entirely fat high malignant IL - lInvasive lobular carcinoma

: Upper Outer ‘Right :Middle 13 :almost entirely fat ‘high : malignant TC - Invasive, Tubular carcinoma

Upper Quter Right Middle 33 heterogeneously dense high malignant ID - Invasive ductal carcinoma i
‘Hnner Outer Laft ‘Anterior 12 heternnenenusly dense lisn : heninn ‘FA - Fihrnadennma e
< | | >
180 rows fetched in 0:00.0921 M First ™ Last  Search

Figura 24 - Base de Dados MySQL. Representacio de parte dos dados do modelo prospectivo (destaque
para o atributo Density_num)

Por ultimo, nas Tabelas 5, 6, 7 e 8 apresentamos o modo como os dados estdo
distribuidos, de acordo com a malignidade (outcome_num) e a densidade de massa

(retrospectiva e prospectiva) dos nédulos.

Sendo assim, a Tabela 5 mostra o panorama geral para os 348 casos. As Tabelas 6
e 7, por sua vez, exibem a distribuicdo para os 180 casos prospectivos. Finalmente, a
Tabela 8 apresenta a distribuicdo para os 168 casos que ndao foram alvo da classificagdao

do radiologista (estudo prospectivo).
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348 refro_density
oufcome_num high is0 R
malignant 59 (70.2%) 59 (22.3%) 118 (33.9%)
benign 25 (29.8%) 205 (77.7%) 230 (66.1%)
Total 84 (24.1%) 264 (75.9%)

Tabela 5 - Distribuicio dos 348 casos em termos de densidade retrospectivamente anotada e malignidade

180 refro_density
outcorme_mum high iso R
malignant 42 (75.0%) 29 (23.4%) 71(39.4%)
benign 14 (25.0%) 95 (75.6%) 109 (60.6%)
Total 56 (31.1%) 124 (63.9%)

Tabela 6 - Distribuicio dos 180 casos em termos de densidade retrospectivamente anotada e malignidade

180 density_mum
ourfcome_Imnm high is0 Total
malignant 51 (63.0%) 20(20.2%) 71 (39.4%)
benign 30 (37.0%) 79 (79.8%) 109 (60.6%)
Total 81 (45.0%) 99 (55.0%)

Tabela 7 - Distribuicio dos 180 casos em termos de densidade prospectivamente anotada e malignidade
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168 retro_density
outcome_munm high is0 e
malignant 17 (60.7%) 30(21.4%) 47 (28.0%)
benign 11 (39.3%) 110 (758.6%) 121 (72.0%)
Total 28 (16.7%) 140 (83.3%)

Tabela 8 - Distribuicio dos 168 casos em termos de densidade retrospectivamente anotada e malignidade

De seguida, passamos a descrever a metodologia utilizada na execucdo das

experiéncias.

4.2 Meétodos

O nosso estudo preliminar consistia em calcular simples frequéncias a partir dos

dados, assim como determinar se existiria algum tipo de relacdo entre atributos.

Tal como acima mencionado, dos 348 nddulos, 118 sdo malignos (= 34%), além

de que 84 desses 348 casos apresentam densidade elevada (= 24%).

Tomemos em consideragao a hipotese de densidade de massa e malignidade serem

varidveis independentes. Pegando 84 casos de forma aleatéria dos 348 nddulos, e

assumindo que a distribui¢do € uniforme, a probabilidade destes nédulos serem malignos

deveré continuar a ser aproximadamente 34%. No entanto, caso aconteca que todos os 84

casos seleccionados aleatoriamente apresentem densidade de massa elevada (high

density), entdo a percentagem de casos malignos subird para os 70.2% (percentagem de

casos simultaneamente malignos e com densidade de massa elevada — valor retirado dos

348 dados™*), sendo que a probabilidade deste facto ser uma coincidéncia € bastante

 Ver Figura 20.



106 CAPITULO 4 EXPERIENCIAS

baixa, de acordo com a distribui¢do dos dados. Esta simples suposi¢do €, desde ja, indicio
de que a densidade de massa elevada (high density) estd directamente relacionada com o
conceito de malignidade, tal como uma série de outros atributos, nomeadamente a idade
dos pacientes (age_at_mammo), as formas e margens dos ndédulos (mass shape, mass

margins), entre outros.

Um dos objectivos do nosso estudo € confirmar se estes atributos tém alguma

relacdo com a variavel outcome_num (atributo alusivo a malignidade dos nédulos).

Como referido anteriormente, um subconjunto de 180 casos (= 52%) do universo
de 348 foi classificado em termos de densidade por um especialista, que ndo teve
qualquer informacdo relativa aos resultados das bidpsias efectuadas aos nddulos. Isto
significa que os restantes casos, ou seja, 168 (= 48%), ndo foram alvo de classificacdo por
parte deste radiologista. Como tal, utilizamos estes dois subconjuntos para a aplicacdo do
conceito de aprendizagem automatica, em que os 180 dados sdo o nosso conjunto de

treino e os restantes 168 casos 0 nosso conjunto de teste.

Todas as experiéncias foram executadas fazendo uso da ferramenta de mineragao
de dados WEKA. Em cada um dos ensaios foram aplicados uma série de algoritmos® de
aprendizagem automadtica que o sistema WEKA disponibiliza, sendo que apenas os
algoritmos que apresentaram os melhores resultados serdo alvo de discussao no proximo
capitulo (5) — Andlise de Resultados. E importante mencionar que aquando da aplicagdo
dos algoritmos, os parametros definidos internamente foram os parametros default do

préprio WEKA.

De seguida, apresentamos os passos essenciais referentes a ferramenta WEKA

para a aprendizagem nos 180 dados.

% Ver Tabela 1 da subseccio 2.4.2.
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4.2.1 Aprendizagem

A aplicacdo Experimenter € a interface mais adequada para a execucdo de
experiéncias, uma vez que permite a escolha simultidnea de vérias tarefas e técnicas a
serem testadas num unico ensaio. Além do mais, a experiéncia € executada sem ser
necessdria a intervencdo do utilizador, tendo este posteriormente acesso aos resultados

guardados num determinado ficheiro.

Sendo assim, a interface Experimenter proporciona ao utilizador trés painéis

distintos: Setup, Run e Analyse.

As experiéncias tém inicio no painel Sefup, onde serdo configuradas por parte do
utilizador, sendo que este poderd optar por um de dois modos: simples (Simple) ou

avancado (Advanced). Para as nossas experiéncias utilizamos o modo Simple.

No modo Simple é possivel configurar uma nova experiéncia (New) definindo o
ficheiro de destino dos resultados para posterior andlise em Results Destination. Em
Experiment Type, escolhe-se entre Cross-validation ou Train/Test Percentage Split. Além
do mais, é possivel optar entre o método de classificacdo (Classification) ou regressao
(Regression). Torna-se importante referir que em todas as nossas experiéncias de
classificagdo escolhemos a técnica de cross-validation com o valor por omissdo de /0-

fold, ou seja, onde sao utilizados 10 desdobramentos.
Em Datasets sio adicionados os conjuntos de dados que serdo alvo de estudo®.

Em [teration Control define-se o nimero de vezes que cada técnica serd testada,
sendo possivel alterar a ordem da iteracdo entre Data sets first ou Algorithms first. Ao

longo das nossas experiéncias optamos por 10 repeti¢des (runs) e por Data sets first.

Por ultimo, em Algorithms € possivel escolher uma série de algoritmos de

aprendizagem automdtica para serem aplicados aos conjuntos de dados que se pretendem

% O dataset presente na Figura 25 diz respeito 2 experiéncia para a previsio de densidade de massa (mass density) baseada

na densidade anotada pelo radiologista (density_num) no modelo prospectivo.
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estudar. No nosso caso particular, seleccionamos 12 algoritmos®’ que sdo baseados em
arvores de decisdo, regras de classificagdo, SVM’s e redes bayesianas. Tal como acima
mencionado, para todos os algoritmos mantiveram-se as defini¢des (parametros)

inicialmente sugeridas pela propria ferramenta de mineragao de dados WEKA.

O aspecto da interface Experimenter, configurado tal como foi descrito, pode ser

observado na Figura 25.

Weka Experiment Environment

[ Setup [ Run [ Analyse
Experiment Configuration Mode: ® Simple ) Advanced

| Open... || Save... || New ‘

Results Destination

lcsvfile | +|Filename: [fhome/pedro/Desktop/ WEKA_NEW/DATA_LEO/EXPERIMENT/EXPERIMENT_NEW/OUTPUT/1B0_8/180_results B.csv || Browse... |

Experiment Type Iteration Control
|Cross-\ra|idati0n |V| Number of repetitions: |10 |
Number of folds: |10 | @ Data sets first
® Classification ) Regression  Algorithms first
Datasets Algorithms
| Add new... || Edit selected... H Delete selected | | Add new... || Edit selected... || Delete selected
[]Use relative paths TEEN
DATA 180/EXPERIMENT/EXPERIMENT NEW/DATA/WEKA Tabelal80 2 B.arff g;‘:g ')‘3{’

PART-M2-C0.25-Q1

48 -C 0.25 -M 2

DecisionStump

RandomForest -l 10-K0-51

SimpleCart -51-M 2.0-N5-C1.0

NBTree

NaiveBayes

BayesNet -D -Q weka.classifiers.bayes.net.search.local. TAN -- -5 BAYES
SMO -C 1.0 -L 0.001 -P 1.0E-12 -N 0 -V -1 -W 1 -K "weka. classifiers.functio

] I I DN II | D

i up H Down | | Load options... || Save options... |i Up || Down ‘

| Notes |

Figura 25 - Experimenter configurado para classificacao com 10-fold cross-validation

Seleccionando o painel Run é possivel dar inicio a uma experiéncia (através do
botdo Start). Enquanto um determinado ensaio decorre € apresentado ao utilizador uma
espécie de relatério que o informa sobre o estado da experiéncia. E igualmente possivel

interromper um ensaio a qualquer momento (através do botao Stop). Quando uma

77 Além de estarem presentes na Figura 25, é possivel consultar informacdo relativa a estes 12 algoritmos na Tabela 1 da

subsec¢do 2.4.2.
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experiéncia termina, os resultados sdo gravados num ficheiro previamente escolhido,
além de que este painel informa o utilizador que a experi€ncia em questdo foi finalizada
com sucesso. Apds o término de uma experiéncia, € possivel efectuar uma andlise dos
resultados através do painel Analyse. O botdo Experiment permite analisar os resultados

da experiéncia que acaba de ser executada.

Alternativamente, € possivel especificar um ficheiro com os resultados.
Configura-se o teste (Configure test) comecando por se definir o que se pretende nas
linhas (Row) e nas colunas (Column). No caso da Figura 26, surge na linha o conjunto de
dados treinado, enquanto as colunas exibem a percentagem de instancias correctamente
classificadas por cada um dos 12 algoritmos aplicados, segundo um nivel de significancia
(Significance) de 0.01. Alids, em todas as nossas experiéncias, os resultados foram
testados de acordo com um dos testes standard de significincia do WEKA,
nomeadamente o teste Paired corrected T-Tester (disponivel em Testing with). O nivel de
significancia utilizado em todos os ensaios foi, precisamente, de 0.01. Ao utilizarmos este
valor significa que a andlise estatistica ao conjunto de dados tratados nesta dissertacao
gera um nimero que € estatisticamente significativo caso seja inferior a 1%, o qual é
designado por nivel de confianca. Por outras palavras, se a probabilidade de ocorréncia de
um evento € estatisticamente significativa, poderemos estar 99% seguros de que os

resultados ndo acontecerem por acaso.

Ao lado das percentagens de instancias correctamente classificadas surgem, entre
paréntesis, os desvios-padrio respectivos (Show std. deviations). E importante salientar
que esta espécie de relatdrio (Test output) com os resultados obtidos € apresentado depois

de pressionado o botdo Perform test.

Em Test base é possivel definir qual o algoritmo que se pretende comparar em
termos de significancia com todos os outros. Caso os resultados do algoritmo
seleccionado sejam estatisticamente significativos relativamente aos resultados de um ou
mais algoritmos, o simbolo “*” surge por baixo dos valores obtidos por esses mesmos
algoritmos. Por sua vez, na base da tabela apresentada no Test output (a partir da 2°
coluna) surge o nimero de vezes em que um algoritmo € melhor, igual ou pior (v/ /*) que

o algoritmo da 1* coluna.
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Na Figura 26, é apresentado como Test base o algoritmo naive Bayes, uma vez
que apresentou os melhores resultados na previsdo de densidade de massa (mass density)

baseada na densidade anotada pelo radiologista (density_num) no modelo prospectivo.

Por ultimo, o campo Comparison field permite seleccionar de um conjunto
extremamente vasto de métricas, aquela que se pretende comparar quando aplicados
diferentes algoritmos (tal como acima referido, na Figura 26 sdo exibidas as percentagens

de instancias correctamente classificadas (Percent_correct)).

Weka Experiment Environment = [ =
[ Setup [ Run [ Analyse

Source

Got 1200 results | File... || Database... || Experiment ‘

Configure test Test output

v

Testing with PairedT-Tester... Tester: weka, experiment,PairedCorrectedTTester
o 4| Analysing:  Percent correct
‘|| Datasets: 1
Bow ||Resultsets: 12
| confidence: 0.01 (two tailed)
|| Date: 10/14/10 5:33 PM
Comparison e [Percent correct ||
L 7| Dataset (10) bayes.MNaiveBay | (1) rules.ZeroR (2) rules.OneR ' (3) rules.DTNB °
Significance 0,01 ||
= i| | WEKA_Tabelalsa 2 B (180) 57.22(12.14) 55.00(1.88) * 56,61(10.70) 60,17(11.03)
Sorting (asc.) by |<default> ﬂ | R “‘ ,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,
i (v ) | (0/8/1) (0/1/0) (0/1/0)
= 2| (1) rules.ZeroR "' 8055541 465867952616

o] i2) rules.oOner '-B
Show std. deviations || (3) rules.DTHB '-X
i [ (4) rules.PART '-M 2 -C 0,25 -Q 1' 8,12145503978259687E18
Output Format Select || (5) trees.)d48 '-C 0.25 -M 2' -2.17733168393644448E17
- 2 trees.DecisionStump '' 1.618384535950391E1S
(7) trees.RandomForest '-I 10 -K 0 -5 1' 4.2168394707514286E18

4,
6' -2.4594270021478615E18
1' 2.9995570777657011E18

B

Perform test || Save output ‘ (8) trees.SimpleCart '-51 -M 2.0 -N 5 -C 1.0' 4,1541892003525663E18
. o (9) trees.NBTree '' -4.7160057070582559E18
Result list i (10) bayes.MaiveBayes '' 5.9952312017856973E18

17:33:24 - Percent_correct - bayes.NaiveBaye | (11) bayes.BayesNet '-D -Q bayes.net.search.local.TAN -- -5 BAYES -E bayes.net.estimate.SimpleEst
= | (12) functions.SMO '-C 1.0 -L 0.081 -P 1.6E-12 -N @ -V -1 -W 1 -K \"functions.supportVector.Poly

[ i \ ]| | |40 i ] [»

Figura 26 - Resultado de uma experiéncia de classificacao com 10-fold cross-validation
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4.2.2 Teste

Dos 348 casos, o subconjunto de 180 (= 52%) foi utilizado como conjunto de
treino. Os restantes 168 casos (= 48%) foram usados como dados de teste, de forma a
avaliar a performance de alguns classificadores. De seguida passamos a descrever o modo
como utilizamos os modelos gerados nas experiéncias de aprendizagem (relativas aos 180

casos) para a classificagdo de instancias num conjunto de dados desconhecidos (168).

Apesar da aplicacdo Experimenter ser a interface mais adequada para a execugao
de experiéncias, no WEKA Explorer é também possivel desenvolver tarefas de

classificagdo.

Deste modo, para a utilizacdo de um determinado modelo para classificar
instancias de um conjunto de dados desconhecidos, a aplicagdo Explorer € muito

provavelmente a plataforma mais fécil e rapida para a execucao de uma tarefa deste tipo.

Inicialmente procede-se ao upload do dataset de treino, fazendo uso do botdo
Open file no painel Preprocess. Na Figura 27 esta presente o conjunto de dados treinado
com [0-fold cross-validation relativo a experi€ncia para a previsao de densidade de massa
(mass density) baseada na densidade anotada pelo radiologista (density_num) no modelo

prospectivo.
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Preprocess | Classify | Cluster | Associate

Select attributes

CAPITULO 4 EXPERIENCIAS

Weka Explorer

Visualize

Open URL...

| Open file...

Open DB...

Generate... Undo Edit...

Save... |

Filter

Current relation

Relation: WEKA Tabelals0 2 B
Instances: 180

Attributes

Attributes: 14

Type: Mominal
Unique: 0 (0%)

Count

Selected attribute

Name: Density num
Missing: 0 (0%)

Ma,

Distinct: 2
Label

-

high 81

All None Invert

[

Pattern is0 99

Mo, Name

md_num

reread_group

age_at_mammo

CLOCKFACE LOCATIOM _OR_REGION

MASS SHAPE

MASS MARGINS 1

MASS MARGINS 2

00 [~ | @ || 4= | b [

SIDE

Class: Density_num (Nom) |v| Visualize All

w0

DEPTH

-
=]

MASS MARGINS worst

—
—

QUADRANT LOCATIOMN_def

—
]

SIZE

-
w

OVERALL BREAST COMPOSITION

—
=

Density num

Remove

Status
oK

Cioo ] g =0

Figura 27 - Dataset de treino que servira como modelo para a classificacio de instancias de um conjunto

de dados desconhecidos

Depois de carregado o conjunto de treino, no painel Classify € necessario definir o

algoritmo que para esse mesmo conjunto (aquando da aprendizagem com /0-fold cross-

validation) apresentou os melhores resultados. Serd portanto o modelo desta experiéncia.

De acordo com a Figura 28, em Classifier e pressionando o botdo Choose € possivel

seleccionar o algoritmo em causa. No caso da experiéncia retratada nessa mesma figura

trata-se do algoritmo naive Bayes.

A Figura 28 representa portanto o resultado de uma experiéncia de classificagao

em que foi utilizado um modelo naive Bayes para prever instancias da classe density_num

num novo conjunto de dados.




4.2 METODOS 113

Weka Explorer =3
[ Preprocess | Classify | Cluster | Associate | Select attributes | Visualize

Classifier
| choose |naivepayes
Test options Classifier output
Th 162 I h1gh L:high ¥0.7/29 0.271 -
s tain et 163 2:is0 2:is0 0,083 40,917 =
® supplied test set 164 2:is0 2:is0 0.134 +0.866
165 2:1s0 2:1s0 0,085 *0,915
) Cross-validation  Folds 166 2:is0 2iis0 0,012 *0,988
ap t lit 167 2:is0 2:is0 0.136 *0.864
sreentaoespl i 168 2:is0 2:1is0 0.084 *0.916
| More.options.. | === Evaluation on test set ===
=== Summary ===
|(N0m) Density_num |v| :
= Correctly Classified Instances 127 75,5952 %
I . | | Incorrectly Classified Instances 41 24,4048 %
L stop || cappa stanistic 0.3
5 - o f Mean absolute error 0,2984
Result list (right-click for options) Root mean squared error o 4758
01:22:21 - bayes.NaiveBayes Relative absolute error 63.8943 %
Root relative squared error 90,8898 %
Total Number of Instances 168

=== Detailed Accuracy By Class ===

TP Rate FP Rate Precision Recall F-Measure ROC Area Class

0.714 0.236 0.377 0.714 0. 494 0.813 high
0,754 0,286 0.9z 0,764 0,839 0.813 1s0
Weighted Avg. 0,756 0.277 0.838 0.756 0.782 0.813

=== Confusion Matrix ===

a b =-- classified as ]
20 8] a=high
33 107 | b = iso =
Status
oK 4 0

Figura 28 - Resultado de uma experiéncia de classificacio em que foi utilizado um modelo naive Bayes
para prever instancias da classe Density_num num novo conjunto de dados

Para a validacdo do modelo gerado é necessario escolher qual a op¢ao de teste em
Test options. Uma vez que o nosso conjunto de teste se trata de um conjunto de instancias
desconhecidas, a opcdo a seleccionar serd Supplied test set. Clicando no botdo Ser €
possivel carregar o conjunto de teste. Torna-se importante referir que € aconselhdvel que
o proprio ficheiro com os dados de teste apresente como ultimo atributo os dados reais
relativos a classe que se pretende prever, uma vez que o préprio WEKA, no momento da
classificacdo das novas instancias, coloca ao lado dos valores reais, em Classifier output,
os valores previstos com as respectivas probabilidades de acerto. Trata-se de uma
informacdo bastante util para o utilizador, visto que assim poderd ter uma ideia da

fiabilidade dos resultados.

A presencga das listas de instancias reais e previstas lado a lado, assim como a
apresentacdo das listas de probabilidades, apenas estardo visiveis, caso depois de

pressionado o botdao More options, se seleccione a op¢ao Output predictions.

O botao Start permite iniciar a experiéncia de classificagao.
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A janela Classifier output, além das instancias previstas, dispde de uma série de
métricas de desempenho que atestam a qualidade dos resultados na classificacdo de
instancias de um conjunto de dados desconhecidos (168) a partir de um modelo de

aprendizagem (180).

Os resultados e a andlise de todas as experiéncias de classificagdo estardao

presentes no proximo capitulo (5) — Andlise de Resultados.



Capitulo 5

Analise de Resultados

Neste capitulo sdao apresentados os resultados obtidos. A andlise a esses mesmos

resultados € efectuada através da tentativa de resposta a trés questdes fundamentais:

1. Serd densidade de massa um factor relevante no diagndstico de cancro de

mama?

2. Serd possivel obter classificadores capazes de preverem densidade de

massa com um nivel qualitativo semelhante ao de um radiologista?

3. Qual o comportamento dos classificadores gerados num conjunto de dados

desconhecidos?

5.1 Sera densidade de massa um factor relevante no diagndstico

de cancro de mama?

Tomamos em consideracdo pelo menos duas formas de investigar se a densidade
de massa € efectivamente um indicador de malignidade. A primeira tratar-se-ia de aplicar

regras de associacdo ou regressao logistica aos 348 casos, e posteriormente reportar a

115
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relacdo entre retro_density e outcome_num. Esta tarefa, no entanto, ja foi executada por
Woods e Burnside [WB10] num trabalho anterior, fazendo uso de regressao logistica e
estatistica Kappa. Os seus resultados revelaram que a densidade de massa elevada (high
density) € um indicador de malignidade relativamente importante com uma taxa de

concordancia entre observadores (estatistica Kappa) de 0.53.

A segunda via para averiguar se densidade de massa é de facto um indicador de
malignidade passaria pela utilizacdo de métodos de classificacdo, de forma a preverem o
atributo outcome_num quer com informagao relativa a densidade como sem qualquer tipo

de informagao sobre densidade de massa; e em seguida comparar os resultados.

Como nos nossos dados temos dois tipos de densidades de massa — um relativo
aos dados retrospectivos (retro_density) € um outro de acordo com os dados prospectivos

(density_num) — utilizamos ambos para construir classificadores.

Antes de mais, torna-se importante referir que para todas as experi€ncias

aplicamos o método de 10-fold cross-validation, com um valor de Paired corrected T-

Tester de 0.01.

Sendo assim, a primeira experiéncia (E;) consiste em gerar um classificador para
prever outcome_num com retro_density (densidade de massa retrospectiva). A segunda
experiéncia (E;), por sua vez, consiste em gerar um classificador para prever
outcome_num fazendo wuso de density_num (densidade de massa anotada

prospectivamente).

De modo a apurar se a densidade de massa de um ndédulo é um indicador de
malignidade geramos também um classificador (E3) para prever oufcome_num sem

qualquer espécie de informacdo sobre densidade de massa.

A Tabela 9 apresenta uma série de métricas consideradas relevantes que permitem
resumir os resultados alcancados. Nas trés experiéncias, os melhores classificadores

encontrados sdo baseados em SVM’s [Pla98].
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Previsdo de oufcome_num
— com densidade de massa Es
E; E; _
Métrica Retrospectiva Prospectiva sem densidade de massa
(retro_density) (density_nurm)
Instancias
Correctamente 34.78% (7.96) B2.72%(8.32) A1.39% (8.81)
Classificadas
Estatistica Kappa 0.68(017) 0.63(017) 0.60(018)
Precisdo 0.84 012 0.82(013) 0.81(0.14)
Recall 0.78(0.15) 0.75(015) 0.72(0185)
F-Measure 0.800.11) 0.77(011) 0.75(012)

Tabela 9 - Previsao de oufcome_num em 180 casos. Os valores entre paréntesis representam desvios-
padrao

Os resultados obtidos revelam que densidade de massa tem alguma influéncia
sobre o atributo outcome_num, acima de tudo, quando a densidade € a observada nos

dados retrospectivos (E;).

O classificador (E3) treinado sem informagdo relativa a densidade de massa
apresenta uma performance global de 81.39% (+/- 8.81) enquanto o classificador (E))
treinado com a densidade retrospectiva (retro_density) revela uma performance global de
84.78% (+/- 7.96). Estes resultados sao estatisticamente diferentes (p=0.01). Além do mais,
se observarmos os valores de estatistica Kappa, podemos confirmar que a relacao entre
densidade de massa e malignidade ndo € por acaso, tendo em conta o nivel de
concordancia relativamente alto observado entre os dados reais e os valores previstos

pelos classificadores.

Quanto a precisao, os resultados também sao positivos, com apenas 16% de casos
a serem incorrectamente classificados como malignos, aquando da utilizacdo de um

classificador (E;) treinado com retro_density (densidade de massa retrospectiva).

A métrica recall, por sua vez, apresenta uma taxa relativamente razodvel de casos
malignos correctamente classificados, no entanto ainda com margem de progressdo para

aperfeicoamentos.
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Resumindo, estes resultados revelam que se adicionarmos informagdo alusiva a
densidade de massa dos nddulos a outros atributos ja de si importantes, a performance de

um classificador aumenta.

Outro indicio bastante forte da importancia de densidade de massa na previsdo de
malignidade sdo as drvores de decisdo (Figuras 29 e 30) geradas pelo algoritmo J48, em

que colocam retro_density e density_num nas suas raizes.
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Figura 29 - Arvore de decisao gerada pelo algoritmo J48 relativa a experiéncia E;: previsao de
outcome_num com retro_density. Os niimeros entre paréntesis representam o niimero de instancias na
realidade naqueles pontos da arvore
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Figura 30 - Arvore de decisao gerada pelo algoritmo J48 relativa a experiéncia E,: previsao de
outcome_num com Density_num. Os nimeros entre paréntesis representam o niimero de instincias na
realidade naqueles pontos da arvore

Tal como mencionamos em situagdes anteriores, o nosso estudo incidiu sobre 12
algoritmos, sendo que apenas apresentamos os resultados relativos aos algoritmos com
melhor performancezg. No entanto, o algoritmo J48, apesar de ndo apresentar os indices
mais elevados em termos de instincias correctamente classificadas, estatistica Kappa ou
F-Measure, gerou arvores de decisdo extremamente interessantes que reforcam a
relevancia de densidade de massa como factor preponderante no diagndstico de cancro de

mama.

Estes resultados confirmam os indicios presentes na literatura relativos a
importancia da densidade de massa dos nédulos, e mostram também que € possivel obter
bons classificadores para a previsio de outcome_num (quer com uma percentagem
elevada de instancias correctamente classificadas como com valores de estatistica Kappa,

precisdo e recall bastante satisfatorios).

28 Os resultados de todos os algoritmos para as diversas experiéncias encontram-se para consulta em Apéndice C.
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5.2 Sera possivel obter classificadores capazes de preverem
densidade de massa com um nivel qualitativo semelhante ao

de um radiologista?

A nossa segunda questdo estd relacionada com a qualidade de previsao de um

classificador relativamente a avaliagdo de um especialista.

Visto que temos dois tipos de densidades de massa — um para o estudo
retrospectivo (retro_density) e um outro para o estudo prospectivo (density_num) —
geramos dois classificadores: um (Ey) € treinado utilizando os valores retrospectivos de
densidade de massa (retro_density), enquanto o outro (Es) é treinado sobre os valores
prospectivos de densidade (density_num). Uma vez mais, utilizamos os 180 casos como

conjunto de treino e aplicamos o método de 10-fold cross-validation.

O melhor classificador obtido pelo WEKA Experimenter para estas duas tarefas
baseia-se no algoritmo naive Bayes [JLL95]. A Tabela 10 ilustra os resultados para estas

experiéncias como uma média das métricas para os 10 folds.

180 Previsao de densidade de massa
' E, Es
Metrica retro_density density_num
Instancias Correctamente 72.83% (9.89) 67.22%(1214)
Classificadas
Estatistica Kappa 0.37(0.23) 0.33(0.25)
Precisdo 0.58(0.20) 0.66(0.16)
Recall 0.58(0.22) 0.60(07)
F-Measure 0.56(0.18) 0.62(015)

Tabela 10 - Previsao de densidade de massa em 180 casos. Os valores entre paréntesis representam
desvios-padrao
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Ao longo do estudo prospectivo (para os 180 casos) o radiologista classificou de
acordo com a classificagdo retrospectiva (padrdo de referéncia) exactamente 70% das
instancias, isto €, classificou de forma correcta, em termos de densidade, 126 dos 180

nddulos.

Id_Exam reread_group age_at_mammo MASS_MARGINS_worst SIZE OVERALL BREAST_COMPOSITION retro_density Density_num

94 salkowski 41 Circumscribed 13 ' scattered fibroglandular densities: iso iso
95 salkowski 69 12  scattered fibroglandular densities: iso iso
96 burnside 40 16  extremely dense iso iso
97 burnside 66 Indistinct 13  almost entirely fat high high
98 salkowski 55 Obscured 12  scattered fibroglandular densities iso iso
100 sisney 48 Indistinct 12  heteregeneously dense iso iso
101 burnside 40 Circumscribed 17  heteregeneously dense high high
103 sisney 42 Circumscribed 8 heterogeneously dense iso iso
104 burnside 37 Spiculated 14 : extremely dense iso iso
107 burnside 64 Circumscribed 7 almost entirely fat iso iso
108 sisney 41 Indistinct 20  heterogeneously dense iso iso
109 sisney 75 Circumscribed 17 ' almost entirely fat high high
110 sisney 67 Spiculated 10  almost entirely fat high high
113 salkowski 46 Circumscribed 8 heterogeneously dense iso iso
116 burnside 61 34  heteregeneously dense iso iso
119 salkowski 49 Obscured 19  heteregeneously dense iso iso
120 sisney 39 Circumscribed 20 - scattered fibroglandular densities iso iso
124 sisney 50 12  heteregeneously dense iso iso
127 burnside 78 Indistinct 5 almost entirely fat high high
134 salkowski 49 Indistinct 13 : heterogeneously dense iso iso
137 sisney 46 20  heterogeneously dense high high
138 salkowski 66 Circumscribed 20 : almost entirely fat high high
145 salkowski 49 Circumscribed 13 :scattered fibroglandular densities: iso iso
146 burnside 35 Indistinct 28  heterogeneously dense iso iso

148 sisney 56 Indistinct 6 heterogeneously dense iso iso

126 rows fetched in 0:00.1131

Figura 31 - Excerto da Base de Dados MySQL. Representacio de parte das instincias correctamente
classificadas pelo radiologista no modelo prospectivo (Density_num). O nosso padrao de referéncia é o
modelo retrospectivo, nomeadamente o atributo retro_density. A informacao relativa ao total de
instancias correctamente classificadas (126) no modelo prospectivo surge no canto inferior esquerdo da
imagem

O classificador naive Bayes previu aproximadamente 73% (+/- 9.89) de instancias
correctas quando treinado sobre os nédulos retrospectivamente anotados (Ey) e cerca de
67% (+/- 12.14) quando treinado sobre os casos prospectivamente classificados por um

radiologista (Eys).
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Estes resultados sdo consideravelmente bons e indicam que o classificador
bayesiano gerado neste estudo poderd ser aplicado a novos exames como ferramenta de

auxilio médico na previsao de densidade de massa dos nddulos.

No entanto, os valores de estatistica Kappa, precisao, recall e F-Measure para
estas duas experiéncias nao sdo tdo elevados como os resultados obtidos aquando da
previsdo de malignidade (outcome_num) apresentados na Tabela 9. Mesmo assim, os
valores de estatistica Kappa presentes na Tabela 10 revelam que o classificador naive

Bayes apresenta um certo nivel de concordancia com os dados actuais.

Um facto interessante também a observar é que, apesar do classificador (Ey)
treinado com os valores retrospectivos de densidade de massa (retro_density) apresentar
uma percentagem superior de instincias correctamente classificadas, exibe valores
inferiores de precisdo, recall e F-Measure relativamente ao classificador (Es) treinado
sobre os valores prospectivos de densidade (density_num). Este pormenor parece indiciar
que o classificador da experiéncia Es5 podera apresentar melhor performance a classificar

dados que contenham erros prévios de classificagdo.

e Curvas Precision-Recall: Comportamento do classificador naive Bayes

durante a aprendizagem (180 casos)

Ao treinar uma rede bayesiana, o algoritmo normalmente atribui probabilidades
aos exemplos classificados. Com estas probabilidades € possivel construir uma curva
(ROC ou PR) cujo objectivo € analisar como é que o classificador se comporta com a
variacdo destas probabilidades utilizadas como threshold”®. Os resultados mostrados nas

Tabelas 9 e 10 sdo obtidos usando o valor de threshold de omissdo do WEKA (0.5).

Na Figura 32, podemos observar um espaco PR que apresenta um panorama mais
alargado do comportamento dos classificadores bayesianos encontrados pelo WEKA para

a previsao de densidade de massa (retrospectiva (E4) e prospectiva (Es)) em relacdo a

» Limite; limiar; valor minimo relativo a uma determinada quantidade.
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classe high density, quando variamos os thresholds. Nesta figura, também apresentamos a

performance do radiologista (ponto azul).

Curvas Precision-Recall

Prewvisio de refro_density e density _num
(180 casos - classe high)

N l1’1’I,..:F I'L'L,_V__I
na i —— naive Bayes a prever
m‘—ﬁl‘-'_‘k"-\-‘_‘_: reiro_density (E4)

0.4 o naive Bayes a prever
density _rum (E5)

Precizéo

0.2 ® Radiologista

Recall

Figura 32 - Espaco PR: Previsao de densidade de massa (retrospectiva e prospectiva) em relacao a classe
high density por classificadores bayesianos em 180 casos™

Na curva relativa a previsao de retro_density (E;), para um valor de recall igual a
0.8, o radiologista alcanca melhor valor de precisao que o classificador obtido. Porém,
variando o threshold do classificador, podemos alcancar valores melhores de recall com
um custo pela perda de precisdo. No contexto clinico, perder precisdo (na pratica,
classificar incorrectamente instancias negativas) pode ser tolerado desde que ndo

implique um custo elevado.

30 Espaco ROC equivalente em Apéndice D — ver Figura 38.
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O classificador tem um desempenho visivelmente superior quando € treinado com
os dados fornecidos pelo préprio radiologista, ou seja, quando treinado com density_num
(Es). Trata-se de um desempenho muito semelhante ao do especialista, podendo atingir
valores melhores de precisao (aumento de 0.53 para 0.58) com uma redugdo muito
pequena de recall (0.81 para 0.79). Por outro lado, se o radiologista julgar que um
aumento em recall € mais importante, com uma perda de aproximadamente 15% de
precisdo (redugdo de 0.53 para 0.45) em relacdo ao valor do especialista, poderiamos ter
recall perfeito (melhoria de 23% em relacdo ao radiologista) e desta forma classificar

todos os nédulos com densidade alta (high density) de forma correcta.

Se analisarmos o problema inverso e construirmos a curva PR em relacdao a
classificacdo dos nddulos de densidade média/baixa (iso-dense) (Figura 33), obtemos um
perfil melhor do classificador quando ‘“aprende” com os dados de retro_density (E,),

estando este classificador muito préximo do desempenho do radiologista.

Curvas Precision-Recall

Previsdo de refro_density e density_num
(180 casos - classe iso)
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Figura 33 - Espaco PR: Previsao de densidade de massa (retrospectiva e prospectiva) em relacao a classe
iso-dense por classificadores bayesianos em 180 casos™'

3! Espaco ROC equivalente em Apéndice D — ver Figura 39.
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Quando o classificador € obtido através da aprendizagem com density_num (Es),
apresenta um desempenho inferior, porém n@o muito longe da performance do
especialista. Este facto parece indicar que para a obtencdo de um classificador que faca a
correcta classificagcdo de nddulos nas classes média/baixa (iso-dense) € importante ter

resultados de um estudo retrospectivo dos exames dos pacientes.

5.3 Qual o comportamento dos classificadores gerados num

conjunto de dados desconhecidos?

A nossa ultima questdo esta relacionada com o modo como classificadores que
foram sujeitos a aprendizagem poderdo prever malignidade e densidade de massa num

conjunto de dados totalmente novo.

De modo a responder a esta questdo necessitamos novamente de considerar quer
os classificadores gerados que fazem uso da densidade de massa retrospectivamente

anotada, como os classificadores que utilizam a densidade de massa prospectiva.

O primeiro classificador (E;), baseado nos valores retrospectivos de densidade de
massa, foi construido apds a aprendizagem para os 180 casos, de modo a responder a

nossa primeira questao (5.1):

e “Serd densidade de massa um factor relevante no diagnéstico de cancro de

mama?”’

Trata-se de um classificador baseado em SVM’s. No entanto, podemos utilizar
ainda um outro classificador, baseado nos valores de densidade de massa
prospectivamente anotados, para prever os 168 casos que sobraram do universo de 348
instancias. Como os 168 novos casos ndo possuem qualquer tipo de densidade de massa
prospectivamente anotada, preenchemos estes valores em falta recorrendo aos

classificadores gerados aquando da resposta a questao (5.2):
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e “Serd possivel obter classificadores capazes de preverem densidade de massa

com um nivel qualitativo semelhante ao de um radiologista?”

Nestas experiéncias foram gerados dois classificadores para prever densidade de
massa: um treinado sobre retro_density (Es) € um outro treinado sobre density_num (E7).

Ambos sdo classificadores bayesianos.

Uma vez preenchidos estes valores, € possivel aplicar um classificador

“aprendido” para prever outcome_num para este conjunto de 168 novos casos.

Os resultados da previsao de densidade de massa no novo conjunto de dados estiao
representados na Tabela 11. Estes resultados foram obtidos pelo melhor classificador que,

em ambos 0s casos, tratou-se do algoritmo naive Bayes.

168 Previsio de densidade de massa
E| E?
Métrica refro_density density _mum
Instancias Correctamente g7.14% 75 60%
Classificadas
Estatistica Kappa 0.45 0.35
Precisdo 0.48 0.38
Recall 068 0.71
F-Measure 0.56 0.449

Tabela 11 - Previsao de densidade de massa num conjunto de 168 novos casos
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Estes resultados sdo bastante bons, tendo em conta que ambos os classificadores
apresentam para um conjunto de dados desconhecidos (168 casos) uma performance em
termos de instancias correctamente classificadas muito acima da observada para os dados
de treino (180 casos) (Tabela 10). Os valores de estatistica Kappa e recall também sao

superiores no conjunto de novos casos.

Observamos, no entanto, a partir dos valores de precisdao e F-Measure da Tabela
11, uma ligeira quebra na performance aquando da previsdo de casos de densidade
média/baixa (iso-dense). A taxa de falsos positivos aumenta no conjunto de dados
desconhecidos. Por outro lado, o algoritmo apresenta melhor desempenho na classificacao

de instancias de densidade alta (high density).

¢ Curvas Precision-Recall: Comportamento do classificador naive Bayes no

conjunto de teste (168 casos)

As Figuras 34 e 35 mostram as curvas PR para a classificacdo das 168 instancias
nao classificadas pelo radiologista. O classificador de retro_density, para a classe high
(Figura 34), tem um desempenho melhor na classificacdo das 168 instancias do que
obteve durante a aprendizagem com os 180 casos (na Figura 32, a curva do classificador
de density_num domina a do classificador de retro_density). Apenas para valores de
recall mais altos (a partir de 0.8) o classificador de retro_density mantém-se abaixo do

desempenho do classificador de density_num.
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Para alcancar a performance do radiologista no que diz respeito ao valor de recall,
os dois classificadores sofrem uma queda de desempenho na precisdo, que desce de 0.53
(radiologista) para 0.45 (classificador de retro_density). Se, por outro lado, quisermos
manter o mesmo nivel de desempenho do especialista em relacdo a precisao,
comprometemos o valor de recall que desce de 0.81 para aproximadamente 0.6. Os
classificadores conseguem alcancar o mesmo nivel de recall do radiologista (com uma
perda em precisdo), tratando-se de um resultado muito bom, considerando que sdo

classificadores aprendidos automaticamente.

Curvas Precision-Recall

Previsdo de refro_density e density_num
(168 casos - classe high)
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Figura 34 - Espaco PR: Previsao de densidade de massa (retrospectiva e prospectiva) em relacao a classe
high density por classificadores bayesianos em 168 novos casos*:

32 Espaco ROC equivalente em Apéndice D — ver Figura 40.
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Ambos os classificadores tém desempenho quase perfeito nas 168 instancias no
que diz respeito a classe iso (Figura 35), apresentando resultados muito superiores em

novas instancias do que nos dados de treino.

Curvas Precision-Recall
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Figura 35 - Espaco PR: Previsao de densidade de massa (retrospectiva e prospectiva) em relacio a classe
iso-dense por classificadores bayesianos em 168 novos casos™

33 Espaco ROC equivalente em Apéndice D — ver Figura 41.
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Como consideracdes finais, relativamente a estes graficos, podemos concluir o

seguinte:

a)

b)

c)

Para a previsao de instancias do tipo high, o facto de se utilizar informacgado
relativa ao estudo retrospectivo (retro_density) ndo auxilia o desempenho
do classificador ao longo da aprendizagem, no entanto poderd ajudar na

fase de classificacdo de novas instancias (fase de teste);

Para a previsdao de instincias do tipo high, ambos os classificadores estao
muito préximos do desempenho do radiologista, podendo alcancar valores
de recall mais elevados, caso seja possivel comprometer algumas das
instancias negativas (alguns pacientes que, a partida, ndo se teriam que

submeter a exames adicionais, teriam que o fazer);

Para a previsdo de instancias do tipo iso, ambos os classificadores,
independentemente de utilizarem ou ndo informacdo relativa ao estudo
retrospectivo, apresentam uma performance quase perfeita na presenca de
novos dados, e além do mais superior relativamente ao desempenho do

radiologista.

A partir do momento em que sdo preenchidos os valores de densidade de massa

previstos para os 168 pacientes, passamos para o proximo passo, que consiste na previsao

de outcome_num para este mesmo conjunto de novos dados. Os resultados dessas

experiéncias poderao ser consultados na Tabela 12.
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Previsdo de oufcome_num
168
com densidade de massa Ez
Ez Eg Ez .
Retrospectiva Retrospectiva Prospectiva sem d::;:l::de —
Métrica (retfro_density) (refro_density) (density_nurm)
(actual) (preenchida pelo (preenchida pelo
classificador naive Bayes) |classificador naive Bayes)
Instancias
Correctamente 81.55% T9.76% T917% T7.38%
Classificadas
Estatistica Kappa 0.52 048 0.46 042
Precisao 0.70 0.65 0.65 0.61
Recall 0.60 0.60 0.55 0.53
F-Measure 0.64 062 0.60 057

Tabela 12 - Previsao de outcome_num num conjunto de 168 novos casos

Nesta tabela sdo apresentadas trés previsdoes diferentes para outcome_num,
fazendo uso de trés tipos de densidades de massa distintos. A segunda coluna (Eg) da
tabela exibe os resultados da previsao de outcome_num com densidade de massa do
estudo retrospectivo (atributo retro_density). A terceira (Eg) e quarta (Ejp) colunas
mostram as previsoes aquando da utilizacdo de densidade de massa preenchida pelos dois
classificadores bayesianos (naive Bayes) — um treinado sobre o atributo retro_density (E¢)

e um outro treinado sobre density_num (E7).

Comparando as trés previsoes de malignidade (outcome_num), é possivel
constatar que os trés classificadores comportam-se relativamente bem no conjunto de
dados desconhecidos, classificando correctamente a maioria dos casos malignos e
benignos. O valor de estatistica Kappa, uma vez mais, indica que estes resultados nao
aconteceram fruto de um simples acaso. Por outras palavras, os classificadores estdo de
facto a auxiliar na distin¢cdo entre casos malignos e benignos. Tal como observado
anteriormente, o classificador treinado sobre os dados retrospectivos produz melhores
resultados, no entanto, os outros classificadores também revelam bons niveis de
performance. Este facto permite afirmar que a auséncia de informacao relativa ao estudo

retrospectivo nao prejudica a tarefa de classificagdo.

Alids, uma segunda constatagdo que tiramos destes resultados € que, apesar de

fazermos uso de valores previstos de densidade de massa (com erros de previsao
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inerentes), os classificadores para outcome_num das colunas trés (Eg) e quatro (Ej) da

Tabela 12, mantém um desempenho bastante razodvel.

Uma dltima conclusdo que retiramos também € o facto de densidade de massa
estar de certa forma relacionada com malignidade (outcome_num), revelando-se um
atributo extremanente importante que contribui para um aumento da performance dos
classificadores. Uma simples comparacao entre os dados da tltima coluna (E;;) da Tabela
12 (previsdao de outcome_num sem informacao relativa a densidade de massa) com os

dados das restantes colunas, confirma precisamente esse facto.

Resumindo, e de certo modo recordando a questdao 5.2, a Tabela 13 ilustra a
performance de todos os classificadores utilizados quer nas experiéncias de treino como

nas experiéncias de teste, para a previsdo de densidade de massa.

180168 Previsao de densidade de massa
Es E; E, E;
Métrica Radiologista density_num density_num refro_density retro_density
(180) (180) (168) (180) (168)
Instancias
Correctamente T0.00% 67.22%(1214) 75.60% T283% 989 8214%
Classificadas
Estatistica 0.4a2 0.33(0.25) 0.35 0.37(0.23) 0.45
Kappa
Precisao 0.53 0.66(0.18) 0.38 0.58(0.20) 0.48
Recall 0.81 0.60(017) 0.71 058022 0.68
F-Measure 0.64 0.62(015) 0.49 0.56(018) 0.56

Tabela 13 - Previsao de densidade de massa

Esta tabela permite-nos concluir que os classificadores gerados apresentam boas
performances, sendo que em alguns casos sdo mesmo superiores as obtidas pelo préprio

radiologista.

A performance nos 168 novos casos é também relativamente satisfatoria, tendo

em conta os valores de precisdo e recall.

As Figuras 36 e 37 representam uma sintese do comportamento dos

classificadores bayesianos na previsao de densidade de massa para os 180 e 168 casos.
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Curvas Precision-Recall

Previsio de retro_density e density_num
(classe high)

1
0.8
naive Bayes a prever refro_density no conjunto
ne de treing - 180casos (E4)
' naive Bayes a prever density _numno comjunto
de treing - 180casos (E5)
04 ® Performance do Radiologista no conjunto de
’ tremno- 130 casos
""""" naive Bayes a prever refro_density no conjunto
o3 de teste - 168 casos (E6)
TP naive Bayes a prever density _num no corjunio
de teste - 168 casos (E7)
0 T T T T T T T T T 1
nl nz 03 0.4 0.5 e 0.z n.a 0.9 1
Recall
Figura 36 - Espaco PR: Previsao de densidade de massa (retrospectiva e prospectiva) em relacao a classe
high density por classificadores bayesianos em 180 e 168 casos™
Curvas Precision-Recall
Previsio de refro_density e density_num
(classeiso)
1
08 AV‘ -\M—\_\L
naive Bayes a prever refro_density no conjunto
de treino - 180casos (E4)
0a L
naive Bayes a prever density_nummno comjunto
de treino - 180casos (E5)
0a ® Performance do Radiologista no conjunto de
' tremno- 180 casos
--------- naive Bayes a prever refro_density no conjunto
de teste - 168 casos (E6)
e o naive Bayes a prever densify_nummno comjunto
de teste - 168 casos (E7)
1} T T T T T T T T T 1
a 01 0.2 03 0.4 0.5 06 a7y 0.8 09 1

Recall

Figura 37 - Espaco PR: Previsao de densidade de massa (retrospectiva e prospectiva) em relacao a classe

iso-dense por classificadores bayesianos em 180 e 168 casos™

** Espago ROC equivalente em Apéndice D — ver Figura 42.

35 Espaco ROC equivalente em Apéndice D — ver Figura 43.
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Por fim, a Tabela 14 apresenta o desempenho de todos os classificadores

utilizados quer nas experiéncias de aprendizagem como nas experiéncias de teste, para a

previsdo de malignidade (outcome_num).

Previsdo de oufcome_num

180168
com densidade de massa E; (180) E;; (168)
E; (180) E; (168) E; (168) E; (180) Ey (168)
. . . . . . sSem Sem
Metrica Retrospectiva | Retrospectiva | Retrospectiva Prospectiva Prospectiva densaiade | denskiade
(retro_density) | (retro_density)| (refro_density) |(density_num) | (density_num) d
. ; emassa | demassa
{actual) {preenchida pelo {preenchida pelo
classificador naive classificador naive
Bayes) Bayes)
Instancias
Correctamente | 84.78% (7.96) 81.55% 79.76% 82.72% (8.32) 79.17% 81.39% 881y 77.38%
Classificadas
Estatistica 0.68(0A7) 0452 0.4a8 0.63(0A7) 0.486 0.60¢018) 0.42
Kappa
Precisio 0.84¢012) 070 0.65 0.82(013) 0.65 0.81(014) 0.61
Recall 0.78(0.15) 0.60 0.60 0.75(015) 0.55 0.72(0.15) 0.53
F-Measure 0.80¢0Aa1) 0.64 ne&2 0.77(011) 0.60 0.75(012) 0.87

Tabela 14 - Previsao de outcome_num

Estes resultados reforcam a importancia da densidade de massa na previsdao de

outcome_num, acima de tudo pela comparagdo entre os valores relativos as experiéncias que

fazem uso deste atributo e entre os resultados de prever malignidade sem qualquer tipo de

informacao sobre densidade de massa.




Capitulo 6

Conclusoes e Trabalho Futuro

Nesta dissertacdo foram-nos disponibilizados 348 casos relativos a pacientes que

foram sujeitos a exames de rastreio de cancro de mama, nomeadamente mamografias.
Os objectivos deste trabalho eram:

i.  Encontrar relacdes entre os atributos através da aplicagdo de técnicas de

aprendizagem automadtica aos dados;

ii.  “Aprender” modelos capazes de auxiliarem os médicos na avaliagdo

imediata de mamografias.

Para tal, utilizamos a ferramenta de aprendizagem automatica WEKA e sempre

que possivel efectuamos testes estatisticos de significancia aos resultados obtidos.
Sao trés as conclusdes a que chegamos:

a) A classificagdo automatica de uma mamografia poderd alcancgar resultados

semelhantes ou mesmo superiores aos obtidos pelos proprios especialistas;

b) A densidade de massa parece ser, efectivamente, um bom indicador de

malignidade, tal como estudos anteriores sugeriam;

135
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¢) Os classificadores de aprendizagem automadtica sdo capazes de prever
densidade de massa com um nivel qualitativo tdo bom como o de um

especialista sem qualquer tipo de informacdo relativa a bidpsias.

Como trabalho futuro, planeamos estender este estudo a universos de dados
maiores e geograficamente distintos, assim como aplicar outras técnicas de aprendizagem

automadtica baseadas em aprendizagem estatistica relacional.
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Breast screening is the regular examination of a woman's breasts to find breast cancer in an initial stage. The
sole exam approved for this purpose is mammography that, despite the existence of more advanced technolo-
gies, is considered the cheapest and most efficient method to detect cancer in a preclinical stage.

We imvestigate, using machine leaming techniques, how attributes obtained from mammographies can relate
to malignancy. In particular, this study focus is on how mass density can influence malignancy from a data
set of 348 patients containing, among other information, results of biopsies. To this end, we applied different
learning algorithms on the data set using the WEKA tools, and performed significance tests on the results. The
conchusions are threefold: (1) automatic classification of a mammography can reach equal or better results than
the ones annotated by specialiss, which can help doctors to quickly concentrate on some specific mammo gram
for a more thorough study; (2) mass density seems to be a good indicator of malignancy, as previous studies
suggesied; (3) we can obtain classifiers that can predict mass density with a quality as good as the specialist

blind 1o biopsy.,

I INTRODUCTION

Breast screening is the regular examination of a
woman’s breasts to find breast cancer earlier. The sole
exam approved for this purpose is mammography.
Usually, findings are annotated through the Breast
Imaging Reporting and Data System (BIRADS) cre-
ated by the American College of Radiology. The BI-
RADS system determines a standard lexicon to be
used by radiologists when studying each finding. De-
spite the existence of more advanced technologies,
mammaography is considered the cheapest and most
efficient method to detect cancer in a preclinical stage.

In this work, we were provided with 348 cases of
patients that went through mammography screening.
Our main objective is to apply machine learning tech-
niques to these data in order to find non trivial rela-
tions among attributes, and learn models that can help
medical doctors to quickly assess mammograms.

Much work has been done on applying machine

leaming technigues to the study of breast cancer,
which is one of the most common kinds of can-
cer in the world. In the UCI (University of Cali-
fornia, Irvine ) machine leaming repository (http: //
archive.ics.uci.edu/ml/datasets .html) there
are four data sets whose main target of study is breast
cancer. One of the first works on applying machine
leaming techniques to breast cancer data dates from
1990. The data set used in this study, donated to the
UCI repository, was created by Wolberg and Man-
gasarian after their work on a multisurface method
of pattem separation for medical diagnosis applied
to breast cytology ({ Wolberg and Mangasarian, 1990).
Most works in the literature applies artificial neural
networks to the problem of diagnosing breast cancer
{e.g.. (Wuet al., 1993) and (Abbass, 2002)). Oth-
ers focus on prognostic of the disease using inductive
leaming methods (e.g., (Steet et al, 1995)). More
recently, Ayer ef al. (Ayer et al, 2010) have evalu-
ated whether an artificial neural network, trmined on



a large prospectively collected data set of consecutive
mammography findings, could discriminate between
benign and malignant disease, and accurately predict
the probability of breast cancer for individual patients.
Other recent studies focus on extracting information
from free text that appears in medical records of mam-
mography screenings (Nassif et al., 2009), and on the
influence of age in ductal carcinoma in sitn (DCIS)
findings (MNassif et al., 2010).

Our study is focused on the influence of mass
density on predicting malignancy, but we also un-
cover other interesting complementary findings. Pre-
vious works by Jackson er al. (Jackson et al., 1991)
and Cory and Linden (Cory and Linden, 1993) have
argued that, although the majority of high density
masses are malignant, the presence of low density
cancers and more important indicators (like margins,
shape, and associated findings) make mass density
a less reliable indicator or predictor of malignancy.
Sickles (Sickles, 1991) has the same opinion. A study
carried out by Davis er al. (Davis et al., 2003) indi-
cated that mass density could have more importance
and relevance than previous works had reported. In
another work, Woods ef af. (Woods et al., 2009) ap-
plied inductive logic programming to a set of breast
cancer data and concluded the same thing. Woods and
Burnside (Woods and Burnside, 2010) also applied
logistic regression and kappa statistics to another set
of breast cancer data and concluded that mass density
and malignancy are somewhat related.

In this work, we use the same data set used by
Woods and Burnside (Woods and Burnside, 2010),
but we apply machine leaming methods and confirm
the findings of Woods and Burnside. In addition,
we show that the learned classifiers generated in this
waork can predict mass density and outcome (classi-
fication of a mammography) with a quality as good
as a specialist, proving to be good helpers 1o medical
doctors when evaluating mammograms.

2 BREAST CANCER DATA

Our study analyzes 348 consecutive breast masses
that underwent image guided or surgical biopsy per-
formed between October 2005 and December 2007
on 328 female subjects. All 348 biopsy masses were
randomized and assigned to a radiologist blinded
to biopsy results for retrospective assessment us-
ing the Breast Imaging Reporting and Data Sys-
tem (retrospectively-assessed data set). Clinical ra-
diologists prospectively assessed the density of 180
of these masses (prospectively-assessed data set).
Pathology result at biopsy was the study endpoint.
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The atributes included in our study are very much
the ones collected by the radiologists from the mam-
mograms, and are based on the BIRADS lexicon.
We selected from the original database all the at-
tributes considered relevant by the specialists and re-
moved some attributes such as identifiers, redundant
attributes and attributes that had the same value for all
instances. For our main task, to predict malignancy,
our class attribute was the outcome binary variable as-
suming values benign or malignant.

From the 348 cases, 118 are malignant (= 34%),
and 84 cases have high mass density (== 24%) retro-
spectively assessed. Other attributes are mass shape,
mass margins, depth, size, among others. For the
purpose of our study, we have two attributes that
represent the same characteristics of the finding, but
with different interpretations. These are retro_density
and density_num. Both represent mass densities that
can assume values figh or iso /low. Retro_density
was retrospectively assessed while density num was
prospectively (at the time of imaging) assessed.

3 EXPERIMENTS AND RESULTS

Our first preliminary study was to calculate simple
frequencies from the data and to determine if there
was some evidence of relationship between attributes,
specially, the main focus of our study:

Is mass density related to malignancy?

As mentioned above, from the 348 breast masses,
118 are malignant (== 34%), and 84 hawve high mass
density (= 24%). If we consider that mass density
and malignancy are independent, and take 84 cases
from the 348 at random, the probability of these be-
ing malignant should still be = 34%. However, if it
happens that all 84 cases selected at random have high
density, then the percentage of malignant cases raises
to 70.2% (this is the percentage of cases that are both
malignant and have high mass density). The proba-
bility of this being coincidence is very low, given the
data distribution. This simple calculation may already
imply that high density has some relation o malig-
nancy. 5o may imply that other attributes such as age,
mass shape and mass margins can have some relation
to malignancy. One of the objectives of our study is
then to confirm if these attributes have some relation
to the outcome variable.

3.1 Methods

As mentioned before, the data set used in the experi-
ments contains 348 findings that include data related



to biopsies. A subset of 180 was annotated by a spe-
cialist blind o the biopsies resulis. The task of this
specialist was to annotate the mass density. The re-
maining findings, 168 cases, were not annotated by
this specialist.

Al experiments were performed using the
WEKA twol, developed at Waikato University, New
Zealand (Hall et al., 2009). We experimented with
several classification algorithms, but report only for
the algorithms that produced the best results. The ex-
periments were performed in WEKA using the Exper-
imenter module, where we set several parameters, in-
cluding the statistical significance test and confidence
interval, and the algorithms we wanted to use (we
used OneR as reference, ZeroR, PART, 148, Simple-
Cart, DecisionStump, Random Forests, SMO, Naive
Bayes, Bayes with TAN, NBTree and DTNB). The
WEKA experimenter produces a table with the per-
tormance metwics of all algorithms with an indica-
tion of statistical differences, using one of the algo-
rithms as a reference. The significance tests were per-
formed using standard corrected t-test with a signifi-
cance level of 0,01, The parameters used for the learn-
ing algorithms are the WEKA defaults. In the tables,
the numbers between parentheses represent standard
deviations, From the 348 cases, we trained on the |80
annotated cases. We used the remaining 168 as un-
seen/test data to evaluate the performance of the clas-
sifiers. During the training, we used 10-fold swratified
cross validation and reported the results for the aver-
age metrics obtained among all folds.

3.2 Is mass density predictive of
malignancy?

We considered at least two ways of investigating if
mass density is predictive of malignancy. The first
one is to apply association rules or logistic regression
to the 348 findings. and report the relation between
retro_density and outcome. This was already done by
Woods and Bumside (Woods and Bumside, 2010}, in
a previous work, using logistic regression and kappa
statistics. Their results showed that high mass density
is a relatively important indicator of malignancy with
an inter-observer agreement of 0,53,

The second way is to use a classification method
and predict outcome using mass density and with-
out using mass density and compare results. As we
have two kinds of mass density: one for the retrospec-
tive data and another one for the prospective data, we
used both to build classifiers. Our first experiment
was then to generate a classifier to predict outcome
with rero_density using 10-fold cross-validation on
the 180 findings. Our second experiment was to gen-
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erate a classifier to predict outcome with density_num
{prospectively assessed), alo using 10-fold cross-
validation on the 180 findings.

In order to investigate ifmass density is predictive
of malignancy, we also generated a classifier 1o pre-
dict outcome without any information about density
using 10-fold cross-validation on the 180 findings.

In the three experiments, the best classifiers found
were based on Support Vector Machines (Plat, 1998).
Table 1 summarizes the results obtained using the
mefrics we found more relevant to the task. CCI is
the percentage of Comrectly Classified Instances. K is
the k-value of kappa statistics. Prec is the Precision,
and F is the F-measure. These resulis show that mass
density has some influence on the outcome, specialby
when mass density is the one observed on the retro-
spective data. The classifier trained without mass den-
sity has an overall performance of 81.39% while the
classifier trained with the retrospective assessed mass
has an overall performance of 84.78%. These results
are statistically different (p=0.01). If we look at the K
value, we can confirm that the relation between mass
density and ouicome is not by chance, given the rela-
tively high observed agreement between the real data
and the classifier’s predicted values. With respect to
Precision, the results also seem to be guite good with
only 16% of cases being incorrectly classified as ma-
lignant when using the retrospective data. The Re-
call also gives a reasonable rate of comrectly classified
cases of malignancy, although there is still scope for
improvement. The f-measure balances the values of
Precision and Recall and also indicates that the clas-
sifiers are behaving reasonably well.

Summarising, these results show that attributes
other than mass density are also important, but if
we add mass density, the classifier’s performance im-
proves.

These results also confirm findings in the litera-
ture regarding the relevance of mass density, and show
that good classifiers can be obtained to predict out-
come (with a high percentage of comrrectly classified
instances and good values of K, precision and recall).

3.3 Can we obtain a classifier that
predicts mass density as well as the
radiologist?

Our second question is related to the quality of the
classifier related to a specialist. As we have two an-
notated mass densities, one for the prospective study
and another one for the retrospective, we generated
2 classifiers: one is trained on the prospective val-
ues of mass density (density_num), and another one
is trained on the retrospective (rero_density) values



Table 1: Prediction of outcome using 180 findings, Standard deviation values are between parentheses,

Metric with mass density without mass density
retro_density | density_num

[ 84.78% (7.96) | 82.72%(8.32) 81.39% (8.81)

K 0.68(0.17) 0.63(0.17) 0.60(0.18)

Prec 0.84(0.12) 0.82(0.13) 0.81(0.14)

Recall 0.78(0.15) 0.75(0.15) 0.72(0.15)

F 0.8000.11) 0.7700.11) 0.75(0.12)
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of mass density. Once more, we used the 180 cases
as training set and 10-fold stratified cross-validation.
The best classifier obtained by the WEK A Exper-
imenter for these two tasks was based on Naive-
Bayes (John and Langley, 1995). Table 2 shows the
results of these experiments as an average of the met-
rics for the 10 folds.

Table 2: Prediction of mass density using 180 findings.
Standard deviation values are between parentheses,

[ Metric || rewo_density [  densitynum |
CCl T2.83%(9.89) | 67.22% (12.14)
K 0.37(023) 0.33(0.25)
Precision 058 (0200 (.66 (0.16)
Recall 0,58 (0.22 0.60(0.17)
F-Measure 056 (0.18) 0.62(0.13)

T0% of masses annotated by the specialist on the
180 findings agreed o the annotated masses of the
retrospective study. The MNaive Bayes classifier pre-
dicted = 73% of comrect instances when training on
the retrospective annotated mass (retro_density) and
== 67% when training on prospective masses anno-
tated by a radiologist. These resulis are quite good
and indicate that the Bayesian classifier generated in
this study can be well applied as a support tool to
help doctors predicting mass density for unseen mam-
mograms. The values of K. Precision, Recall and f-
measure for this experiment are not so good as the
ones obtained when trying to learn outcome. How-
ever, the K value indicates that the Naive Bayes classi-
fier has some level of agreement with the actual data,
which is not by chance. One interesting thing to ob-
serve is that, although the classifier trained on the ret-
rospective data has a higher rate of correctly classified
instances, it has lower values for Precision, Recall and
f-measure than the classifier rained on the prospec-
tive data. This may indicate that this could be a better
classifier to be used when one does not have informa-
tion about the biopsy data.

Our last question is related o how well a learned
classifier can predict the outcome {malignant or be-
nign) on unseen data blind to the result of the biopsy.

34 Can the generated classifiers behave
well on unseen data?

In order to answer this question we need again to
consider classifiers generated using the retrospective
mass density attribute and the prospective mass den-
sity attribute. The first classifier. based on the retro-
spective values of mass density was generated when
training on the 180 findings to answer our first ques-
tion: “is mass density related to malignancy?™ This is
a classifier based on Support Vector Machines. How-
ever, we can use yet another classifier, based on the
prospective values of mass density to predict the 168
unseen cases. As the 168 unseen cases do not have
any prospective annotated mass density, we will fill
up these missing values using the classifiers gener-
ated when answering our question 2 (Subsection 3.3).
In those experiments, we generated two classifiers
to predict mass density: one that was trained on
retro_density and another one that was trained on den-
sity_num. Both are Bayesian classifiers. Once we fill
up these values, we can apply a classifier learned to
predict outcome to this unseen data set.

Results of the prediction of mass density on the
unseen data are shown in Table 3. These resulis were
produced by the best classifier that was, in both cases,
a naive Bayes network.

Table 3: Prediction of mass_density on unseen data,

Metric || retro_density | density_num
[ g2.14% 75.60%
K 0435 033
Prec 048 0.38
Recall 0.68 0.71
F 0.56 0.49

These resulis are very good, given that both clas-
sifiers have a prediction performance on the unseen
data well above the one obtained on the training set
(180 cases) with respect to CCL The K-statistics and
the Recall also improved on the unseen data. We see
aslightly fall in performance when predicting benign



cases, and this is observed by the precision and -
measure values in the unseen data. The rate of false
positives increases on the unseen data. On the other
hand, the algorithm performs better on classifying the
malignant cases.

Once the predicted values of mass densities of
the 168 findings are filled, we move to the next step,
which is to predict outcome for the unseen daia. Re-
sults of this experiment can be found in Table 4,

In Table 4 we show three different predictions
for outcome, using three different sources for the
mass density. The second column in Table 4 shows
the results of predicting outcome using the attribute
for mass density available on the retrospective data
(retro_density attribute). The third and fourth columns
show the predictions when using the mass density
filled up by the two Naive Bayes classifiers (one that
was trained on the retro_density attribute and another
that was trained on the prospective density_num at-
tribute).

Regarding the comparison among these three pre-
dictions we can observe that the three classifiers be-
haved relatively well on the unseen data, capturing
most of the malignant and benign cases. The K value,
once more, indicates that those results are not by
chance. In other words, the classifiers are actually
helping to distinguish between malignant and benign
cases. As observed before, the classifier trained on the
actual retrospective data yields better performance,
but the other classifiers are not performing that far,
which indicates that the lack of biopsy data is not
harming the classification task.

A second observation we take from these results
is that, even using predicted values for mass density
{with prediction errors), the classifiers for outcome
in columns three and four, can maintain a reasonable
performance.

The last conclusion we take from these results is
that mass density is somehow related to outcome, and
is an important atiribute that contributes to improve
the performance of the classifiers. A comparison be-
tween the figures on the last column of Table 4 (pre-
diction without mass density) with the figures on the
other columns confirms that fact.

Summarizing, and getting back to our third ques-
tion 3. Can we obtain a classifier that predicts
mass_density as well as the radiologist?™, Table 5
shows the performance of all classifiers used for this
task on the training data and on unseen data.

Table 5 summarizes our results for predicting
mass density and shows that the classifiers generated
have a good performance that in some cases is bet-
ter than the one given by the radiologist. The per-
formance on unseen cases is also quite reasonable re-
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garding the precision and recall values,

4 CONCLUSIONS AND FUTURE
WORK

In this work, we were provided with 348 cases of
patients that went through mammography screening.
The objective of this work was twofold: i) find non
trivial relations among attributes by applying machine
leaming techniques to these data, and; i) leam mod-
els that could help medical doctors to quickly assess
mammograms. We used the WEKA machine learn-
ing tool and whenever applicable performed statisti-
cal tests of significance on the results.

The conclusions are threefold: (1) automatic clas-
sification of a mammography can reach equal or bet-
ter results than the ones annotated by specialists; (2)
mass density seems to be a good indicator of ma-
lignancy, as previous studies suggested; (3) machine
leaming classifiers can predict mass density with a
quality as good as the specialist blind to biopsy.

As foture work, we plan to extend this work
to larger data sets. and apply other machine leam-
ing techniques based on statistical relational leaming,
since classifiers that fall in this category provide a
good explanation of the predicted outcomes as well
as can consider the relationship among mammograms
of the same patient. We would also like to investi-
gate how other attributes can affect malignancy or are
related to the other attributes,
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Atributos Descartados

Motivos da Nao Utilizacao

MRN_scrubbed

Atributo descartado por se tratar de um identificador de
registo.

PATIENT_SEX

Atributo descartado por incidir apenas sobre uma mesma
classe (Feminina).

rmd_num

Atributo descartado por se tratar de um identificador de
registo.

biopsy_date

Atributo descartado, uma vez que as datas apenas situam
um determinado acontecimento no tempo, nao
acrescentando qualquer tipo de informacao importante
aos dados.

ID_MATCH_NMD

Atributo descartado por se tratar de um identificador de
registo.

ASSESSMENT

Atributo descartado, uma vez que poderia influenciar em
demasia os resultados obtidos.

PENRAD_MAMMO_ID

Atributo descartado por se tratar de um identificador de
registo.

MAMMO_STUDY_DATE

Atributo descartado, uma vez que as datas apenas situam
um determinado acontecimento no tempo, nao
acrescentando qualquer tipo de informagao importante
aos dados.

PENRAD_ABNORMALITY_ID

Atributo descartado por se tratar de um identificador de
registo.

MASS_SHAPE_def

Atributo descartado por se tratar de um atributo
duplicado com MASS_SHAPE (atributo utilizado).

MASS_MARGINS_def

Atributo descartado por se tratar de um atributo
duplicado com MASS_MARGINS (atributo utilizado).

ARCHITECTURAL_DISTORTION_def

Atributo descartado por possuir apenas quatro instancias
com valor definido (Yes) e todas iguais.

CLOCKFACE_def

Atributo descartado por se tratar de um atributo
duplicado com
CLOCKFACE_LOCATION_OR_REGION (atributo
utilizado).

Atributo descartado por se tratar de um atributo

SIDE_def duplicado com SIDE (atributo utilizado).
Atributo descartado por se tratar de um atributo
DEPTH_def duplicado com DEPTH (atributo utilizado).
Atributo descartado, uma vez que estd directamente
Ib_finding relacionado com malignidade e como tal poderia

influenciar em demasia os resultados obtidos.

digital_sub

Atributo descartado pelo facto de todas as instancias ndo
apresentarem qualquer tipo de valor definido.

digital

Atributo descartado por considerarmos que a informacao
relativa a técnica utilizada ndo € importante para este
estudo.
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Ib_technique

Atributo descartado por considerarmos que a informagdo
relativa ao tipo de bidpsia aplicada ndo € importante para
este estudo.

REASON_FOR_THIS_ MAMMOGRAM

Atributo descartado pelo facto de todas as instancias
incidirem sobre um mesmo valor (V).

FUmonths

Atributo descartado por considerarmos que o nimero de
meses em que um determinado paciente foi alvo de
acompanhamento médico ndo € importante para o estudo
em questao.

Tabela 15 - Conjunto de atributos descartados com respectivo motivo pelo qual nao foram utilizados
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Experiéncias

Aprendizagem - 180 casos

(E;) Previsio de malignidade (outcome_num) com densidade de massa retrospectiva (retro_density);
(EZ) Previsdo de malignidade (outcome_num) com densidade de massa prospectiva (density_num);
(E 3) Previsao de malignidade (outcome_num) sem densidade de massa;

(E4) Previsio de densidade de massa retrospectiva (retro_density);

(E5) Previsdo de densidade de massa prospectiva (density_num);

Teste - 168 casos

(Eé) Previsdo de densidade de massa retrospectiva (retro_density);

(E7) Previsio de densidade de massa prospectiva (density_num);

(Eg) Previsdo de malignidade (outcome_num) com densidade de massa retrospectiva (retro_density);
(E 9) Previsdo de malignidade (outcome_num) com densidade de massa retrospectiva (retro_density)
prevista em Fg;

(E;p) Previsdo de malignidade (outcome_num) com densidade de massa prospectiva (density_num)
prevista em E7;

(E;;) Previsdo de malignidade (outcome_num) sem densidade de massa;



180 casos

(E,) PREVISAO DE outcome_num COM retro_density

B4.78% 21.33% 21.06% 20.11% 79.50%% 78.33% TT.67T% T6.30%% 76.30%% T1.61% 67.78% 60.56%
(7.96) (9.46) (9U08) (8.91) (B.B5) {9.33) 9.77) {9.52) -ﬁlﬁH:* 1|ﬂm:* 151]1!3* “M]*
0.68 0.61 0.59 0.58 0.57 0.54 0.52 0.49 0.49 039 027 0.00
(1T} (0207 {0207 {0,197 {0.19) {0.19) {21) 'I':'—"'ll* ﬂEE]* “]_._,3]* 1l:].l'-‘]* Wﬂﬂ]*
0.84 0.7 081 0.9 0.78 0.75 0.76 0.75 0.75 067 0.71 0.00
(0.12) {014} {014} {0.14) {014} {014} {0.15) {0157 {0L18) liﬂ.l'-‘]* {0.26) Wﬂﬂ]*
0.80 0.76 074 073 0.73 0.72 0.69 0.66 0,66 061 047 0.00
{0.11) {0.12) {0.13) {0.13) {0.13) {0.12) {0.16) l:ﬂ.lﬁ]* {016} m_m]* iﬂ.l?]* iﬂﬂﬂ]*
0.78 0.75 070 0.70 0.71 0.71 0.66 0.61 0.62 058 0.39 0.00
{0.15) {016} {0.18) {0.16) {017y {0.16) {021} m_””* {0207 10_":1]* 1ﬂ.IH]* WHUJ*
a b a b a b a b a b a b a b a b a b a b a b a b
55 l6ja=mal. (53 1Bja=mal. |4724ja=mal. (4724 |a=-md. |4922ja=mal. |4625]a=mal. [4724|a=mal. |#H2T7|a=-mal. |[4]30|a=mal. [4229a=-mal. (2843 ja=ma. |0 71 |a= mal
I b=ben. |17 92 |b=bhen 1297 b=ben. 1297 |b=hen. | 1495 |b=hen. [1990|b=ben. |1396|b=hen. |1495|b=bm. |1495|b=hen. |22ET7|b=ben. |I792|b=hen. | D109 |b=ben.
COO=155 o =145 o0 =144 OOl =134 O =144 CO0= 136 CCl = 143 CCl = 139 O = 136 o= 129 CC = 120 CCl = 109
TPFM
FPTH
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B4.78% T8.39%% 79500 TL6TY T6.30%%
(1.96) (9.17) (8.85) (961) aam®
0.68 054 0.57 0.52 0.49
{017} {02070 {019} {0207 1'32]*
0.84 0.6 0.78 0.75 0.75
{0.12) [LUREY] {014} {0.15) [LUNE 3]
0.80 0.71 0.73 0.70 0.66
(11} {01370 {0.13) {0.14) {0167
0.78 .68 0.71 0.68 0.62
{D.15) {016 {017} {0.18) {020
a b a b a b a b a b
353 l6ja=mal. |4823 ja=mal. (4922ja=mal. |4922ja=mad. |41 30)a= mal.
910 b=ben. | 1792 |b=ben. |[I495/b=ben. |1693 b=hen. | 1495 |b= ben.
CO =155 o0 =140 o0 =14 C=- 142 o0 =136
!
TFFN
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NOTA:

Todos os algoritmos encontram-se ordenados da esquerda para a direita de forma decrescente de resultados, ou seja. a colna mais i esquenda relativa ao classificador resultante recorrendo 2o algoritmo
SMO apresenta os melhores resultados comparativamente com os restantes classificadores (tendo em conta, acima de tudo, os valores de “Correctly Classified Instances™, “Kappa Statlstie™ & “F-
Measure™);

Todos os valores que se encontram entre paréntesis representam desvios-padrio;
* Valor de “Paired Corrected T-Tester™ significativo para 0.01;
ity O3 valores relativos &s métricas: “Precklon™, “F-Measure™ ¢ “TF Rate™ dizem respeito i classe “malignant™;

i1y Os classificadores resu ltantes recorrendo 2os algoritmos PART, NBTree, SimpleCart ¢ J48 apesar de nio apresentarem os indices mais elevados em termos de “Cormrectly Classified Instances™,
“Kappa Statistic” ¢ “F-Measure™, geraram regras/drvores interessantes (ver pdgs. anexas). Conclusoes tiradas depois da andlse dos respectivos “Classifiers outputs™ no WEKA Explorer;

#* “Confusion Matrix™ - Dados obtidos depois de gerados os *Clssifiers outputs™ para cada um dos classificadorss no WEKA Explorer.
CCI - Numero de “Correctly Classified Instances™;

Os valores relativos i tabela da pdg. 2 sdo valores de teste, uma vez que foi estudado o comportamento de certos classificadores que recomem a algoritmos com parimetros diferentes dos presentes
na tabela da pig. 1. Sendo assim, temos:

Tabela pag. 1: Tabela pag. 2:

BavesMNet — “searchAlkgorithm™ (TAN) BavesNet — “searchAlgorithm™ (K2)
PART —*numFolds™ (3 — “default vale™) PART — *numFokds™ (10}

SimpleCart — *numFoldsPruning™ (5 — “defanlt value™) SimpleCart — “numFolds PFruning™ (10}

J48 — *numFolds™ (3 — “default valne™) J48 — *numFolds™ (10)
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FART:
NETree:

=== (lassifier model (full training set) === . o
=== (lassifier model (full training set) ===

PART decision list
__________________ NBTree

retro density = iso AND
MASS MARGINS 2 = D AND
age_at_mammo <= 59: benign (43.31/8.45)

MASS_MARGINS 2 = S5: malignant (29.99/4.41)

|  MASS MARGINS 2 = I: NE 3
retro_density = high AND I mgg_m:g%g_; = 3 :g ;
MASS_MARGINS 2 = I: malignant (17.92/1.64) | MASS MARGINS 2 - “ - o

|  MASS MARGINS 2 = U: NB 7

8

_ C . | age at_mammo == 62.5: NB 18
reread_group = burnside: benign (16.39) | age at mammo > 62.5: NB 11

retro_density = high AND MASS_SHAPE = L: NB 12

CLOCKFACE LOCATION OR_REGIOM = C: malignant (3.51/1.8) QUADRANT LOCATION def

OUADRANT LOCATION def
QUADRANT _LOCATION def
QUADRANT LOCATION def

Upper Outer: NB 14
Upper Inner: NB 15
Lower Inner: NB 16
Lower Outer: NB 17

reread_group = sisney AND

5

|

|

|

|

|

|

| _
age_at mammo <= 62 AND : MASS SHAPE = 0

|

|

5

|

|
OVERALL_BREAST COMPOSITION = heterogeneously dense: benign (13.33/2.51) I

reread group = sisney AND
OVERALL BREAST COMPOSITION = almost entirely fat: benign (3.75)

age at mammo == 62 AND
CLOCKFACE_LOCATION OR REGION = 12.8: benign (5.67)

retro_density = iso AND
SIZE == 13 AND
DEPTH = A: benign (18.16/3.8)

reread_group = burnside: malignant (18.75)

OVERALL BREAST COMPOSITION = heterogeneously dense AND
MASS SHAPE = X: benign (4.23/1.41)

MASS SHAPE = R: benign (6.35/8.3)
: malignant (14.65/6.44)

Mumber of Rules : 13
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SimpleCart: J48:
=== (lassifier model (full training set) === === (lassifier model (full training set) =
CART Decision Tree 148 pruned tree

retro_density=(isa)

MASS_SHAPE=(R}| (L] | (D)

| age at mammo < 73.5: benign(79.76/5.75)

| age at mammo >= 73.5: malignant(5.75/2.8)
MASS SHAPE!=(R)|(L}[ (0}

| CLOCKFACE_LOCATION_OR_REGION=(7.8)|(6.8)|(5.8)|(8.8): benign(5.49/8.0}
| CLOCKFACE LOCATION OR_REGION!=(7.8)|(6.8)|(5.8)|(8.8)

| | SIZE = 14.5: malignant(15.49/2.48)

| | SIZE »= 14.5
I
I
r

etro density = high
MASS MARGINS 2 = I: malignant (17.92/1.64)
MASS MARGINS 2 = S: malignant (15.68/8.56)
MASS MARGINS 2 = D
| OVERALL BREAST COMPOSITION
| OVERALL BREAST COMPOSITION
| OVERALL BREAST COMPOSITION

scattered fibroglandular densities: benign (2.84/0.56)
almost entirely fat: malignant (5.28/1.8)
heterogeneously dense: benign (7.56/1.28)

|  OVERALL_BREAST COMPOSITION = extremely dense: benign (0.8)

MASS MARGINS 2 = M: malignant (2.24/0.08)

| | SIZE »= 19.5: malignant(2.08/0.24) MASS MARGINS 2 = U

.
|
|
|
|
|
|
|
|
. ) |
etro_density!={iso) | | SIZE == 25: benign (2.32/8.16)
|
r
|
|
|
|
|
|
|

I
I
I
I
I
I
|
| | | SIZE < 19.5: benign{5.8/8.8)
[

L

| MASS_MARGINS 2=(D)| (U} ) SIZE > 25: malignant (2.16)
| | age at mammo < 65.9: benign(11.36/3.71) etro_density = iso
i |
[

| age at mammo >= 65.8: malignant(4.72/8.35) MASS MARGINS 2 = I

MASS MARGINS 2.'-“}”'“.”: mlignant!33.55}‘2.23] | age at mammo == 64: benj_gn (20.83/3.45)

| age at mammo > 64: malignant (7.13/1.68)
MASS MARGINS 2
MASS MARGINS 2
MAS5 MARGINS 2
MASS MARGINS 2

Number of Leaf Nodes: 9 S: malignant (13.37/2.94)

D: benign (55.92/4.8)
M: benign (2.43/8.88)
U: benign (24.31/4.78)

Size of the Tree: 17

Number of Leaves : 15

Size of the tree : 21
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SimpleCart(10):

=== (lassifier model (full training set) ===
CART Decision Tree

retro_density=(iso)
| MASS_SHAPE=(R}|(L)| (D)

| | age at mammo < 73.5: benign(79.76/5.75)

| | age_at mammo == 73.5: malignant(5.75/2.8)

| MASS SHAPE!=(R)|(L)| (D)

| | CLOCKFACE LOCATION OR_REGION=(7.8)|(6.8)|(5.8)|(8.8): benign(5.49/98.8)
| | CLOCKFACE LOCATION OR_REGION!=(7.8)|(6.@)|(5.8)](8.8)

| | | SIZE = 14.5: malignant(15.49/2.48)

| | | SIZE >= 14.5: benign(5.24/2.8)

retro_density!={iso)

| MASS MARGINS 2=(D)|(U)

| | age_at mammo < 65.8: benign{11.36/3.71)

| | age at mammo >= 65.8: malignant(4.72/8.35)

| MASS MARGINS 2'=(D}|{U): malignant{33.56/2.28)

Number of Leaf Nodes: 8

Size of the Tree: 15
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(E,) PREVISAO DE outcome num COM density num

B1.T72% 80.33% TBT8% TT.22% T6.94% T76.22% T5.00%% T4.28% 73.39% 3.33% 67.61% 60.56%
(B.32) {9.26) {BAE) {1043y {1003, {9.21) {1037y {1035y :H.ﬁll]* ﬁl_?d]* qH.?a]* 1|M:]*
0.63 0,59 054 0.52 0.50 0.49 0.46 0.45 045 042 027 0.00
{0.17) {0,193 {019y {022) {0.22) {0240} {023} {022y ﬂ_w]* 1'3—'”]* 10-”5]* qﬂ.ﬂﬂ]*
0.82 0.7 078 0.73 0.74 0.73 0.71 0.70 0.69 a7l 0.76 0.00
{013} {0,143 {14y {0.14) {0.15) {017y {016 {018y {0.15) IR ES] {029) tﬂ.ﬂﬂ]*
0.7 0.75 070 0.70 0.68 0.67 0.65 0.65 0.64 062 0.46 0.00
{0.11) {012} {013y {0.15) {0.15) {015} {016 {016) ﬂ.lj]* 1ﬂ.l5:|* 1ﬂ.l'-‘:|* dﬂﬂﬂ]*
0.75 0.75 0.66 0.69 0.65 0.65 0.63 0.63 0.62 058 038 0.00
(0.15) {015y 1Ty LN E 3] {019 [[INE 3] {020 {0195 [LUNE ] 1ﬂ.|ﬁ|:|* 10_'”]* f.ﬂ.ﬂﬂ]*
a b a b a b a b a b a b a b a b a b a b a b a b
Sl ja=mal. |54 17 (a=mal. |#H27ja=mal. (4922 ja=-ma. |4E23ja=mal. (4724 a=mal. |[HIT|ja=mal. |47 ja=mal. (4922 |a=mal. |4l 30ja=-mal. (2942 ja=mad. |0 71[a= mal
1297 |b = ben. 1891 |b=ben. 1495 b =ben. |2089|b=hen. |22 87 |b= ben. 1990 b=ben. |21 BE|b= ben. 1990 | b=be. |2485|b=hen. 1792]b = ben. 1693 | b=ben. | 0109 |b=ben.
COO=148 OC1 =145 ol =139 CCl = 138 o0l =135 CO =137 Co=-132 CO =137 oC1 =134 o0l = 133 =122 CCl =109
TP FM

FPTM
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BT T0.6T% T6.22% T5.00%% T3.72%
(832) {911y {921 {1037) W.I:’lj*
0.63 0.56 049 0.46 044
0.17) {0.20) {020 {023) woam*
0.82 0.8 073 0.71 0.69
{013} {0.14) (017 {0.16) {0.14)
077 0 067 0.65 0.65
{011} {0.14) {0.15) {016} {0.14)
0.75 0.68 065 0.63 0.63
{D.15) 1Ty {018y {020 01Ty
a b a b a b a b a b
Sl M ja=mal. |[4922 ja=mal. (4724 ja=mal. |H2T7(a=mad. 4625 2= mal
1297 |b=bm. | 1693 b=hen. |[1990|b=ben. |2I BE|b=ben. |25 84|b=hen
COl =148 ool =142 o= 137 CO =132 O =130
!
TPFN

FPTN
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NOTA:

Todos os algoritmos encontram-se ordenados da esquerda para a dreita de forma decres cente de resultados. ou seja. a cohma mais 4 esquerd a relativa ao classificador resultante recorrendo 2o algoritma
SMO apresenta os melhores resultados comparativamente com os restantes classificadores (tendo em conta, acima de tudo, os valores de “Correctly Classified Instances™, “Kappa Statistic™ e “F-
Measure™);

Todos os valores que se encontram entre paréntesis representam desvios-padrio;

* Valor de“Paired Corrected T-Tester” significativo para 0.01:

i2y Oz valores relativos &s métricas: “Precklon™, “F-Measure” ¢ “TP Rate” d izem respeito i classe “malignant™;

iy Os classificadores resultantes recorrendo os al goritmos NBTree, PART, J48 ¢ SimpleCart apesar de nido apresentarem os indices mais elevados em termos de “Correctly Classified
Instances™, “Kappa Statlstic™ e “F-Measure®, geraram regras/drvores interessantes (ver pags. anexas). Conchsoes tiradas depois da analise dos respectivos “Classifiers outputs™ no WEKA
Explorer;

=% “Confusion Matrix™ - Dados obtidos depos de gerados os “Chssifiers outputs™ para cada um dos classificadores no WEKA Explorer.
CCI - Namero de “Correctly Classified Instances™;

Os valores relativos i tabela da pag. 2 sio valores de teste, uma vez que i sstudado o comportamento de certos classificadores que recomrem a algoritmos com parimetros diferentes dos presentes
na tabela da pag. 1. Sendo assim, temos:

Tabela pag. 1: Tabela pag. 2:

BavesNet — “searchAkorithm™ (TAN) BavesNet — “search Algorithm™ (K2)
FART —*numFolds™ (3 — “default vahie™) FPART — *numFokds™ (10}

J48 — *numFolds™ (3 — “default valne™) J48 — *numFolds™ (10}

SimpleCart — “numFoldsPruning™ (5 — “default value™) SimpleCart — “numFolds Pruning™ (10)
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NBTree:

=== (lassifier model (full training set) ===

NETree

SIDE = R
| DEPTH = P: NB 2

| DEPTH = M: NE 3

| DEPTH = A

| | SIZE <= 6.5: NB 5
| | SIZE > 6.5: NB 6
SIDE = L: NB 7

PART:

=== (lassifier model (full training set) =—=

PART decision list

Density num = iso: benign (99.8/20.8)

age_at mammo > 47 AND
MASS SHAPE = X: malignant (25.33/1.44)

age_at _mammo > 62 AND
reread_group = burnside: malignant (7.8/1.8)

MASS MARGINS 2 = D AND
age_at_mammo <= 62: benign (17.46/1.98)

SIZE == 16: benign (17.64/6.56)
: malignant (13.57/1.8)

Number of Rules : ]
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J48:
=== (lassifier model (full training set) —
J48 pruned tree
Density _num = high
| age at mammo <= 47: benign (24.8/6.0)
| age at mammo > 47: malignant (57.8/12.8)
Density num = iso: benign (99.8/28.8)
Number of Leaves : 3
Size of the tree : 5
SimpleCart:

=== (lassifier model (full training set) ===
CART Decision Tree

MASS MARGINS 2=(D) | (U]

| age at mammo < 62.5: benign(71.84/6.21)

| age at mammo >= 62.5

| |  CLOCKFACE LOCATION DR REGIOM=(1.8)]{18.8)](2.8)|(4.8): benign{7.55/2.55)

| | CLOCKFACE LOCATION OR_REGION!=(1.8)](10.8)](2.8)](4.8): malignant(9.65/1.65)
MASS MARGINS 2!=(D)| (U}

| Density num=(iso)

| | SIDE=(L): benign(14.92/3.44)

| | SIDE!=(L): malignant(9.89/4.78)

| Density num!=(iso): malignant{39.23/8.23)

Number of Leaf Nodes: 6

Size of the Tree: 11
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SimpleCart (10):

=== Classifier model (full training set) =—
CART Decision Tree

MASS_MARGINS_2=(D)| (U}

| age at mammo < 62.5: benign(71.84/6.21)

| age_at mammo == 62.5

| | CLOCKFACE LOCATION OR REGION={1.8)|{16.8)|(2.8)|(4.8): benign(7.55/2.55)
| | CLOCKFACE LOCATION OR REGION!=(1.8)|(18.8)|(2.8)|(4.8): malignant(9.65/1.65)
MASS MARGINS 2!=(D) | (U}

| Density num=({iso)

| | SIDE=(L): benign(14.92/3.44)

| | SIDE!=(L)

| | | MASS SHAPE=(R)|(L): benign{2.83/8.8)

| | | MaSS SHAPE!=(R)|(L): malignant(9.89/2.75)

| Density num!=(iso): malignant(39.23/8.23)

Number of Leaf Nodes: 7

Size of the Tree: 13



180 casos

168

(E£3) PREVISAO DE outfcome num SEM DENSIDADE DE MASSA

81.3%% 76.22% 15.6T% 15.67% T4.78% 74.56% 74.28% T3.44% T2.22% T1.94% 68.56% 60.56%
(8581 (9.90) (9.50) (1017) (9.78) 932) {10.35) (9.69) 1Iﬂ.ﬂﬁ]* 19.73]* Hi.qéi]* H-ﬁH]*
0.60 0.51 048 ) .46 0.45 0.45 0.45 0.40 0.40 029 0.00
{D.18) {0.20) (020} (0.22) {D21) {020) 022) {020 '?333]* 1'3—"'|]* 1ﬂ.|1:l* Eﬂ.ﬂﬂ]*
081 0.70 073 0.73 0.72 0.74 0.70 0.67 0.69 0.69 0.78 0.00
{D.14) {0.14) {0.15) {D.16) {.16) (0.0 (0.18]) {0.15) {D.16) {0.17) {029 #ﬂ.ﬂﬂ]*
0.75 0.71 0.68 0.67 0.65 0.64 0.65 0.66 0.61 0.61 047 0.00
{0.12) {0.13) {0.13) {0.15) {0.15) {0.15) {016} {0.13) ﬂ”]* “”5]* ﬁﬂ.l!i:u* ﬁﬂ-ﬂﬂ]*
0.72 0.74 0.6:6 0.64 0.61 0.60 0.63 0.67 0.56 0.58 0.39 0.00
{D.15) {0.17) {0.17) {D.18) {.19) {0.18) {0.19) {0.17) {D.18) {0.19) 1':]_'-'3]* ﬂﬂﬂﬂl*
a b a b a b a b a b a b a b a b a b a b a b a b
492 ja=mal. |53 1Bja=mal. [4526)a=mal. (H2T|a=md. |47TM|a=mal. [4]I0ja=mal. [4724ja=mal. |51 |a=mal. |3932|a=mal. |[3E33ja=mal. |[304]lja=ma. (O 71|a= mal
1396 |b=hen. |24 E5|b=bhen. I8 91| b =ben. 1990 b= hen. |24 E5|b=ben. 16 93| b = ben. 1990 b=hen. |23 BO|b=ben. |20 E9[b=hen. I8 91| b = ben. 1594 [b=hen. | 0109 b= ben.
COl =145 OO =138 001 = 136 COI = 134 000 =132 Cl= 134 CO =137 COO =137 IOC1 =128 OCl =123 COl =124 COI = 109
TPFM

FP TN
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81.3%%% T7.61 % 75.33% T4.56% T1.%%
{881} {2.59) {2.58) 932) QQ.'-'E:I*
0.60 0.52 048 0.45 0.40
{018} {0213 {0.20) {0200 ﬂ]_'-'ljl*
0.81 0.75 072 0.74 0.69
(0.14) {0.15) {0.15) {0.17) {0.17)
0.75 0.0 0.67 0.64 0.61
(0.12) {0143 {0.13) {0.15) 1ﬂ.|5]*
0.72 0.67 0.65 0.60 0.58
{0.15) {0.18) (0. 16) {0.18) (D.19)
a b a b a b a b a b
493 la=mal. |4823 ja=mal. (432Eja=mal. |41 30 |a=ma. |38 33]a= mal
1396 |b=bm. |99 b=ben. [IB90|b=ben. 1693 |b=ben. | 1B 9] |b= ben.
CO =145 o1 =138 o =134 ca=-134 o =129
!
TPFM

FPTM
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NOTA:

Todos os algoritmos encontram-se ordenados da esquerda para a dreita de forma decres cente de resultados. ou seja. a cohma mais a esquerd a relativa ao classificador resultante recorrendo 2o algoritma
SMO apresenta os melhores resultados comparativamente com os restantes classificadores (tendo em conta, acima de tudo, os valores de “Correctly Classified Instances™, “Kappa statistic™ e “F-
Measure™);

Todos os valores que se encontram entre paréntesis representam desvios-padrio;
* Valor de “Paired Corrected T-Tester” significativo para 0.01;
12y Os valores relativos s métricas: “Precklon®™, “F-Measure” e “TP Rate™ d izem respeito i classe “malignant™;

iy Os classificadores resultantes recorrendo zos al goritmos SimpleCart, PART, NBTree ¢ M8 apesar de nido apresentarem os indices mais elevados em termos de “Correctly Classifled Instances™,
“Kappa statistic” e “F-Measure®, geraram regras/arvores interessantes (ver pags. anexas). Conclusdes tiradas depois da analse dos respectivos “Classifiers outputs™ no WEKA Explorer;

== “Confusion Matrix™ - Dados obtidos depoi de gerados os *Chssifiers outputs™ para cada um dos classificadores no WEKA Explorer.
CCI - Numero de “Correctly Classified Instances™;

Os valores relativos a tabela da pag. 2 sdo valores de teste. uma vez que foi studado o comportamen to de certos classificadores que recomrem a algoritmos com parimetros diferentes dos presentes
na tabela da pag. 1. Sendo assim, temos:

Tabela pag. 1: Tabela pag. 2:

BavesNet — “searchAkorithm™ (TAN) BavesNet — “search Algorithm™ (K2)
SimpleCart — “numFoldsPruning™ (5 — “default value™) SimpleCart — “numFolds Pruning™ (10)
FART —*numFolds™ (3 — “default vahie™) FPART — *numFokds™ (10}

J48 — *numFolds™ (3 — “default valne™) J48 — *numFolds™ (10}
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SimpleCart:

=== (lassifier model (full training set) =—
CART Decision Tree

MASS MARGINS 2=(D}| (U}

| age at_mammo < 62.5: benign(71.84/6.21)
| age at mammo == 62.5

| | CLOCKFACE LOCATIOMN OR REGION=(1.8)|(186.8)|(2.8)|(4.8): benign(7.55/2.55)

| | CLOCKFACE LOCATION OR REGION!=(1.8)|(18.8)|(2.8)|(4.8): malignant(9.65/1.65)

MASS MARGINS 2!=(D)|(U)

| age at mammo < 48.5

| | MASS SHAPE=(L)]{0)](R}: benign({11.15/1.44)

| | MASS SHAPE!=(L)}|(0)}|(R): malignant(5.89/2.42)

| age at mammo == 48.5

| | CLOCKFACE LOCATION OR_REGION=(2.8)|(5.8)|(7.8)|(6.8)|(4.8)](8.0)

| | | age at mammo < 68.8: benign(8.23/1.8)

| | | age at mammo >= 68.0: malignant(2.89/8.0)

| | CLOCKFACE_LOCATION OR REGIOM!=(2.8)|(5.8)|(7.8)|(6.0)|(4.8)|(8.0): malignant(41.34/6.13)

Number of Leaf Nodes: 8

Size of the Tree: 15
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PART: NETree:

=== (Classifier model (full training set) =—=
=== (lassifier model (full trainimg set) =—=

NETree

PART decision list

DEPTH = P

| age at mammo == 62.5
MASS_MARGINS 2 = D AND | | rnd num <= 8.255: NB 3
age _at _mammo == 62: benign (54.89/2.58) | | rnd num > 8.255: NB 4

| age at mammo > 62.5: NB 5
MASS MARGINS 2 = S: malignant (29.79/4.26) DEFTH = M

| SIZE <= 24

. i | | OVERALL_BREAST COMPOSITION = scattered fibreglandular densities:

age_at_wammo > 71: malignant (16.81/2.52) | | OVERALL_BREAST COMPOSITION = almost entirely fat: NB 9

| OVERALL BREAST COMPOSITION = heterogeneously dense: NB 18
OVERALL BREAST_COMPOSITION = heterogeneously dense AND | | OVERALL BREAST COMPOSITION - extremely dense: Ng 11
MASS MARGINS 1 = D: benign (6.86/0.14) |  SIZE > 24: NB 12

DEPTH = A: NB 13

OVERALL_BREAST COMPOSITION = extremely dense: benign (4.92)
MASS MARGINS 2 = U: benign (22.12/5.81)

QUADRANT LOCATION def = Upper Outer AND
MASS SHAPE = X: malignant (13.29/2.54)

reread_group = burnside: benign (12.89/5.44)

reread group = sisney: benign (8.22/98.44)

OVERALL BREAST COMPOSITION = almost entirely fat: malignant (3.31/8.31)
: benign (7.7/3.02)

Number of Rules : 11
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=== (lassifier model (full training set) ===

J48 pruned tree

MAS5 MARGINS 2 = I
OVERALL BREAST COMPOSITION = scattered fibroglandular densities
|  QUADRANT LOCATION def = Upper Outer: malignant (18.37/2.12)
|  QUADRANT LOCATION def = Upper Inner: benign (1.22/0.69)
|  QUADRANT LOCATION def = Lower Inner: benign (2.47/8.69)
|  OQUADRANT LOCATION def = Lower Outer: malignant (08.8)
OVERALL BREAST COMPOSITION = almost entirely fat: malignant (10.83/2.51)
OVERALL_BREAST COMPOSITION = heterogeneously dense: benign (20.59/8.51)
OVERALL BREAST COMPOSITION = extremely dense: benign (1.51)
55 MARGINS 2 = 5: malignant (29.61/4.29)
55 MARGINS 2 = D
age_at mammo == 62: benign (54.89/2.58)
age_at_mammo = 62
|  OVERALL BREAST COMPOSITION = scattered fibroglandular densities
| | SIDE = R: benign (3.39/1.8)
[ | SIDE = L: malignant (2.18/8.39)
|  OVERALL_BREAST COMPOSITION = almost entirely fat: malignant (7.18/1.39)
I
I

OVERALL_BREAST COMPOSITION = heterogeneously dense: benign (3.39)
OVERALL BREAST COMPOSITION = extremely dense: malignant (8.8)
55 MARGINS 2 = M
age_at_mammo <= 76: benign (2.66/0.16)
age_at_mammo > 76: malignant (2.88/8.63)
S5 _MARGINS 2 = U
SIZE <= 25: benign (25.95/4.95)
SIZE = 25: malignant (2.47/8.16)

TR T ET T T TTTT T EET T T T T T

Mumber of Leaves : 18

Size of the tree : 26
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SimpleCart(10):

=== (lassifier model (full training set) =—
CART Decision Tree

MASS MARGINS 2=(D)|(U)

| age at mammo < 62.5: benign(71.84/6.21)

| age at mammo == 62.5

| | CLOCKFACE LOCATION OR REGION=(1.8)|(10.8)|(2.8)|(4.8)

| | | DEPTH=(A)|(M): benign(7.55/1.8)

| | | DEPTH!=(A)]|(M}: malignant(1.55/0.8)

| | CLOCKFACE LOCATION OR_REGION'=(1.8)|(18.8)](2.8)|(4.8): malignant(9.65/1.65)
MASS MARGINS 2'=(D)| (U}

| age at mammo < 48.5

| | MASS SHAPE=(L)|(O}| (R}

| | | CLOCKFACE LOCATION OR_REGION=(11.6)](12.8)|(C)|(7.8)](1.8)]|(18.8)|(3.0)|(2.68)|(4.8)]|(5.8)|(8.8)|(9.8): benign(11.15/6.8)
| | | CLOCKFACE_LOCATION_OR_REGIOMN!=(11.8)|(12.@)|(C)|{7.8}|(1.8)|(1@.0}|(3.8)|(2.0)|(4.8)|(5.0)|(8.8)|(9.0): malignant(l.44/0.0)
| | MASS SHAPE!=(L)|(0)|(R): malignant(5.89/2.42)

| age at mammo == 48.5

| | CLOCKFACE LOCATION OR REGION=(2.8)|(5.8)|(7.0)|(6.8)](4.08)|(8.8)

| | | =ge_at marmo < 68.8: benign(8.23/1.8)

| | | =age at _marmo >= 68.0: malignant(2.89/8.8)

| | CLOCKFACE LOCATION OR REGION!=(2.8)|(5.8)|(7.8)](6.8)](4.8)]|(8.8)

| | | CLOCKFACE LOCATION OR REGIOM=(C)|(12.8)

| | | | SIZE < 8.5: benign(2.89/0.8)

| | | | SIZE >= 8.5: malignant(18.44/1.78)

| | | CLOCKFACE_LOCATION OR _REGION!=(C)|(12.8): malignant(38.89/1.44)

Number of Leaf Nodes: 12

Size of the Tree: 23
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(E,) PREVISAO DE retro_density

T2.83% T7.78% T4 44% T3.11% T2.06% T1.78% T1.50%% T1.28% T0.78% T0.61% 68.33%
(9.89) {7T28) {B.79) {9 69) {B.95) {%.13) {B.A6) {B.79) {9.20) {929) {1019y
0.37 0.41 0.32 0.33 032 0.36 0.26 0.25 0.30 0.26 024
{0.23) {020) {0:24) {023) 022) {020) {023) {024) {020 {024) 023)
0.58 075 0.67 .61 0.58 057 0.58 0.58 0.59 0.54 0.52
{0200 {025) (029 {026) 022) {018y {028) {029 0213 (025) (022)
0.56 0.54 047 049 0.50 .56 042 0.4l 0.49 044 0.46
(.18} {0193 {021) {0200 (0. 18) {0.15) {0200 {0211 {0.15) {0200 {017
0.58 0.45 039 0.45 048 .60 0.36 0.35 047 041 0.45
022) (0200 {021y {021 {0200 {021 {020) l:ﬂ_'-‘l]* {0.19) (022) {0200
a b a b a b a b a b a b a b a b a b a b a b
33 23ja=high |26 30ja=high (24 3Z[a=high |23 33ja=high |29 27[a=high |3521|a=high I8 3E] a= high 19 37ja=high |27 29]a=-high 21 35]a=high 30 26 |a =high
24 1| b =iso B1l6|b=iso 13 111 [b = &o 20 104 b =iso 24 100 b =iz 0 b= iso0 I4 110 b= iso 15 109 b = iso 22 02|k = iso 23 101 |b =iso 2B 96 b= im0
COO=133 CO=142 CCl =135 oo =127 oa -129 o =129 COl =128 CCOl=128 CO - 129 CO=-122 CO = 126
TPFM

FPF TN
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72.83% 74.44% 73.44% M0.78% 69.39% .
9.89) (8.79) (9.85) 9.20) {10.43) L
037 032 033 0.30 0.28 e
(023) {0.24) {(025) {0207 {0.24) { ¥
0.58 0.67 0.62 0.59 0.52 o
{020 {029) (028) {021y (0.20) e
0.56 047 0.49 0.49 0.50 e,
{0.18) {021} {022) {0.15) {018} ! 4
0.58 0.39 0.45 047 0.51 000
022} 021} 023) (0,19} {022) e

a b a b a b EY b a b a b

33 Xja=high |24 32ja=high |23 33ja=high |27 29 a=high |30 26)a=high 0 56 |a=high

24 100 [ b= iso 13 111 jb = iso 16 108 | b =iso 22 102 b =iso 29 95|b =iso 0124 |b=isa
CO = |33 OOl =135 Ol =131 CO=129 O =125 OO =124

l

TFFN

FP TH
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NOTA:

Todos os algoritmos encontram-se ordenados da esquerda para a dreita de forma decres cente de resultados, ou seja, a cohma mais 4 esquend a relativa ao classificador resultante recorrendo ao algoritmo
naive Bayes apresenta os melhores resultados comparativamente com os restantes clssificadores (tendo em conta, acima de tudo, os valores de “Correctly Classified Instances™ e “Kappa statistic™);

Todos os valores que se encontram entre paréntesis representam desvios-padrio;
* Valor de “Paired Corrected T-Tester” significativo para 0.01;
12y Os valores relativos s métricas: “Preckion®, “F-Measure™ e “TF Rate™ d izem respeito a classe “high®, relativo a “high density™;

i1y Os classificadores resultantes recorrendo aos algoritmos J48, SimpleCart, PART e NBTree apesar de nio apresentarem os indices mais elevados em termos de “Correctly Chssifled Instances™,
“Precision”™ e “F-Measure”, geraram regras/arvores interessantes (ver pdgs. anexas ). Conclusdes tirad s depois da anilise dos respectivos “Classifiers outputs™ no WEKA Explorer;

#% “Confusion Matrix™ - Dados obtidos depoi de gerados os “Chssiflers outputs™ para cada um dos classificadores no WEKA Explorer.
CCI - Numero de “Correctly Classified Instances™;

s valores relativos a tabela da pag. 2 sio valores de teste, uma vez que foi studadoe o comportamen to de certos classificadores que recomem a algoritmos com parimetros diferentes dos presentes
na tabela da pag. |. Sendo assim, temos:

Tabela pag. 1: Tabela pag. 2:

BavesMNet — “searchAkorithm™ (TAN) BavesMet — “searchAlgorithm™ (K1)
J48 — “numFolds™ (3 — “default value™) J48 — “numFolds™ (10}

SimpleCart — “*numFolds Fruning™ (5 — “default value™) SimpleCart — “numFolds Fruning™ (10}

PART —*numFolds™ (3 — *“default valie™} PART — *numFokds™ (10}
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J48;
=== (lassifier model (full training set) ===
148 pruned tree
SIZE == 16
| age at mammo == 61: iso (86.8/7.8)
| age_at _mammo > 61
| | S5IZE == 12: iso (33.8/8.8)
| | SIZE = 12: high (7.8)
SIZE > 16
| OVERALL BREAST COMPOSITIOM = scattered fibroglandular densities: high (14.8/3.8)
| OVERALL BREAST COMPOSITION = almost entirely fat: high (7.8)
| OVERALL_BREAST COMPOSITION = heterogeneously dense
| | S5IDE = R: high (11.8/2.8)
| | SIDE =L: ise (17.8/6.8)
|  OVERALL BREAST COMPOSITION = extremely dense: iso (5.8/1.8)
Number of Leaves : a
Size of the tree : 13
SimpleCart:

=== (Classifier model (full training set) ===

CART Decision Tree

SIZE < 16.5: iso(104.8/22.8)
SIZE >= 16.5: high(34.8/20.08)

Mumber of Leaf Nodes: 2

Size of the Tree: 3
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NBTree:

=== [lassifier model (full training set) ===

=== (lassifier model (full training set) ===
PART densmn l:.st

HBTree
SIZE <= 16 AND e
age_at mammo <= B1: iso (B6.8/7.8)
SIZE <= O AND SIDE = R
OVERALL BREAST COMPOSITION = scattered fibroglandular densities: ise (7.8) | SI7E == 16.5
SIZE <= O AND I | I‘.'lLIADHMT_Lﬂ(ATIDH_def = Upper Quter: NB 3
OVERALL BREAST COMPOSITION = heterogeneously dense: iso (5.0) | | QUADRANT LOCATION def = Upper Inner: NB 4
CLOCKFACE_LOCATION OR_REGION = C AKD I | QUADRANT_LOCATION def = Lower Inner: NB 5
rnd_num > 8.25: high (7.8) | | QUADRANT LOCATION | def = Lower Outer: MBE 6
| SIZE = 16.5: NB 7
CLOCKFACE LOCATION OR REGION = 11.0 AND SIDE = L
t A6 AND
SIZE 5 ::.:i;h (11.8) | SIZE <= 14.5
| | rnd num == 8.525: NB 18
CLOCKFACE_LOCATION_OR_REGION = 11.8: iso [(9.8/1.8) | | r'lld_I'ILl1 = §.525: NE 11
CLOCKFACE_LOCATION OR_REGION = 6.8: high (6.8/2.8) I SIZE > 14 5: N8 12

CLOCKFACE LOCATION OR_REGION = 12.8 AND
MASS5 SHAPE = X: high (5.8/1.8)

CLOCKFACE LOCATION DR _REGIDN = 10.8: iso [7.0/3.8)

SIDE = R AND
OVERALL BREAST COMPOSITIOM = hetersgensously dense: high (7.8)

DEPTH = A: iso (11.38/4.38)

DEPTH = M AND
CLOCKFACE LOCATION OR_REGION

1.8: high (4.48/1.8)
CLOCKFACE LOCATION OR_REGION = 12.8 AND

MASS SHAPE = O AND

SIDE = L: isa (3.8)

CLOCKFACE LOCATION OR _REGION = 1Z.8 AND
reread_group = burnside: high (2.8}

: iso (9.14/2.14)

Humber of Rules : 15



180 casos

180

(E5) PREVISAO DE density num

67.22% 66.1 7% 6d.500% 63.61% 608FE 60.3%% 60.17% 59.11% 59.11% 36.61% 56.28% 35.00%
{12.14) {1117 {11395) {10.98) {12.468) {11.46) {11.03) {10.28) {1081 (10.70) 1'-'.|4:|* “,ﬁh*
0.33 031 027 0.25 020 0.20 0.8 016 017 010 0.07 .00
{0.25) {033} {0.24) {0.23) {0.26) {0.23) 023) o2y 0.22) 022) w1a™ w.o0™®
0.66 065 0.64 061 057 058 057 0.57 0.55 055 0.51 0,00
{016} (.17} (0.18) {0.240) {017y {017} 017) (016} {0.15) 021y 0.27) won™®
062 0.60 057 054 054 054 05l 049 051 041 030 0.00
(015} {014} (0.15) {0.15) (0.17) {0.15) 014) (015} {0.15) wan® wan® won®
.60 057 0.54 0.51 053 0.53 048 046 049 036 0.24 0.00
(017} {017y {18} {0200 {0 207 {0,197 .19y {0.17) (0.18) l:ﬂ.lH]* “].|5:|* qﬂg]ﬂ]*
a b a b a b a b a b a b a b a b a b a b a b a b
4932 ja-high |4239)a-tigh |3843ja-high [3942|a-high |404lja-high |3744|a-thigh |404]ja-hich | 3645 |a=high |42 39]a=high |2655)a-high |13 68|a=hich |0BI|a=high
2871 b= iso 24 75 b=isa 2970 b= iso 2871 b= 5o 564 b=iso H65 b=iso0 3069 b= isa 24 75| b= iso 3663 b=iso 24 75| b= isa 12 87 [b=isa 099 b= iso
OCT = 120 ol =117 OCl = 108 COl=110 OC1 =104 ool =102 ol = 18 CCl=111 CCl =105 Ol = 101 CCl= 104 COCL = 99
TPFN

FP T
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67.22% 6d.56% 641 7% 60.3%% 59.11%
{12.14) {11.607) {11.43) {11.44) {10.28)
0.33 0.27 027 0.20 0.16
(0.25) {0 24) {0235y {023y {021)
0.66 0.63 064 0.58 0.57
{016} {017} [LURE ] {0.17) {0.16)
0.62 0.57 0.56 0.54 0.49
{0.15) {016} {0.16) {0.15) {0.15)
0.60 0.5 0.53 0.533 0.46
{0.17) {019y {019y {019y {0.17)
a b a b a b a b a b
4932 ja=high |43 38 |a=hich |4041/a=high |374 a=high | 3I645)a=high
2871 |b=isa 2871 |b=isa 26 73 b =is0 H 65 b=is0 2475 b= im0
CO =120 OCl=114 O =113 OO = 102 CC=111
4

TPFM
FPTM
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NOTA:

Todos os algoritmoes encontram-se ordenados da esquerda para a dreita de forma decres cente de resultados. ou seja, a cohma mais 3 esquenda relativa ao classificador resultante recorrendo ao algoritmo
maive Bayes apresenta os melhores resultados comparativamente com os restantes clsssificadores (tendo em conta. acima de tudo. os valores de “Correctly Classified Instances”, “Kappa Statistic” e
“F-Measure™);

Todos os valores que se encontram entre paréntesis representam desvios-padrio;

* Valor de “Palred Corrected T-Tester” significativo para 0.01;

i2p Os valores relativos s métricas: “Preckion™, “F-Measure™ e “TP Rate™ d izem respeito i classe “high™, relativo a “high density™;

i1y Os classificadores resu ltantes recorrendo aos al goritmos NBTree, SimpleCart, PART e J48 apesar de nio apresentarem os indices mais elevados em termos de “Correctly Chssified Instances™,
“Kappa Statistic™ e “F-Measure™, geraram regras irvores interessantes (ver pdgs. anexas). Conclusies tiradas depois da andlise dos respectivos “Classifiers outputs™ no WEKA Explorer;

=% “Confusion Matrix™ - Dados obtidos depes de gerados os “Chssifiers outputs™ para cada um dos classificadorss no WEKA Explorer.
CCI - Numero de “Correctly Classified Instances™;

Os valores relativos i tabela da pag. 2 sio valores de teste. uma vez que foi sstudado o comportamen to de certos classificadores que recomem a algoritmos com parimetros diferentes dos presentes
na tabela da pig. 1. Sendo assim, temos:

Tabela pag. 1: Tabela pag. 2:

BavesNet — “searchAlgorithm™ (TAN) BavesNet — “searchAlgorithm™ (K2)
SimpleCart — *numFolds Pruning™ (5 — “default value™) SimpleCart — *numFolds Fruning™ (10)
PART —*“numFolds” {3 — “default value™) PART - “numFolds” (10}

J48 - “numFolds™ (3 — “default vae”) J48 — “numFolds™ (10)
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NBTree:

=== Classifier model (full training set) =—

SIZE == 16.5: NB 1

SIZE > 16.5

| MASS SHAPE = X: NB 3

| MASS SHAPE = R: NB 4

| MASS SHAPE = 0: HB 5

| MASS SHAPE = L: NB &
SimpleCart:

=== (lassifier model (full training set) ===
CART Decision Tree

SIZE = 16.5
| age at mammo = 61.5: iso(66.8/20.8)
| age at mammo >= 61.5
| CLOCKFACE LOCATION OR_REGION=(18.8)|(2.8)|(1.8)|(4.8): iso(11.8/5.8)

|

| | CLOCKFACE LOCATION OR REGION'=(10.8)[(2.8)|(1.8)|(4.8): high(20.8/4.8)
SIZE >= 16.5

|
|

OVERALL BREAST COMPOSITION=(extremely dense): iso(5.8/8.40)
OVERALL_BREAST COMPOSITION!=(extremely dense): high(36.8/13.8)
Mumber of Leaf Nodes: 5

Size of the Tree: 9
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FART:

=== (lassifier model (full training set) ===

PART decision list

OVERALL BREAST COMPOSITION = extremely dense: iso (13.8/1.8)

SIZE = 16 AND
OVERALL BREAST COMPOSITION = scattered fibroglandular densities: high (14.8/2.8)

OVERALL BREAST COMPOSITION = almost entirely fat AND
MASS MARGINS 1 = 5: high (8.8/8.25)

age_at mammo <= 65 AND
SIZE <= 16: iso (94.5/25.75)

CLOCKFACE LOCATION OR_REGION = C: high (5.75)

CLOCKFACE LOCATION OR REGION = 16.8: iso (5.6/1.0)

SIDE = R: high (18.75/3.8)

OVERALL BREAST COMPOSITION = heterogeneously dense: iso (15.8/6.8)
: high (6.8)

Number of Rules : 9
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J48:

=== (lassifier model (full training set) ===

J48 pruned tree

OVERALL BREAST COMPOSITION = scattered fibroglandular densities
| SIZE == 17: iso (48.8/15.8)

| SIZE » 17: high (14.8/2.8)

OVERALL_BREAST COMPOSITION = almost entirely fat: high (32.8/9.8)
OVERALL BREAST COMPOSITION = heterogensously dense

| MASS MARGINS 2 = I: iso (21.83/7.15)

| MASS MARGINS 2 = S: high (B.66/2.19)

| MASS MARGINS 2 = D

| | age_at mammo <= 48: high (4.36)

| | age at mammo > 48: iso (21.63/6.87)

| MASS MARGINS 2 = M: high (3.71/1.51)

| MASS MARGINS 2 = U: iso (13.61/3.75)
OVERALL BREAST COMPOSITION = extremely dense: iso (13.8/1.8)

Number of Leaves : 18

Size of the tree : 14

SimpleCart (10):

=== (lassifier model (full training set) =—
CART Decision Tree

SIZE =< 16.5

| age at mammo = 61.5: iso(66.8/28.0)

| age_at mammo »= 61.5: high(25.8/15.8)
SIZE >= 16.5: high({36.8/18.8)

Number of Leaf Nodes: 3

Size of the Tree: 5
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168 casos

(Es) PREVISAO DE retro _density

Simple Decision Random Bayes
Cart Stump Forest SMO Net o LeroR
Correctly
Classified
Instances
{Accuracy )
Incorrectly
Classified 17.86% 1845% 20.E3% 2143% 20.E3% 21.43% 20.24% 13.69% 2143% 16.67% 25.00% 16.67%
Instances (300 (31 {35) (36) (35) [EL)) (34) (23) (36) {28) {42} (28)
Kappa
Statistic 045 031 032 031 032 0.31 031 045 023 038 025 0no
Mean
abso lute error 023 018 028 030 030 0.30 030 014 026 023 027 038
Frecision 048 044 040 039 040 0.39 04l 062 036 0.50 033 000
{1}
F-Measure 0.56 042 044 044 044 0.44 043 053 036 048 040 000
il
TP Rate (1) 068 039 050 050 0.50 0.50 046 046 036 046 050 000
{Recally
FFP Rate 015 010 015 016 015 0.16 014 0na 013 ona 020 0no
{1}
& a b a b a b a b a b a b a b a b a b a b a b a b
Confmisn 19 9 ja=high |1l 17[a=high |4 14 |a=high |[4 14 |a=high |14 14 2=high |14 14 a=high |13 15[a=high |13 15 a=high |10 18 a=high |13 15|a=high |14 14 |a=high 0 28| a=high
3 21 119 | b=isa 12 126 | b=iza 21 119 b=iso 22 11K | b=isa 21 119 b=isa X2 11E | b=isa 19 121 | b=iza E 132 | b=izo 1R 122 | b=izo 13 127 | b=iza 2R 112 ) b=isa 0 140 b=ia
Matrix
O = 138 OO0 =137 OO =133 0O =132 OO =133 CO=132 o= 134 OO0 = 145 O = 132 O = 144 00 = 126 O = 140

1
TP EN
FP TN
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Simple

J48 10y Cart {10y PART {10y

Correctly
Classified

Instances
{Acouracy )

Incorrectly
Classified
Instances

Kappa
Startistic

Mean
abso lute error

Frecision
()

F-Measure
{1}

TF Rateil)
{Recally
FFP Rate 015 015 016 013 012
{1
£ T a b a b a b a b a b
Confasion 1o Il:-. a-:rl.ig:h _II-I |-1: P .hil_.'h -I|:I| 14| Figh |;' lf a ?1i|_.'h |'_- _||] a .hil_.'h
Matrix 21 119] b=isa 21 119 ] b=isa 22 118 | b=isa 18 122 | b=isa 17 123 | b=isa
OO - 138 oO=-133 oo=-132 oaO=-132 o - 139
TF FN

FP TN
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NOTA:
Todos os algoritmos encontram-se ordenados de acordo com a experiéncia E; para os 180 easos. ou seja. de acordo com a experiéncia que serviu de modelo a este estudo (E):

Os valores a encarnado apresentam melhores indlees de diferentes classificad ores (para as métricas mais relevantes) comparativamente com os valores do classifiicador (naive Bayes) que
evidenciou resultados mals altos a todos os niveis aquando da previsio de retro_density para os 180 casos;

Os valores a bege apresentam indices lgnals de diferentes classificadores (para as métricas mais relevantes) comparativamente com os valores do classifiicador (naive Bayes) que evidenciou
resultados mals altos a todos os niveis aquando da previsio de refre_densify para os 180 casos;

Todas as métricas encontram-se arredondadas is duas casas decimals;
(1) Os valores relativos &s métricas: “Preclslon™, “F-Measure™, “TP Rate™ ¢ “FF Rate™ dizem respeito i classe “high™, relativo a “high density™;
=2 OCI - Namero de “Correctly Classified Instances™;

Os valores relativos a tabela da péag. 2 sio valores de teste. uma vez que foi estudado o comportamento de certos classificadores que recorrem a algoritmos com parimetros diferentes dos
presentes na tabela da pdg. 1. Sendo assim, temos:

Tabela pag. 1: Tabela pag. 2:

BavesNet — *searchA lgorithm™ (TAN) BayesNet — “searchAlgorithm™ (K1)
J48 — *numFolds® (3 — “default value™) J48 — *numFolds™ (10}

SimpleCart — “numFolds Pruning™ (5 — “d efanlt value™) SimpleCart — *“num FoldsPruning™ (10}

PART - *“numFolds* (3 — “default value™) PART — “numF olds™ (10)
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168 casos

(E7) PREVISAO DE density num

Simple Random Decks lon
Cart

Forest Stump FeroR

Correctly
Classified

Instances
{Accuracy b

Incorrectly
Classified
Instances

Kappa
Statistic

Mean

abso lute error

Precision
{1}

F-Me asure
{1}

TP Rateil)
{Recally

FF Rate 0z4 030 018 031 031 0.21 022 018 0zl 0.16 004 000

1)
& a b a b a b a b a b a b a b a b a b a b a b a b
T 0 Bjahigh |24 4] a=high 12 16 [a=high |19 9[a=high 13 15| a=high 16 12 [a=high |17 11|a=high |14 14 a=high |16 12 ja=high |13 15]a=high | 3 25|a=high I 28 |a=high
Matrix 33 107 | b=isa 42 98| b=isa 25 115 | b=iso 43 97 | b=isa 4 96 | b=isa 29 111 | b=isa 31 109 | b=isa 25 115 | b=iso 20 111 | b=isa 23 117 | b=isa 6 134 | b=isa 0 140 | b=isa
O = 127 O =122 O =127 CO=116 OC1 = 1049 COO=127 OC1 = 126 OCl = 129 OCl= 127 OCT = 130 OCl= 137 00 = 13
TP FH

FF TN
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Bayes Simple

MNet (k2) Cart 1oy FPART (10 J4B (10)

Correctly
Classified
Instances
{Accuracy)

Incorrectly
Classified
Instances

Kappa
Statistic

Mean
abso lute error

Precision
{1}

F-Measure
{1}

TP Rate (I}
{Hecall )
FFP Rate 024 024 038 021 018
{1
& a b a b a b & b a b
Coafmian ;ij' Iﬂ% a=high |17 I|| a=high E: 5| a=high -Ih‘-. I:f a=high -I: I:-1- a=high
T 1 33 107 | b=isa 53 E7|b=isa ! b=isa s 5 £
Matrix b=iza b=is 3 (] B b=iso
o =127 O =124 =11 O =127 O = 129

!
TP FN
FPTN
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NOTA:
Todos os algoritmos encontram-se ordenados de acordo com a experiéncia E. para os 180 casos, ou seja. de acordo com a experiéncia que serviu de modelo a este estudo (E):

Os valores a encarnado apresentam melhores indlees de diferentes classificadores (para as métricas mais relevantes) comparativamente com os valores do classifiicador (naive Bayes) que
evidenciou resultados mals altos a todos os niveis aquando da previsio de densify_mum para os 180 casos;

Os valores a bege apresentam indlces Iguals de diferentes classificadores (para as métricas mais relevantes) comparativamente com os valores do classifiicador (maive Bayes) que evidenciou
resultados mals altos a todos os nivels aquando da previsdo de demsity_num para os 180 casos;

Todas as métricas encontram-se arredondadas is duas casas decimals;
(1) Os valores relativos 45 métricas: “ Preclslon™, “F-Measure®, “TF Rate™ ¢ “FP Rate™ dizem respeito & classe “high™, relativo a “high denstty™;
== OCI - Nimere de “Correctly Class ifled Instances™;

Os valores relativos i tabela da pidg. 2 sio valores de teste. uma vez que foi estudado o comportamento de certos classificadores que recorrem a algoritmos com parimetros diferentes dos
presentes na tabela da pag. 1. Sendo assim, temos:

Tabela pag. 1: Tabela pag. 2:

BavesNet — *searchA lgorithm™ (TAN) BavesNet — “searchAlgorithm™ (K2)
SimpleCart — “numFolds Pruning™ {5 — “d efanlt value™) SimpleCart — “mum Folds Pruning™ { 10)
FART — *numFolds™ (3 — *default value™) PART — “*numFolds™ (10}

J48 — *numFolds™ (3 — “default value™) J48 — “*numFolds™ (10}
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(Es) PREVISAO DE outcome _num COM retro _density

Baves Simple Random Decks lon
SMO Met Tan) Cart Forest
Correctly
Classified
Instances
{Acouracyh
Incorrectly
Classified . 27.98%
Instances 34) {32) {51 [EE ] {34 (34) 31 [EN] 41 [EE]
Kappa
Statistic 046 050 022 0.36 050 047 051 034 031 0.00
Mean
abso lute error 029 023 034 0.20 026 032 028 028 036 045
Precision 0.69 069 041 0.53 064 067 072 050 06l 0.nn
{1
F-Measure ) ! 059 063 047 0.54 064 061 063 054 045 0.nn
i
TP Rateil) 051 057 055 0.55 055 055 057 036 0.nn
{Recally
FF Hate 009 0.10 031 019 o4 01l LEIE] 022 009 LIEIL
(0
L3 b a b a b a b a b a b a b a b a b a b a b
Confusion 24 23 |a=mal. |27 20 [a=mal. |26 21[ a=mal. 26 21 | ar=mal 30 17 ja=mal. |26 21 jaemal. |26 21 jaemal. |27 20] a~mal. 17 30 )a=mal. |0 47] a=mal.
5 11 11| b=hen 12 109 | b=ben. |38 E3| beben. 23 9 | b=ben 17 104 |b=ben. |13 LOE [beben. |10 111[b=ben. |27 94| b=ben. 11 110 [b=ben. |0 [2]] b=ben
Mlatrix
O =134 o0 = 136 o =1 C=124 o= 134 o1 = 134 o= 137 o= 121 oo =127 o =121

TP FN
FF TN



Correctly
Classified

Instances
{Accuracy

Incorrectly
Classified
Instances

Kappa
Statistic

Mean
absolote error

Precision
{1}

F-Me asure
(1)

TP Rateil)
{Recally

FFP Rate
{1}

t & 3

Confusion
Matrix
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Baves Simple
SMO Net (k2)y PART 10y Cart 10y J48 10y
Bl1.55% T76.19% 64 BB T9.76% Bl1.55%
{137 {128} {1049} 1343 {137y
1845% 2381% 35.12% 2024% I1845%
31 {40} {59 34 1
052 040 022 049 051
018 024 034 026 028
0.70 058 041 064 072
064 057 047 063 063
060 055 0355 055
010 [INE 031 013 008
a b a b a b a b a b
28 19)a-mal. |26 21 |a=mal. |26 2] |a=mal 29 1B ja=mal. |26 21 |a=mal.
12 109 |b=ben. |19 102 |b=ben. |38 &3 | b=ben 16 105 [b=ben. | 10 111 | b=hen.
OO = 137 OO = 128 OCl=1 o= OOl = 137

1
TP FN
FP TN
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MNOT A:
Todos os algoritmos encontrame-se ordenados de acordo com a experiéncia E, para os 180 easos. ou seja. de acordo com a experiéncia que serviu de modelo a este estudo (E):

Os valores a encarnado apresentam melhores indices de diferentes classificad ores (para as métricas mais relevantes) comparativamente com os valores do classifiicador (SMO) que
evidenciou resultados mals altos a todos os nivels aquando da previsio de oufeome_num com retre_densify para os 180 easos;

Os valores a bege apresentam indices Iguals de diferentes classificadores (para as métricas mais relevantes) comparativamente com os valores do classifiicador (SMO) que evidenciou
resultados mals altos a todos os nivels aquando da previsiio de entcome_mum com refre_density para os 180 casos;

Todas as métrieas encontram-se arredondadas is duas casas decimals;
(1) Os valores relativos 4s métricas: “Preclslon™, “F-Measure™. “TPF Rate™ e “FF Rate™ dizem respeite 4 classe “mallgnant™;
== OCI - Nimero de “Correctly Classified Instances™;

Os valores relativos i tabela da pdg. 2 sio valores de teste, uma vez que foi estudado o comportamento de certos classificadores que recorrem a al goritmos com parimetros diferentes dos
presentes na tabela da pag. 1. Sendo assim, temos:

Tabela pag. 1: Tabela pag. 2:

BavesNet — “searchA lgorithm™ (TAN) BavesNet — “searchAlgorithm™ (K2}
FART — *numFolds” (3 — *default value™) FART — “numF olds™ {10}

SimpleCart — “numFolds Pruning”™ (5 — “d efault value™) SimpleCart — “num Folds Pruning™ (10)

J48 — *numFolds® (3 — “default value™) J48 — *numFolds™ (10)



(E9) PREVISAO DE outcome num COM retro density eevsmesk,

SMO

Carrecthy
Classified

Instances
{Accuracy

Incorrectly
Classified
Instances

Kappa
Statistic

Mean
abso lute error

Baves

MNet (TAN)

168 casos

Random

Forest

ZeroR

Precision
(L

F-Measure
(L

012

022

0.nn

b

b

13 108 | b=ben.

OC] = ] 3¢

27 20| a=mal.

20 |z=mal. |28 19] 2 =mal.
b=hen.

] CCl=124

22 | a=mal.

14 107 | b=hen.

27T 20] a=mal.
2794 b= ben.

0 47| a=mal.

0121 b=hen.

00 =121

TP Rate (1)
{Recally
FI Rate 012
{1
®& a b
Confusion [t
Matrix 15 [0 | b=ben.
OO = 134
TF FN

FP TN
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Baves

Simple
SMO Net (k1) PART 10y Cart 10y J48 10y
Correctly
Classified
Instances

{Accuracy )

Incorrectly
Classified
Instances

Kappa
Statistic

Mean

abso lute error

Precision
{1

F-Measure
()

TP Rate (1}
{Recallp
FF Rate 012 015 033 014 012
1)
& a b a b a b a b a b
I =t 19ja—mal. |26 2] ja=mal. |27 20 (a=mal. |31 16|a-mal. |26 2] |a-mal.
Matrix 15 106 |b=ben. |18 103 |b=ben. |40 El [b=ben. |17 |04 | b=ben 14 107 | b=hen
OO = 134 O =123 OC1 = 108 OO0 =135 OOl = 133
TF FN
FPTH
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NOTA:
Todos os algoritmos encontram-se ordenados de acordo com a experiéncia E, para os 180 easos. ou seja, de acordo com a experiéncia que serviu de modelo a este estudo (E);

Ok valores a encarnado apresentam melhores indlees de diferentes classificad ores (para as métricas mais relevantes) comparativamente com os valores do classifiicador (SMO) que
evidenciou resultados mals altos a todos os niveis aquando da previsio de oufcome_num com refre_density para os 180 casos;

s valores a bege apresentam indlces iguals de diferentes classificadores (para as métricas mais relevantes) comparativamente com os valores do classifiicador (SMO) que evid enciou
resultados mals altos a todos os niveis aquande da previsio de entcome_num com refro_density para os 180 casos;

Todas as métricas encontram-se arredondadas s duas casas decimals;
(1) Os valores relativos 4s métricas: “Precislon®™, “F-Measure”, “TF Rate” ¢ “FP Rate” dizem respeito 4 classe “malignant™;
=% CCI - Nimero de “Correctly Classified Instances™;

Ok valores relativos a tabela da pdg. 2 sio valores de teste, uma vez que fol estudado o comportamento de certos classificadores que recorrem a algoritmos com parimetros diferentes dos
presentes na tabela da pag. 1. Sendo assim, temos:

Tabela pag. 1: Tabela pag. 2:

BavesNet — “searchA lgorithm™ (TAN) BavesMNet — “searchAlgorithm™ (K2)
PART - *numFolds™ (3 — *default value™) PART — *numFolkds™ (10}

SimpleCart — “numFolds Fruning™ (5 — “d efault value®™) SimpleCart — “num FoldsFruning™ (10)

J48 — “numFolds* (3 — “default value™) J48 — *numFolds™ (10)
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168 casos

(E10) PREVISAO DE outcome num COM density Num sevsmo e,

MNalve Bayes NBE Simple Random Decislon

Baves Net o Cart Forest Stump

Correctly
Classified T738% T7.38%
Instances (124) (124) (130 (130) (121) (125) (130) (128) (121

{Accuracy )

Incorrectly

Classified 26.19% 26.19% 2.62% 2262% 27 98% 25.60% 22.62% 23.81% 2798%
Instances (44 44 38) (38) {47) (43) (38) (4) {47)
Kappa
Statistic : : 040 037 0.42 044 034 043 040 022 000
Mean
abso lute error i 027 033 0.13 034 028 0iz 031 039 045
Precision 57 s 053 053 0.61 0.60 0.50 053 062 089 000
(LY
F-Measure 4 [ 059 056 0.58 0.60 055 0249 000
{1
TP Rateil) 0449 017 000
{Recally
FP Rate 012 010 023 021 014 0.l6 022 025 012 0ol o.on
0
Tk a b a b a b a b a b a b a b a b a b a b a b a b
Confusion 26 21 jaemal. | 30 17| a=mal. 26 2] ja=mal. |31 16 | a=mal. 28 19| a=mal. 26 21 | a=mal. 28 19 | a=mal. |27 20| a=mal. 4 13 a=mal. 23 24| a=mal. & 39| 2=-mal. 0 47| a=mal.
Matrix 14 107 |b=ben. |23 98 | b=ben. 12 109 | b=ben. |28 93 |b-ben. 25 6 | beben. 17 104 [b=ben. |19 102 [b=ben. |27 94| beben. 30 91 | beben. 14 107 | b=ben 1 120 | b=ben. 0121 | b=ben.
001 = 133 O =128 001 = 135 ol =124 oCl =124 CO =130 001 = 130 o =121 O =125 OC = 130 OC1 = 128 =121
TP FM

FP TN
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Baves Simple
Net (k2) PART (104 J48 10y Cartqioy
Correctly
Classified T9.17% T6.79% TT3E% TT38% 75.00%
Instances {133} {129} {130} {130} (126}
{Accuracy b
Incorrectly
Classified 20.83% 2321% 22 .62% 23 62% 2500%
Instances 35) (39) (38) {38) {42)
Kappa
Statistic 046 041 042 044 044
Mean
abso lute error 0zl [ 033 0.34 032
Precision 065 059 06l 0.60 054
1)

F-Measure 060 057 058
{1}
TP Rate (1) 055 055 055
{Recally
FF Rate 012 015 014 016 04
{1
xk a b -1 b a b a b a b
e 20 2l jamal. (26 2] ja=mal. (26 2] |a=mal. (28 19|a-mal. |34 13| 2-mal
: 14 107 |b=ben. | I8 103 | b=hen 17 104 |b=ben. |19 102 |b=ben. |29 92| b=ben
Matrix
OO0 = 133 OOl =129 OCT = 130 o= 1% OOl = 126
TF FN

FP TN
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NOTA:
Todos os algoritmos encontram-se ordenados de acorde com a experiéncia E-. para os 180 easos. ou seja. de acordo com a experiéncia que serviu de modelo a este estudo (E.);

(s valores a encarnado apresentam melhores indlces de diferentes classificad ores (para as méiricas mais relevanles) comparalivamnente com os valores do classifiicador (SMO) que
evidenciou resultados mals altos a todos os nivels aquando da previsio de owtcome_mum com densify_num para os 180 casos;

Os valores a bege apresentam indices lguals de diferentes classificadores (para as métricas mais relevantes) comparativamente com os valores do classifiicador (SMO) que evidenciou
resultados mals altos a todos os niveis aquando da previsio de onfcome_num com density_num para os 180 casos;

Todas as métrieas encontram-se arredondadas s duas casas declmals;
{1} Os valores relativos & métricas: “Preclslon®, “F-Measure®, “TP Rate™ ¢ “FF Rate™ dizem respeito 4 classe “malignant™;
=% CC1 — Nimero de “Correctly Classifled Instances™;

s valores relativos i tabela da pég. 2 sfo valores de teste, uma vez que foi estudado o comportamento de certos classificadores que recorrem a al goritmos com parimetros diferentes dos
presentes na tabela da pag. 1. Sendo assim. temos:

Tabela pig. 1: Tabela pag. 2:

BavesNet — “searchA lgorithm™ (TAN) BavesNet — “searchAlgorithm™ (K 2)
FART — *nmumFolds™ (3 — *default value™) FART — “numF olds™ {10}

J48 — *“numFolds™ (3 — *defanlt value™) J48 — *“numFolds™ (10}

SimpleCart — “*numFolds PFruning™ (5 — “d efault value™) SimpleCart — “num FoldsPruning™ (10)
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168 casos

(E,;) PREVISAO DE outcome_num SEM DENSIDADE DE MASSA

NB Random Dechs lon

Tree Forest Smmp LZeroR

MNalve Simple Baves

Baves Cart MNet TAN)

Correctly
Classified
Instances
{Accuracy b

Incorrectly
Classified
Instances

Kappa
Statistic

Mean
ahso lute error

Precision
(L

F-Measure
(L

TP Ratedl)
{Recally
FP Rate 013 022 023 0.4 021 oll 022 019 013 0.l6 ool o0
(1)
ik a b a b a b a b a b a b a b a b a b a b a b a b
Confusion 25 Xja=mal (30 17ja=ma. |3l 16ja=ma. |28 19|2-mal. |28 19|a=ma. |27 2 |e-mal. |[272H|a=mad. |28 19 a=md. |17 30 |z-mal. |2] 26 z=-mal. | & 39]z=mal 0 47| a=mal.
Matrix 16 105 |b=ben. |27 94 [b=hben. |2E 93 |b=hen. 17 104 | b=ben. |25 96| b= ben. 13 108 |b=ben. |27 94| b= ben. 23 98| b= hen. 16 105 | b=ben. 19 102 | b=hben. 1 120] b=ben. 0121 | b=hen.
O = 130 o =124 ol =124 oo =132 o1 =124 CO =135 o =121 O = 126 o =122 o =-123 o0 = 128 o =121
TF FN

FP TN
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Bayes Simple

SMO MNet (k2 Cartiioy PART (1o J48 14y

Correctly
Classified
Instances
{Accuracy

Incorrectly
Classified
Instances

Kappa
Sratistic

Mean
abso lute error

Precision
[

F-Measure
[

TF Rateil)
{Recallp
FP Rate 013 017 022 o.ll 016
{0
£ a b a b a b 3 h a b
Confmslan 25 D e=mal |27 20 [a=mal. [29 1B ja=mad. |27 20 |a=mal. [2] 26 |a=mal.
Matrix 16 105 jb=ben. (2] 100 |b=ben. |26 95 |b=ben. |13 10 |b=ben. |19 102 | b=ben.
OO0 = 130 O =127 OOl =124 OO0 = 135 00T = 123

1
TP FN
FP TN
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MNOTA:
Todos os algoritmos encontram-se ordenados de acorde com a experiéncia E, para os 180 casos, ou seja. de acordo com a experiéncia que serviu de modelo a este estudo (E.. )

Os valores a encarnado apresentam melhores indleces de diferentes classificadores (para as métricas mais relevantes) comparativamente com os valores do classifiicador (SMO) que
evidenciou resultados mals altos a todos os niveis aquando da previsio de onfcome_num sem densidade de massa para os 180 casos;

Os valores a bege apresentam indices lguals de diferentes classificadores (para as métricas mais relevantes) comparativamente com os valores do classifiicador (SMO) que evidenciou
resultados mals altos a todos os niveis aquando da previsio de ewfcome_num sem densidade de massa para os 180 casos;

Todas as métrieas encontram-se arredondadas s duas casas decimals;
(1) Os valores relativos s métricas: “Preclslon™, “F-Measure™, “TP Rate™ ¢ “FP Rate™ dizem respeito i classe “malignant™;
=2 OCI — Nimero de “Correctly Classifled Instances™;

Os valores relativos i tabela da pég. 2 sio valores de teste, uma vez que foi estudado o comportamento de certos classificadores que recorrem a algoritmos com parimetros diferentes dos
presentes na tabela da pag. 1. Sendo assim, termos:

Tabela pag. 1: Tabela pag. 2:

BavesNet — “searchA lgorithm™ (TAN) BayeNet — “searchAlgorithm™ (K2)
SimpleCart — “numFolds Fruning™ (5 — “d efault value™) SimpleCart — “num Folds Fruning™ (10)
PART — *numPFolds™ (3 — “default value™) FART — “pumF olds™ (10}

J48 — “numFolds™ (3 — “default value™) J48 — “numFolds™ (10)



Apéndice D

Gréficos Area ROC
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Area ROC

Prewvisio de refro_density e density_num
(180 casos - classe high)

1

W
=]
5
T 08 - —
=]
(=19
o 06 = — naive Bayes a prever
= | .
,—: refro_density (E4)
= 04 o~ naive Bayes a prever
i
= density _rnum (E5)
L0z .
= ® Radiclogista
]
B 0+ T T T T 1

0 0.z 0.4 0.6 0.8 1

Taxa de Falsos Positivas

Figura 38 - Espaco ROC: Previsido de densidade de massa (retrospectiva e prospectiva) em relacio a
classe high density por classificadores bayesianos em 180 casos

Area ROC

Previsio de refro_density e density_num
(1380 casos - classe iso)

1
e
=]
5
E 03
o
(=
o 06 L naive Bayes a prever
3 refro_density (B4)
= 04 | naive Bayes a prever
L)
= density_num (E3)
= 0.2 o
= ® Hadiologista
=
F I:I 1 T T T T 1

a 0.z 0.4 0.6 0.5 1

Taxa de Falzos Positivos

Figura 39 - Espaco ROC: Previsido de densidade de massa (retrospectiva e prospectiva) em relagio a
classe iso-dense por classificadores bayesianos em 180 casos



Area ROC

Prewvisdo de refro_density e density_num
(168 casos - classe high)

n.g

0.6

0.4

Taxa de Verdadeitos Positivos

n.z 0.4 0.6 0.5 1

Taxa de Falsos Positivos
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naive Bayes a prever
refro_density (Ed)

naive Bayes a prever
density _rum (E7)

Figura 40 - Espaco ROC: Previsido de densidade de massa (retrospectiva e prospectiva) em rela¢io a
classe high density por classificadores bayesianos em 168 novos casos

Area ROC

Prewvisdo de retro_density e densitv_num
(168 casos - classe iso)

0.4

0.a

04 —

0.2

Taxa de Verdadewos Positivos

0.z 0.4 0.6 0.5 1

Taxa de Falsos Positivaos

naive Bayes a prever
refro_density (E6)

naive Bayes a prever
density _rum (E7)

Figura 41 - Espaco ROC: Previsido de densidade de massa (retrospectiva e prospectiva) em relagio a
classe iso-dense por classificadores bayesianos em 168 novos casos



Taxa de Verdadeiros Positivos

Taxa de Verdadeiros Positivos

0.5

0.6

0.4

0.2

0.8
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Area ROC
Previsiio de retro_density e density_num
(classe high)
-
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Taxa de Falsos Positivos
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naive Bayes a prever refro_density no conjunio
de treino - 18 0casos (E4)

naive Bayes a prever densify _numne cormjunto
de treine - 180casos (ES5)

Performance do Radiologista no conjunto de
treino- 180 casos

naive Bayes a prever refro_density no conjunio
de teste - 168 cases (E6)

naive Bayes a prever densify _numne cormjunto
de teste - 168 cases (E7)

Figura 42 - Espaco ROC: Previsido de densidade de massa (retrospectiva e prospectiva) em relagio a

classe high density por classificadores bayesianos em 180 e 168 casos

Area ROC
Previsiio de refio_density e density_num
(classe iso)
*
04 —F 1
1} 0.l 0.2 0.3 0.4 0.5 0.6 0.7 0.5 0.9 1

Taxa de Falsos Positivos

naive Bayes a prever refro_density no conjunte
de treine - 180cases (E4)

naive Bayes a prever density _numno conjunto
de treino - 180casos (E5)

Performance do Radiclogista no conjunto de
treino- 130 casos

naive Bayes a prever refro_density no conjunte
de teste - 168 casos (E6)

naive Bayes a prever density _numno corjunto
de teste - 168 casos (E7)

Figura 43 - Espaco ROC: Previsido de densidade de massa (retrospectiva e prospectiva) em relagio a

classe iso-dense por classificadores bayesianos em 180 e 168 casos



