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Abstract. Several pattern recognition approaches have used linear classifiers
and the corresponding separating hyperplanes for classification tasks only.
Few research studies have investigated the linear classifier'styabil not

only separating two or more sample groups projected on a linear optimal ba-
sis but also capturing discriminant information. This work extends the wse of
linear classifier by extracting and visualising the discriminant inforomat
captured by the classifier, as well as evaluating its generalisatiortyagilien

a training set composed of face images.

Resumo. Muitas abordagens que trabalham com classificadores lineares
normalmente consideram o uso do hiperplano de separacdo apenas para fins
de classificacdo. Poucos foram os trabalhos que estudaram a possibilidade de
um classificador linear fornecer muito mais informacées do que somente a
base vetorial 6tima que separa dois ou mais conjuntos distintos de
observacdes. Este trabalho aborda uma extensao do uso de um classificador
linear, explorando e visualizando as informacgdes discriminantes que o
classificador captura, bem como a sua capacidade de generalizacdo e o
potencial de predicdo da variabilidade contida em um conjunto de
treinamento composto por imagens de faces.

1. Introducéo

O dominio das imagens de faces é uma area de pesquisa em vigatacamal que

tem motivado muitos pesquisadores dada a sua enorme abrangéncia «idad®le

Um aspecto importante ao se trabalhar com imagens de facdat@ @e que nos
humanos ja temos um conhecimentopr@ori que nos permite reconhecer faces,
identificar pessoas, analisar expressdes faciais, mesmo sobdesndidversas, tais
como; pouca iluminacdo, oclusdo, ou mudancas provocadas pela idade. Portanto,
trabalhar com imagens de faces pode ser util para desenvolveliae sigtemas de
reconhecimento e classificacdo de padrdes, porque os resultados podeeinsente
interpretados sem a necessidade de um julgamento especialisidef@ess ainda que
imagens de faces sdo visualmente complexas e contém vaagsisticas comuns aos
problemas de reconhecimento de padrées em imagens como, por exemplo,® numer
limitado de amostras e alta dimensionalidade dos dados. Este trdimdbte como

seria possivel capturar as variagfes que estdo contidas nassrdadgaces a partir de
imagens discretas e como seria possivel predizer os intervaltmmidar a
caracteristica mais discriminante e transferir essactafstica para uma imagem de
face.



O primeiro estudo sobre captura da variabilidade e sintese densndg faces
foi proposto por [COOTES et. al. 1998], onde a abordagem denomictdee
Appearance Mode{(AAM) capturava, modelava e sintetizava as variacbes de face e
expressdes a partir de um conjunto de treinamento de imagens sierfadgamente
anotadas. Posteriormente em [EDWARDS et al. 1998] os autoresaxtiaformacdes
discriminantes de um conjunto de treinamento e as transferiraningegans de face.
Em [BUCHALA et al. 2005] os autores investigaram que tipo de infgéimaas
autofaces [TURK & PENTLAND 1991] capturavam e como as informacidse
género, idade, etnia e identidade estavam distribuidas ao longo dasesutoksste
trabalho apresenta uma nova abordagem que combina os resultados obtidosgsor Coot
et al 1998, Edwardst al. 1998 e Buchalat al 2005 e é uma extensédo da abordagem
Statistical Discriminant Mode{SDM) proposta inicialmente em [KITANI, THOMAZ,
GILLIES 2006] que amplia a analise dos resultados apresentada por eles.

Na secdo seguinte, secdo 2, discute-se o modelo de representdegesde
utilizado neste trabalho. Nas se¢fes 3 e 4 descreve-se respestavarm métodos de
Principal Componentes Analysi@PCA) [JOLLIFE 2002] elinear Discriminant
Analysis (LDA) [BELHUMEUR et al. 1997], e uma nova abordagem proposta
recentemente para regularizagcdo do LDA [THOMAZ, KITANI, GEEE 2006]. Na
secao 5 apresenta-se sucintamente a abordagem SDM utilizadaatesdho e na secao
6 descreve-se 0s experimentos e os resultados obtidos. Finalmeeigiond,sconclui-
se este artigo.

2. Representacéo e interpretacao de imagens de face

Assim como foi descrito no trabalho de [SIROVICH & KIRBY 1987], cdask-se
neste trabalho que a imagem de face mé&di@ um modelo de face. As variagbes em
torno da média sao as diferentes representacdes que o modelo pode trazer deahundo r
e, no caso de faces, sdo as diferentes faces que variam em tonédidaEm termos
matematicos, a interpretacdo do modelo poderia ser compreendida como um
classificador que pudesse extrair essas variagbes do nosso modetso®irabalhos

na area de reconhecimento de faces apresentaram resultadoassificadiores, porém
apenas sob os aspectos para fins de classificacdo. Poucos forsabadiso$s que
discutiram as transicbes que ocorrem dentro do modelo. Essas transiciéen ser
entendidas como um grau de generalizagédo e interpretacdo que sificaths pode
fornecer baseado nas informac¢bes aprendidas do conjunto de treinamentoinfa prox
secdo resume as duas principais técnicas de estatisticeamadi que foram utilizadas
neste trabalho e introduz uma nova abordagem de analise de discrisinzedees
baseada no método de Fisher [BELHUMEUR et al 1997].

3 Analise de Componentes Principais (PCA)

Atualmente, considera-se a técnica PCA a mais antiga e beedida técnica de
estatistica multivariada [JOLLIFE 2002]. Desde o pioneiro trabatiesantado por
[SIROVICH & KIRBY 1987] e posteriormente no trabalho desenvolvido poqKW&
PENTLAND 1991], a técnica PCA passou a ser amplamente utilizedas
pesquisadores que trabalham com imagens de faces, seja paeaizarae representar

uma imagem de face ou suas partes mais significativas [RASGBORGES 2002],

seja como um pré-processamento para fins de reducao da dimensiorddisiadelos.
Fundamentalmente, a maioria das aplicagdes tem utilizado o PC&tsopara gerar

um sub-espaco vetorial computacionalmente manipulavel, descartando-se as
componentes principais que apresentam as menores variancias de madoizamo



erro de reconstrucdo. A esséncia do PCA é procurar uma base Wtayisd maximize
a orientacao na direcdo da maxima variancia das amostras, comsepobtservado no
equacéo (1) abaixo,

— T
Wopt - argmv?-MPCAZWPCA" (1)
ondeW,., sao os autovetores da matriz de covariaikc@o conjunto de amostras.

4. Analise de discriminantes lineares (LDA)

Quando se deseja apenas a reducao efetiva ou mesmo a represeaimeidomimica
dos dados que tém alta dimensionalidade, o PCA mostra-se adequadonténsatse-
se que nao necessariamente a direcdo apontada pelos autovetores ohuli€ZA
melhor direcédo para fins de classificagdo. Baseado no mesmo prideige trabalhar
com as projecbes das amostras em uma babmensional e determinar uma base
vetorial que melhor discriminasse as amostras, foi proposto por Ron&idh&r um
critério de maximizacdo da separacao entre duas ou maissallesaenostras que ficou
conhecido comd.inear Discriminant Analysi§LDA) [BELHUMEUR et al 1997]. A
idéia basica € encontrar uma base vetowal, que maximize a razdo entre o
determinante da matriz inter-clasSge a matriz intra-class§,, ou seja,

S

Fisher_criterion = max-—-
[Si] - )
Portanto, a determinagdo de uma base vetdfjal que maximize o critério de
Fisher pode ser resolvida como um problema de autovetores e autovgboes ser
determinada conforme a equacgéao (3) a seguir,

(S;/lsn)q) =N\, A3)

onde ®é a matriz de autovetores/e a matriz de autovalores dg,'S,. Entretanto o
problema da inverséo da mati®, € bem conhecido por aqueles que trabalham com o
LDA. Como no dominio de faces o numeros de caracteristicas é serajpreque o
numero de exemplos, a matrig, sera singular provocando uma instabilidade na
determinacdo da sua inversa. Em outras palavras, o LDA sofre cooblenpa do
namero pequeno de amostras do conjunto de treinam&mall( Sample Sike
[FUKUNAGA 1990], e este é um problema muito conhecido por aqueles tpa¢htaen
com o LDA no dominio de faces [THOMAZ, KITANI, GILLIES 2006].

Varios autores propuseram métodos para superar a instabilidaderidaSpa
0s primeiros trabalhos sugerindo o uso de um sub-espaco PCA foram prqquostos
[SWETS & WENG 1996] e posteriormente por [BELHUMER et al. 1997]rdfanto,
outros autores sugerem a regularizagao direta da n@trsem necessariamente passar
por um sub-espaco PCA. O trabalho apresentado em [THOMAZ & GILPIESS]
propde a expansdo dos autovalores que possuem 0S menores ou zero autovalores, e
mantendo aqueles que ja sdo maiores. Esta expansdo mantém & vaa@meias das
amostras, pois quando se calcula os autovetores das rggtrio LDA classico,
observa-se gque, em termos numéricos, 0s autovetores apresentam unpadsioo
proximo de zero, e consequentemente a magnitude do desvio em relagéitaaem
muito pequena. Ja esta expansao proposta por [THOMAZ & GILLIES 200&hises
na hipétese de que se ndo ha uma informacdo completa sobre a densidade de
distribuicdo das amostras, pode-se determinar uma fungdo densidade tédigadba
gue maximize a entropia do sistema utilizando-se das informacéemndathas e das



matrizes de covarianci§, disponiveis nas amostras [THOMAZ, GILLIES, FEITOSA
2004]. Esta nova abordagem foi entdo denominsidgimum uncertaintylinear
Discriminant AnalysiSMLDA) [THOMAZ & GILLIES 2005], sendo o classificador
linear utilizado neste trabalho.

5. Statistical Discriminant Model SDM

A abordagem SDM é essencialmente um classificador linear de ekiégios
PCA+MLDA que promove a reducdo da dimensionalidade e a extracdo de
caracteristicas discriminantes de um conjunto de imagens. Btdreta abordagem
SDM ndéo procura necessariamente testar a capacidade de recenbecotassificacéo

ou reducdo de dimensionalidade da abordagem combinada PCA+MLDA. O que
procura-se investigar sdo quais as caracteristicas que sificdder linear extrai de

um conjunto de treinamento e como poderiamos interpreta-las visualtEraé|,
THOMAZ, GILLIES 2006].

O SDM ¢ utilizado para se capturar diferencas discriminamnites dois ou mais
conjuntos de treinamento. Em outras palavras, dados dois conjuntos formados, por
exemplo, por faces sorrindo e ndo sorrindo de pessoas distintas, desapdusar as
variacbes provocadas pelo sorriso e ndo sorriso, e ndo necessaradifarenca entre
as distintas faces dos conjuntos de treinamento. Em [KITANI, THOMBILLIES
2006] foram apresentados os primeiros resultados da sintese de wmitadgace
guando se navegava ao longo de um hiperplano discriminante, como aquele dascrit
equacao (4) a sequir,

X =X+ q)-IECAq)-II\-ALDAyiMLDA’ (4)

onde ., sao os autovetores da base P@4, ,, S&0 os autovetores da base MLDA,
X € a face média "> é oi-ésimoponto projetado na espago MLDA. Essa sintese
visual reconstroi uma imagem de face que incorporou alguma cesticaeconsiderada
discriminante pelo MLDA. Assim, para cada face projetada no edplaidd\, o espaco
MLDA apenas retera a informacédo que classifica cada imalgeface conforme as
classes definidas durante a fase de treinamento. A navegacaegé @lo autovetor
que separa as duas classes e a sintese visual durante a waypsEgagériam a
observacdo das caracteristicas que foram capturadas parasificat@® dos dois
conjuntos de treinamento. Nesta fase o SDM permite visualizararasteristicas
discriminantes capturadas pelo classificador MLDA. Como desaritnaa a sintese
visual apenas retorna as caracteristicas discriminantes cara fmpturadas, e nao
necessariamente a identidade de alguma face do conjunto de tremamiafbrmacgao

da identidade de cada face é atenuada durante a fase de calc@ssdador, uma
vez que a determinacdo do critério de Fisher considera a razﬂeﬁg), que é a
distancia quadratica entre as meédias das classpslo dellSN|, que é a matriz de
covariancia das amostras de todas as clasdemo, ndo se consideram informacdes
para fins de reconstru¢cdo, mas somente informag@esao Uteis para a classificacao.
Consequentemente, o0 espaco MLDA retém apenas @snefoes sobre a média de
cada classe e as variacbes em torno de cada riédisevante destacar que durante a
fase de reconstrucdo das informacgfes discriminagtgmssivel reconstruir qualquer
ponto y."*** do intervaloy"** < yM-°* < y"'PA "Esta reconstrugdo é equivalente a uma
interpolacdo linear da imagem da face média nocesga alta dimenséo. A préoxima
secao descreve 0s experimentos executados com oePG@ASDM, bem como os
respectivos resultados.



6. Experimentos com PCA e SDM

De modo analogo aos experimentos apresentados BMANK THOMAZ, GILLIES
2006], utilizou-se um banco de faces criado e rdantio Departamento de Engenharia
Elétrica da FEiconforme descrito em [OLIVEIRA JR. & THOMAZ 2006foram
formados dois conjuntos de treinamento, o primemmposto de 100 faces masculinas
com expressdo neutra e 100 faces femininas cone®sgw neutra. O segundo conjunto
de treinamento foi formado com 100 faces mascubinas expresséo neutra e 100 faces
femininas com expressao sorrindo. As imagens desfaéo coloridas e tém dimenséao
de 320x 260 pixels no entanto, para otimizar o tempo de processamastimagens de
face foram reduzidas para uma dimensaé4be64 pixelse tornadas monocromaticas.

O primeiro experimento tomou cada conjunto denén@iento e projetou-os no
espaco PCA. Depois navegou-se ao longo das tmi@gipgis componentes principais de
cada conjunto, como esta descrito na equacao & segu

x =X+g'h, (5)

onde ¢ representa a-e€simo autovetor, X a media global eb o parametro de
navegacao, que neste caso esta limitad8dA;, onde A € o respectivo autovalor e
i = 1,23. As imagens reconstruidas de cada autovetor podeobservadas na figura 1.
Fundamentalmente, este experimento investigou aquaaecteristicas as trés primeiras
componentes principais capturavam. A navegacamiagol da primeira componente
principal indica que além da informacdo de géneamiacdes na iluminacdo também
foram capturadas. Isto pode ser explicado pelo da@aque o PCA sempre busca a
direcdo que apresenta a maior variancia.

30 -2/A -~k Meda & 20k 34
Figura 1. Reconstrucéo visual das trés primeiras co mponentes principais quando

se navega ao longo delas. De cima para baixo, a pri meira, segunda e terceira
componentes principais.

Ja a segunda componente principal traz informaliff@oente sobre o género,
sendo que as diferencas aparecem mais atenuatasefka componente principal ndo
necessariamente tem uma informacdo discriminanteeso género. O segundo
experimento foi similar ao primeiro, diferindo apemo conjunto de treinamento que
foi formado por 100 faces masculinas com expressétra e 100 faces femininas com
expressao sorrindo. Procurou-se investigar coms daiacteristicas discriminantes, tais
como género e expressao facial, sdo capturadas@loe como elas se distribuem ao
longo das componentes principais. A figura 2 agres a reconstrucdo visual das trés

! Imagens disponiveis sob solicitagéo paza@fei.edu.br



primeiras componentes principais, quando se naaedango delas dentro do limite de

=34 -2fA -4 Media A 2/4 34

Figura 2. Reconstrucéo visual das trés primeiras co mponentes principais quando
se navega ao longo delas. De cima para baixo, a pri meira, segunda e terceira
componentes principais.

Comparando-se visualmente os resultados do segerperimento com o
primeiro experimento, observa-se que a reconstruic@ial das componentes principais
sdo muito semelhantes. Entretanto, observa-se tango@ a expressao do sorriso é
distribuida ao longo da segunda e terceira compesgqurincipais. Isto indica que a
segunda e terceira componentes principais geramatiz essa caracteristica ao longo
dessas componentes, ndo considerando-a como umtectica discriminante. Na
sequéncia, o experimento seguinte, tomou 0S mesmmoOsINtos de treinamento e
navegou-se agora na direcdo do vetor mais disaimenobtido da fase MLDA.
Executa-se a navegagao variando-se o ponto deg@oojg™™ da equagdo (6) a seguir,
dentro dos limites de: 2sd (standard deviatio) e fazendo-se a reconstrucéo visual
durante a navegagao:

X = X+ quTDCAq)IALDAyiMLDA (6)

Os resultados podem ser visualizados na figuoan@e percebe-se claramente a
separacdo entre as caracteristicas masculinasieirfam Diferentemente do PCA, a
reconstrucdo com o MLDA concentrou-se nas caratimas que efetivamente
diferenciam o grupo masculino do grupo feminino. éaracteristicas capturadas
somente referem-se as variagfes que distinguemrupo glo outro, onde observa-se
que os extremos da navegacao indicam a reconstragiouma informacao
definitivamente masculina ou feminina.

—25d -1sd Xn.sc +1sd +2sd X -2sd -Isd  Xem +Isd +2sd

Figura 3. Reconstrucgéo visual da face média quando se navega ao longo do hiper-
plano discriminante do conjunto homens e mulheres ¢ om expressao neutra.

A figura 4 traz a reconstrucdo da face média quasel navega ao longo do
hiper-plano discriminante para o conjunto formadw 00 faces masculinas com
expressao neutra e 100 faces femininas com expresgdndo.
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Figura 4. Reconstrucgéo visual da face média quando se navega ao longo do hiper-
plano discriminante do conjunto homens com expressa 0 neutra e mulheres
sorrindo.

Observa-se que a informacdo do género continudosemma informacao
discriminante, entretanto, a expressdo do sor@sobém foi capturada e, o mais
relevante, a informacdo aumenta em intensidadeiregdd da imagem considerada
definitivamente feminina. O experimento anterianitg@m indicou que a caracteristica
do género variou em intensidade quando se navegdorgo do hiperplano
discriminante. Contudo, um dos objetivos era deitear o que um classificador linear
considera como a informacdo mais discriminanterdpeiou-se a navegacdo até os
limites de £15sd e observou-se que a informacao discriminante ada wez mais
destacada, ou seja, a taxa de variagdo da infoondigériminante era maior do que o
das regibes ou caracteristicas ndo discriminafas se compreender melhor o que
ocorre com a informacado mais discriminante, vesifise que o segundo termo da
equacdo (6) tem o seu comportamento regido peldmmro y"->*, isto porque as
bases®,., e ®,, ., S0 constantes, para um determinado conjuntoed®aimnento.

Como o parametroy™®* faz o produto interno com as duas bases, pode-se
concluir que a variagdo do segundo termo da equé@fe linear. Entretanto, a
reconstrucéo visual da projecdd™™ sem a média indica que esse parametro afeta
diretamente a amplitude dos niveis de cinza de pa@hda imagem de face. Pode-se
concluir entdo que as imagens reconstruidas neaflguepresentam uma variacag,
de cadapixel em termos de profundidade, quando percorremos ergigmno
discriminante, sugerindo que as variacbes nas insagedo as informacdes
discriminantes que séo consideradas pelo clagdiicdbem como o seu grau de
generalizacao.

o #‘1“? - 0
)T + 5sd + 10 sd + 15 sd

Figura 5. Reconstrucdo da imagem de face média do ¢ onjunto de treinamento
homens e mulheres, quando se navega até os limites de +15sd.

A variacao entre duas imagens reconstruidas defjporA, =X —X_, indica
exatamente o que foi alterado quando reconstruinpmsito y"->* e o pontoyHtDA. Se
considerarmos quéd, , € a variagdo que ocorre entre duas imagens reciest
quando percorremos o hiperplano discriminante, {sedescrever essa diferengca como
sendo as variagGes impostas pelo reconstrugdotao W&, ou seja,
Dimg = PocaPrioa(Y" " = V5.

(7)
Desta maneira, as imagens médias reconstruiddsriglas artificialmenteindicam que
h4 uma variacdo ndo uniforme ao longo das imagemicando que as areas

¢ Por favor, acesse a versdo on-line deste artigovisualizar as imagens coloridas.



discriminantes sofrem altera¢cdes mais rapidas gueas nao discriminantes. Para se
determinar numericamente a taxa de variacdo, calesé¢ a variacdo das imagens
geradas emt1sd. Como paray"°* =0, a variagdo é zero, e 0 que resta é a propria
imagem de face média, logo patdsd a variagcdo sera a propria reconstrucdo dos
pontos y""** sem a face média. E a taxa de variaggg pode ser determinada pela

seguinte equacao,
o . = A"“g.
™9 dx (8)

A figura 5 ilustra o fenbmeno da variacdo de isidamde em determinadas
regides da imagem quando se reconstrfe a face pediap conjunto de treinamento 1.
Observa-se que a medida que se navega na diregddodolimites algumas regides
sofrem alteragcdes mais intensas enquanto que owggaSes ou ndo se alteram ou
sofrem variagcdes mais sutis. De maneira semelhaptesenta-se na figura 6 a seguir a
variacdo da taxa de intensidade durante a recgéstrda imagem de face para o
segundo conjunto de treinamento. Conclui-se pelagéns que as regides mais escuras
correspondem exatamente as regifes da face qualnoenie sofrem alteragdes quando
sorrimos ou ficamos com expressao neutra. No emténtelevante observar também
gue o modelo capturou e separou também as casticasirelativas ao género.

E——— — |15
< > ' & b
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Figura 6. Reconstrucdo da imagem de face média do ¢ onjunto de treinamento
homens com expressao neutra e mulheres sorrindo, qu ando se navega até os
limites de +15sd.

Assim como foi apresentado em [KITANI, THOMAZ, IGIES 2006], um
altimo experimento avaliou o quanto o modelo deasgntacdo baseado na face média
poderia ser transferido para uma face comum. Toseauma face qualquer do conjunto
de treinamento e removeu-se a face média globphisledicionou-se a face média
sintetizada pela navegacéo no hiperplano discrimeéndo conjunto homens e mulheres.
Os resultados podem ser visualizados na figura bse@a-se que a face de teste
incorporou alguns tragos masculinos, no entantopsaEter os tracos relacionados com
a sua identidade.

- g -
XmaS‘

+1sd +2sd globa ~2sd -Isc )(fem +1sd +2sd

Figura 7. Transferéncia da face média sintetizadad o grupo homens e mulheres,
para uma imagem de face com identidade.

—-2sd —Isd

7 Conclusao

Este estudo baseou-se na hipotese de que um ickdsiflinear poderia ndo somente
capturar informagfes que sdo Uteis para fins dssifileacdo, mas também poderia
modelar visualmente o grau de generalizacdo quecdpturado pelo classificador.
Apresentou-se visualmente a capacidade de germm@lz das componentes
discriminantes e também a possibilidade de se zeedis informacdes discriminantes



dos intervalos entre duas amostras. Além dissopnstaiu-se visualmente as
informacdes discriminantes capturadas pelo classifir linear. Os resultados desta
pesquisa tém uma aplicacdo promissora que serigooda abordagem SDM em
experimentos que ndo sejam necessariamente corsmestonagens de faces. Cita-se
como principal exemplo a aplicacdo em imagens rmaédisma vez que neste tipo de
aplicacdo € necessario o auxilio de um especiglesta se determinar quais informacdes
séo relevantes para fins de classificacdo. Ngstedg aplicacdo, o SDM poderia ser (til
para investigar visualmente como ocorrem as vaem@htre duas ou mais classes de
amostras em termos de informacgdo discriminantaligente Util para o especialista
seria avaliar o grau de generalizacdo tanto dcsifilzedor quanto das componentes
principais. Isto porque possivelmente estruturas g@io sdo percebidas visualmente,
quando se trabalha com toda a imagem, poderiandestacadas quando se navega
pelos hiperplanos discriminantes ou entdo pelagpoasntes principais.
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